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Herrn PD Dr. Siegfried Gabler
am 28.04.2012 im Sommersemester 2012

vorgelegt von:
Jan-Philipp Kolb
geboren am 10.02.1982

in Stuttgart



Danksagung
Ein sehr herzlicher Dank gilt meinen Betreuern, Ralf Münnich und Siegfried
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2.1 Datentypen Übersichtsgraph . . . . . . . . . . . . . . . . . . 6
2.2 Ablauf der Simulationen und Datengrundlage . . . . . . . . 12

3.1 Vergleich von Verteilungsparametern mittels boxplot . . . . 22
3.2 Vergleich von Verteilungsparametern mittels vioplot . . . . 23
3.3 Einschätzung des Ausländeranteils in Ost und West – ALLBUS

PUF 2006 . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26
3.4 Visualisierung des KS-Tests . . . . . . . . . . . . . . . . . . 29
3.5 qqplot zum Vergleich von Populationen . . . . . . . . . . . 30
3.6 Vergleich innerhalb von Quantilen – Jahreseinkommen in

Euro im AU-SILC-PUF (2006) und synthetisches Einkommen
nach der lognormal-Verteilung . . . . . . . . . . . . . . . . . 31

3.7 Visualisierung der kumulierten empirischen Verteilung (ecdf)
für die Hinterbliebenenleistungen (in Euro) im AU-SILC-
PUF (2006) . . . . . . . . . . . . . . . . . . . . . . . . . . . 32

3.8 Lorenz-Kurve zur Visualisierung der Ungleichverteilung der
Einkommen auf zwei Philippinischen Inseln . . . . . . . . . . 33

3.9 Visualisierung von Korrelationen anhand von levelplot . . 35
3.10 Verschiedene Korrelationen nach Cramer’s V . . . . . . . . . 38
3.11 Mosaikplot zu Bildung und Einkommen – Mikrozensus 2006

PUF . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
3.12 Odds ratio eines männlichen Haushaltsvorstands . . . . . . . 42
3.13 Odds ratios der Zulassung zu den verschiedenen Fachberei-

chen an der UCBA . . . . . . . . . . . . . . . . . . . . . . . 43
3.14 Visualisierung von bedingten Verteilungen anhand des cdplot 44
3.15 Beispiel für einen homogenen und einen heterogenen Datensatz 49
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5.8 Die Häufigkeiten der Ausprägungen der Variable ILO nach

Alter . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 139
5.9 Datensätze zur Erzeugung der Zensus-Grundgesamtheit . . . 141
5.10 Verteilung des Zuzugsjahres im Mikrozensus . . . . . . . . . 145
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xi Stichprobenvektor einer Variablen der Einheit i K 3.1
MAx̄ Mediandeviation für klassierte Daten F 3.4
fj Absolute Besetzungszahl der Klasse j K 3.1
t-Test Test bspw. zum Vergleich von Mittelwerten K 3.1
rj Rangsumme des Elements j K 3.1
β Regressionskoeffizienten K 3.2
p Quantile K 3.1
µ Mittelwert F 3.5
δ0 Differenz F 3.6
s2
p Gepoolte Varianz F 3.7
ZWald Teststatistik beim Waldtest F 3.9
θ̂X Geschätzter Anteilswert F 3.9
R1+ Summe der Rangzahlen der X-Stichprobenelemente F 3.11
R2+ Summe der Rangzahlen der Y -Stichprobenelemente F 3.11
FC Teststatistik für den Friedman Rangsummentest F 3.12
W 2 Teststatistik für den Shapiro-Wilk-Test F 3.14
ai Tabellierte Gewichte für den Shapiro-Wilk-Test F 3.14
Kn Teststatistik für den Kolmogorow-Smirnow-

Anpassungstest
F 3.16

In der letzten Spalte der Tabelle wird jeweils der Abschnitt genannt,
in dem das Symbol zum ersten Mal verwendet wurde.
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Symbol Beschreibung Kapitel/
Gleichung

FBP Verteilung der Basispopulation F 3.17
Fsynth Verteilung der synthetischen Population F 3.17
ϕ Latente Variable K 4.2.3
µij Absolute Zellhäufigkeit in Zelle ij K 4.2.4
pj Wahrscheinlichkeit in ein Level einer kategorialen Varia-

ble zu fallen
K 4.2.3

πij Relative Zellhäufigkeit in Zelle ij F 3.23
λ Logarithmierter Haupteffekt im loglinearen Modell F 4.24
λi Logarithmierter Effekt der Randverteilung des Merk-

mals A im loglinearen Modell
F 4.24

λij Logarithmierter Interaktionseffekt zwischen den Varia-
blen A und B im loglinearen Modell

F 4.24

Λ Kreuzproduktverhältnis F 3.29
j Laufindex für Variablen F 3.4
πi. Randhäufigkeit über Zeilen F 3.32
π.j Randhäufigkeit über Spalten F 3.32
Υ Haushalte K 5.3.3
Ξ Beliebiges Maß K 5.3.3
z Median K 3.1
k Ausprägung F 3.3
L Logit K 4.2.3
Lh Likelihood K 4.2.3
ζ Schicht K 5.3.3
V Deviation K 3.1
vars Variable K 3.1
χ2 χ2-Verteilung K 3.1
N Normalverteilung K 3.1
MAD Mittlere absolute Abweichung vom Medianwert K 3.1
D̃ Mediandeviation K 3.1
ι Beliebiges Maß zur Messung einer Zielsetzung F 5.11
Ξ Parameter in der multiplen Imputation F 4.49
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1. Einleitung
Bei synthetischen Simulationsgesamtheiten handelt es sich um künstliche
Daten, die zur Nachbildung von realen Phänomenen in Simulationen ver-
wendet werden können. Synthetische Daten werden genutzt, weil reale Da-
ten nicht zur Verfügung stehen. Die Bedeutung von synthetischen Grund-
gesamtheiten hat in den letzten Jahren stark zugenommen. Eine Diskussi-
on der Gründe dafür und der Methoden zur Erzeugung solcher Daten sind
Gegenstand dieser Arbeit. Dazu wird der Einsatz von synthetischen Grund-
gesamtheiten anhand von drei Beispielen vorgestellt. Eines dieser Beispiele
ist das Stichprobenforschungsprojekt zum Deutschen Zensus 2011.

Im Jahre 2011 wurde in Deutschland ein registergestützter Zen-
sus durchgeführt. Hier wurden Registerinformationen mit einer Stichprobe
kombiniert, um eine Hochrechnung für die deutsche Bevölkerung zu erhal-
ten. Da diese Vorgehensweise beim Deutschen Zensus bisher noch nicht
angewendet wurde, musste der Umsetzung eine intensive Planungsphase
vorangestellt werden. Im Rahmen dieser Planungsphase waren zahlreiche
Besonderheiten zu berücksichtigen. Zum Beispiel war der Zensus nun keine
Vollerhebung mehr, was die Entwicklung eines geeigneten Ziehungsverfah-
ren notwendig machte. Dabei mussten einige Restriktionen beachtet wer-
den. Differenzen zwischen der Register- und der tatsächlichen Bevölkerung
kommen durch sogenannte Karteileichen und Fehlbestände zustande. Bei
diesen handelt es sich um Personen, die entweder nicht an dem Ort woh-
nen, an dem sie gemeldet sind (Karteileichen) oder nicht an dem Ort ge-
meldet sind, an dem sie wohnen (Fehlbestände). Letztendlich kann man
nur durch Überprüfung herausfinden, ob es sich um eine korrekt gemeldete
Person handelt. Um erste Modelle für Karteileichen und Fehlbestände zu
ermöglichen, wurde ein Zensustest durchgeführt und auf Basis dieser Daten
Modelle erstellt, um einen ersten Eindruck über die Verteilung der Kartei-
leichen und Fehlbestände zu bekommen. Auf Basis dieser Modelle wurden
dann erste synthetische Datensätze erzeugt, um die Fragestellungen des
Projektes bezüglich Stichprobenmodellen und Small Area-Schätzungen in
Simulationen zu untersuchen.

Anhand dieses Beispiels wird klar, welche Motivation der Erzeu-
gung von synthetischen Daten zugrunde liegt. Es geht darum, statistische
Eigenschaften von Schätzmethoden zu ergründen, um zu entdecken, wel-
che Ergebnisse in der Praxis zu erwarten sind. Bei unterschiedlichen Aus-
gangspositionen und Einflüssen sind Simulationen die beste Möglichkeit
dies herauszufinden. Die zu berücksichtigenden unterschiedlichen Einflüsse
können innerhalb von Szenarien erfasst werden. In dieser Situation werden
synthetische Daten sinnvoll die analytische Arbeit unterstützen. Wenn man
synthetische Daten verwenden will, muss man sich zunächst Gedanken über
die Anforderungen an die Daten machen. Die wichtigsten Anforderungen
werden in dieser Arbeit übersichtlich beschrieben.



Kapitel 1. Einleitung 2

Ein weiterer Vorteil bei der Verwendung synthetischer Daten besteht
darin, dass sie ohne Verletzung der Geheimhaltung veröffentlicht werden
können. Dies ermöglicht, dass verschiedene Wissenschaftler ihre Methoden
anhand der gleichen Daten ausprobieren können. Die Veröffentlichung von
synthetischen Daten ist damit dem Open-Source Gedanken zuträglich. Ei-
nes der Ziele dieser Arbeit ist es, frei verfügbare Datensätze zu präsentieren,
mit denen in Forschung und Lehre gearbeitet werden kann, und die verfei-
nert, verbessert oder kombiniert werden können.

Synthetische Daten werden auch benötigt, wenn die Analysemöglich-
keiten mit realen Daten begrenzt sind, etwa weil einzelne interessierende
Variablen nicht erfasst wurden.

Wenn man mit einem Survey-Datensatz forscht, muss man sich dar-
über bewusst sein, dass es sich dabei nur um Resultat aus einer Stichprobe
handelt. Es wären aber auch ganz andere Stichproben und daher Ergebnis-
se möglich gewesen. Diese Unsicherheit kann durch Simulationen sehr gut
abgebildet werden. Simulationen mit Hilfe von synthetischen Daten dienen
dazu, den Bereich der möglichen Ergebnisse abzuschätzen.

Diese Themen werden in der vorliegenden Arbeit in folgender Ab-
folge abgearbeitet. Abschnitt 2.1 listet Typen von Daten auf, die den Ver-
gleich von verschiedenen Ausgangsszenarien möglich machen. Ansatzpunk-
te für Szenarien sind in Abschnitt 2.2 zu finden. Abschnitt 2.3 zeigt, dass
in vielen Dokumenten die Erzeugung von synthetischen Daten behandelt
wurde. Allerdings fehlt ein systematischer Überblick und dieser ist Thema
der vorliegenden Arbeit.

Je nach Ausgangssituationen können sich die Anforderungen an einen
Datensatz unterscheiden. Zudem ergeben sich verschiedene Anforderungen
aus Untersuchungszielen. Im dritten Kapitel werden einige dieser Anforde-
rungen in einem Überblick vorgestellt. In Kapitel 4 werden die Methoden
zur Erzeugung von synthetischen Daten beschrieben.

Die Datenerzeugung muss immer am Untersuchungsgegenstand ori-
entiert sein. Die Erzeugung von synthetischen Datensätzen dient im Zu-
sammenhang dieser Arbeit als Grundlage für Projekte, in denen die Durch-
führung einer Design-basierten Simulationsstudie eingeplant ist. Deshalb
wird in Kapitel 5 konkret auf einige Beispiele für synthetische Grundge-
samtheiten eingegangen. Es werden Projekte und Anwendungsmöglichkei-
ten ausführlich vorgestellt, in denen die synthetische Datengenerierung zum
Einsatz gekommen ist. Der deutsche Zensus 2011 ist eines unter drei An-
wendungsbeispielen, die in dieser Arbeit ausführlich besprochen werden.
Ein zweites Anwendungsbeispiel behandelt den Umgang mit Daten der Un-
ternehmensstatistik. Im Rahmen des FP-7-Projekt BLUE-ETS1 wird der
Einfluss von effizienten Erhebungsmethoden auf Small Area-Schätzungen
untersucht, um Unternehmensdaten besser zu erfassen. Diese Erhebungs-
methoden werden im Rahmen von Simulationsstudien getestet. In dieser
Arbeit wird die Erzeugung eines synthetischen Unternehmens-Datensatzes
vorgestellt, der als Basis für diese Simulationsmodelle dienen kann.2

1 Dieses Projekt wurde im Rahmen des siebten Forschungsrahmenprogramms der
Europäischen Union gefördert. Nähere Informationen sind unter http://cordis.
europa.eu/fp7 zu finden.

2 Zur Erstellung der Datensätze wurde die statistische Umgebung R (R Development

http://cordis.europa.eu/fp7
http://cordis.europa.eu/fp7
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Das letzte Beispiel für ein Projekt, in dem eine synthetische Grund-
gesamtheit benötigt wurde, ist das FP-7-Projekt AMELI3. In diesem Projekt
wurde der Datensatz AMELIA so erzeugt, dass er frei zur Verfügung gestellt
werden und somit eine Methodendiskussion ermöglichen kann.

Die Ergebnisse werden zum Schluss in Kapitel 6 zusammengefasst.
Ein Ausblick rundet dieses Kapitel ab.

Core Team, 2011) verwendet.
3 AMELI steht für advanced methodology for European Laeken-indicators. Das Projekt

wurde innerhalb des siebten Forschungsrahmenprogramms der Europäischen Kom-
mission gefördert. Für nähere Informationen zum AMELI-Projekt siehe www.ameli.
surveystatistics.net/.

www.ameli.surveystatistics.net/
www.ameli.surveystatistics.net/




2. Einordnung,
Systematisierung und
Konzeption des
Forschungsthemas

In diesem Kapitel wird herausgestellt, warum synthetische Daten eine be-
sondere Rolle als Grundlage zur Analyse und Simulation spielen. Die ver-
schiedenen Formen von Daten und deren Verwendungsmöglichkeiten wer-
den in Abschnitt 2.1 präsentiert. Um zu erklären, wo und in welcher Form
Daten innerhalb von Simulationsstudien eingesetzt werden können, wird
in Abschnitt 2.2 ein kurzer Abriss über den grundlegenden Aufbau solcher
Simulationsstudien gegeben. Im letzten Abschnitt (2.3) dieses Kapitels wer-
den dann große datenbasierte Simulationsstudien in einem Überblick vor-
gestellt.

2.1. Daten – Strukturen und
Voraussetzungen

In den Wirtschafts- und Sozialwissenschaften ist es selten möglich, in-
teressierende Phänomene direkt zu messen. Aus diesem Grund werden
Bevölkerungsumfragen durchgeführt, um die subjektive Wahrnehmung zu
erfassen, wie dies auch im folgenden Zitat zum Ausdruck gebracht wird:

”[...] Most quantitative empirical analysis are motivated by the
desire to estimate the causal effect of an independent variable
on a dependent variable. Although the randomized experiment
is the most powerful design for this task, in most social sciences
research done of psychology, experimental designs are infeasi-
ble. [...] For these reasons, sociologists, economists, and politi-
cal scientists must rely on what is now known as observational
data—data that have been generated by something other than
a randomized experiment—typically surveys, censuses, or ad-
ministrative records. [...] “
(Winship und Morgan, 1999, S. 659ff.)

Stichprobendaten ermöglichen die theoriegesteuerte Forschung. Es
findet eine Operationalisierung statt (vgl. Kämper und Brüggemann
2009, S. 3). Je nachdem, ob dabei nur ein Teil der Grundgesamtheit oder
die gesamte Grundgesamtheit erfasst wird, handelt es sich um Zensus- oder
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survey-Daten. Der erste Fall wird als Vollerhebung bezeichnet, im zwei-
ten Fall liegt nur eine Stichprobe zugrunde. In beiden Fällen kann es sich
um sensible Daten handeln, die mißbraucht werden können. Als deutsche
Übersetzung zu dem englischen Begriff survey stehen verschiedene Alter-
nativen zur Verfügung. Beispielsweise könnte man den Begriff Survey als
Erhebung, Erfassung, Umfrage oder statistische Erhebung übersetzen.

Der erste Typ der Datenerhebung war der Zensus, der bis heute von
Regierungen durchgeführt wird (vgl. Groves und Fowler 2004, S. 3 ff.).
Ziel ist es, Erkenntnisse über die Struktur der Bevölkerung zu erlangen.
Die Teilnehmer an der Umfrage werden zumeist aus einer Liste, beispiels-
weise dem Telefonregister oder dem Melderegister gezogen. Wenn sensible
Stichprobendaten mit Melderegisterdaten in Verbindung gebracht werden,
handelt es sich um besonders schützenswerte Informationen. Aus diesem
Grund stehen solche Daten in den meisten Fällen nicht für weitere Analy-
sen zur Verfügung. Damit solche Analysen dennoch möglich sind, müssen
die Daten künstlich verändert, überlagert oder ausgetauscht werden. Die
daraus resultierenden synthetischen Daten sind somit oft das Ergebnis von
Anonymisierungsverfahren. Allgemein gesprochen handelt es sich bei die-
sen Daten um solche Daten, die nicht aus direkter Messung resultieren und
bei denen sich kein reales Objekt hinter dem Datenpunkt verbirgt.

Abbildung 2.1.: Datentypen
Übersichts-
graph

Es gibt unterschiedliche Aggrega-
tionstiefen von Daten. Teilweise kann es
unproblematisch sein, Daten auf einer
höheren Aggregationsstufe zu veröffentlich-
en. Die Daten unterscheiden sich im Le-
vel der Abstraktion, also in ihrer Granula-
rität. Es wird je nach Aggregationsniveau
grob zwischen Mikro-, Meso- und Makro-
daten unterschieden. Im Falle von Mikro-
daten liegen für alle oder einzelne Einhei-
ten der Grundgesamtheit Daten vor. Bei
Mesodaten handelt es sich um Statistiken,
die auf Basis von editierten Mikrodaten an-
gefertigt wurden (vgl. Richter 2002, S.
102). Makrodaten sind grober zusammen-
gefasst. Diese Daten unterscheiden haben
somit wiederum ein höheres Aggregations-
niveau. Daten können auf das gleiche Ag-
gregationsniveau gebracht und somit kom-
biniert werden.

Datensätze können auch durch die
Kombination mehrerer Stichproben entstehen (vgl. bspw. Kish 1999 oder
Verma 1999). Der EU-SILC-Datensatz entstand beispielsweise durch die
Kombination verschiedener Surveys aus verschiedenen Ländern. Schon
Ruggles et al. (1977) stellten Methoden vor, um Mikrodaten miteinander
zu kombinieren.

Beispiele für survey-Daten sind der EU-SILC-Datensatz, die allge-
meine Bevölkerungsumfrage der Sozialwissenschaften ALLBUS, der European
social survey (ESS) oder die Einkommens- und Verbrauchsstichprobe
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(EVS). Der ESS folgt dem bewährten General Social Survey. Neben ei-
nem festen Erhebungskern werden zwei variable Module ausgeschrieben.
Ziel der Umfrage ist es, soziale Daten kostenlos zur Verfügung zu stel-
len und Mehrebenenanalysen zu ermöglichen (vgl. van Deth 2004, S.
7). Der EU-SILC-Datensatz wird später in Kapitel 5.3 bei dem AMELI-
Anwendungsbeispiel eine prominente Rolle spielen und wird dort auch näher
beschrieben. Der ALLBUS ist insofern sehr interessant, da er sehr viele Varia-
blen mit ordinalem Skalenniveau enthält. Zudem sind sehr viele Einstellun-
gen und komplexe Konstrukte wie beispielsweise die Ausländerfeindlichkeit
operationalisiert. Die Quellen für einige Mikrodatensätze sind im Anhang
A.5 aufgeführt.

Eine weitere wichtige Unterscheidung der Daten betrifft die zeitli-
che Dimension. Neben Querschittsdaten, die Beobachtungen zu einem Zeit-
punkt beinhalten, gibt es auch Längsschnittdaten, die Beobachtungen des
gleichen Objekts zu verschiedenen Zeitpunkten umfassen. Eine Beschrei-
bung dieser Typen von Daten ist beispielhaft in Abbildung 2.1 enthalten.

In Kapitel 1 wurden schon die wichtigsten Gründe für das Verwen-
den von synthetischen Daten genannt. Es lassen sich sechs Bereiche von
Gründen gegeneinander abgrenzen:

• Stichprobendaten sind nicht verfügbar.

• Der Stichprobendatensatz ist nicht ausreichend groß.

• Wichtige Variablen wurden nicht erfasst oder sind veraltet.

• Wichtige Informationen aus Stichprobendaten sind nicht verfügbar
(beispielsweise der Regionalcode).

• Stichprobendaten sind nur für ein Jahr oder einen zu kurzen Zeitraum
verfügbar.

• Im Stichprobendatensatz sind Lücken aufgrund von Nonresponse ent-
halten.

Wenn einer oder mehrere dieser Fälle gegeben sind, kann als ers-
ter Schritt überlegt werden, ob das Problem durch die Kombination von
Datenquellen gelöst werden kann. Elbers et al. (2002) verwenden etwa
Daten aus unterschiedlichen Quellen, um einen Schätzwert für den Wohl-
stand in kleinen Einheiten zu erzielen. Sofern dies nicht möglich ist, kann
es sinnvoll sein, den Datensatz mit synthetischen Daten zu ergänzen oder
zu erweitern.

Die Idee, synthetische Datensätze zu erzeugen, geht auf Rubin (1993)
zurück. Dieser schlägt vor, die Daten mithilfe von Modellen zu imputieren,
die auf den tatsächlichen Umfragedaten basieren. Dieses Vorgehen hat drei
Vorteile. Zum einen sind Kriterien des Datenschutzes erfüllt, zum ande-
ren ist es dem Endnutzer möglich, gültige Inferenzen auf den synthetischen
Daten zu entwickeln, und darüber hinaus kann der synthetische Daten-
satz mit weniger komplexen Designs gezogen werden. Die letzten beiden
Punkte beziehen sich vor allem auf die Situation, in der synthetische Daten
erzeugt werden, um Antwortausfälle zu kompensieren. Wenn die fehlenden
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Werte künstlich aufgefüllt werden, ist das oft unbekannte Ausfallmuster
nicht mehr so wichtig. Dies vereinfacht die Erzeugung der Inferenzen (vgl.
Reiter 2002, S. 2).

Zur gleichen Zeit veröffentlichte Little (1993) einen Artikel zum
Thema teilweise synthetisierter Daten. In diesem Artikel geht er darauf
ein, welche Möglichkeiten zur Analyse von maskierten Daten bestehen. Bei
maskierten Daten werden einzelne, zu schützende Datensätze durch rea-
listische aber nicht reale Daten ersetzt. Es geht darum, die Strukturen
möglichst realistisch zu halten, ohne Informationen über einzelne Elemen-
te zu veröffentlichen. Unter Struktur ist hier der Zusammenhang zwischen
Variablen und gewissen Mustern im Auftreten der Ausprägungen für be-
stimmte Gruppen zu verstehen.

Gegenüber dem Fall, in dem synthetische Daten erzeugt werden, um
Antwortausfälle zu kompensieren, werden synthetische Daten erzeugt, um
den realen Datensätzen möglichst nahe zu kommen, ohne die Geheimhal-
tung zu verletzen. Um dies zu gewährleisten, ist es möglich, verschiedene
Datensätze mit dem gleichen zugrunde liegenden Datensatz zu veröffent-
lichen, wie es Abowd und Lane (2004) vorschlagen. Damit kann es möglich
sein, unterschiedliche Bedürfnisse zu bedienen. Dies erfüllt dann den Zweck,
da teilweise nur aus der Kombination von Informationen Datenschutzpro-
bleme entstehen. In manchen Fällen sind aber gerade diese Kombinationen
von Interesse. Abowd und Lane (2004) nennen weitere Situationen, in
welchen die Erzeugung synthetischer Daten einen zusätzlichen Wert bringt.
Beispielsweise kann es sein, dass manche Variablen nicht erfasst wurden,
Informationen über diese Daten aber aus anderen Quellen verfügbar sind.
Dies ist ein Beispiel für einen Fall, in dem Informationen aus verschiedenen
Quellen miteinander verbunden werden. Merz (2004) spricht dabei von
der Kumulation von Mikrodaten und stellt in seiner Arbeit einige Verfah-
ren vor.

Teilweise ist es sinnvoll, reale Daten zu verfremden, indem sie mit
synthetischen Daten überschrieben werden. Wenn Daten verfremdet wur-
den, handelt es sich um Datensätze, die zur freien Verfügung stehen, soge-
nannte public use files (PUF). Public use files entstehen also durch Syn-
tethisierung und Maskierung (vgl. Templ und Meindl 2008). Dies hat
den Vorteil, dass Methoden auf Daten ausprobiert werden können, die den
realen Daten ähnlich sind. Die Synthetisierung kann beispielsweise durch-
geführt werden, indem die Einheiten untereinander ausgetauscht werden.
Dieses Verfahren ist auch unter dem englischen Begriff swapping bekannt.
Daneben gibt es noch eine ganze Reihe anderer Verfahren zur Syntheti-
sierung, die im Rahmen dieser Arbeit vorgestellt werden.1 Ein großes Ziel
ist es, die Daten zu synthetisieren und dennoch die Möglichkeit zu erhal-
ten, valide Inferenzen zu bilden (vgl. Abowd und Lane (2003), S.1). Die
Verfahren müssen ständig weiterentwickelt werden, da auch immer neue
Möglichkeiten bestehen, Daten miteinander zu verlinken. Ein besonderes
Risiko der Offenlegung besteht, wenn mehrere PUFs auf Basis eines Origi-
naldatensatzes veröffentlicht werden (vgl. Abowd und Lane 2003, S. 1 ff.).
Ein Überblick über Methoden zur Verschleierung von Daten ist in Abowd

1 Templ (2010) entwickelte beispielsweise das R-Paket sdcMicro, um anonymisierte Da-
tensätze zu erstellen.
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und Woodcock (2004) zu finden.
An public use files werden ganz unterschiedliche Anforderungen ge-

stellt. Diese Datensätze sind vor allem für Lehrzwecke vorgesehen. Zudem
dienen sie dazu, sich mit dem realen Datensatz vertraut zu machen. Dies
ist besonders gut möglich, wenn der PUF die gleichen Variablennamen und
Variablenstufen wie der Originaldatensatz hat. Somit ermöglichen die Da-
ten es dem Nutzer, ein Gefühl für die Daten zu entwickeln. Zudem können
Skripte auf Basis verschiedener Programmiersprachen erstellt werden, die
dann später bei der Datenfernverarbeitung genutzt werden können. Der
public use file muss also dem Originaldatensatz sehr ähnlich sein. Darüber
hinaus werden aber auch sehr spezielle Anforderungen an den Datensatz
gestellt. Teilweise mag die Information über regionale Zugehörigkeit von
großer Bedeutung sein, für andere spielt vor allem die Information über
Designgewichte eine große Rolle (vgl. Mitra und Reiter 2006). Diese
Informationen würden die Erforschung der Auswirkungen des Stichproben-
designs erheblich erleichtern.

Für andere Nutzer können diese Information unbedeutend sein, sie
interessieren sich beispielsweise mehr für die Zusammenhänge zwischen Va-
riablen. Eine Lösung stellt die Erzeugung von mehreren, voneinander un-
abhängigen (also nicht miteinander matchbaren) synthetischen Datensätzen
dar, wie es zum Beispiel Abowd und Lane (2004) vorschlagen. Damit
können verschiedene Bedürfnisse von unterschiedlichen Nutzergruppen er-
füllt werden, und es kann dennoch verhindert werden, dass Datenschutz-
probleme auftreten.

Eine Zielsetzung betrifft die Aufgabe, anhand von Testdatensätzen
Muster aufzudecken, die sich dann in anderen Datensätzen wiederfinden
lassen (vgl. beispielsweise Maindonald 2006). Dieser Forschungsbereich
befindet sich im Schnittpunkt zwischen Computer- und Sozial- bzw. Wirt-
schaftswissenschaften. Information discovery and analysis systems (IDAS)
ziehen Informationen aus verschiedenen Quellen und verwenden Data--
Mining-Methoden, um wichtige Ereignisse und Zusammenhänge zu identifi-
zieren.2 In der Veröffentlichung von Jeske et al. (2005) werden verschiedene
Methoden vorgestellt, um einen IDAS Data Set Generator (IDSG) zu ent-
wickeln. In diesem Fall werden Daten erzeugt, die bekannte Strukturen auf-
weisen. Anschließend wird geprüft, ob diese Strukturen mit Data-Mining-
Anwendungen wieder aufgedeckt werden können (vgl. Hoag und Thomp-
son 2007, S. 103 sowie Musicant et al. 2007).3 Allerdings kann Data-
Mining auch verwendet werden, um den Datenschutz zu gewährleisten. Man
spricht dann von privacy preserving data mining, wie es beispielsweise von
Agrawal und Aggarwal (2001) oder Verykios et al. (2004) vorgestellt
wird. Eno und Thompson (2008) wiederum stellen Verfahren vor, um
synthetische Daten so zu erzeugen, dass Muster erfüllt werden, die durch
Data-Mining aufgedeckt werden können.

2 Bei den Data-Mining-Techniken geht es darum, eine große Menge an Informationen
so zu strukturieren und zu klassifizieren, dass man aus der Menge an Daten wertvolle
Informationen ziehen kann (vgl. Han et al. 2011, S. 1ff.).

3 Einen breiten Überblick über die mögliche Anwendung von Data-Mining in der statis-
tischen Umgebung R bietet Torgo (2003)
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Der synthetische Datensatz kann also oft dadurch bewertet werden,
wie ähnlich er in seiner Struktur den Ausgangsdaten ist. Bei den Daten,
die zur Erzeugung von synthetischen Grundgesamtheiten verwendet wer-
den, handelt es sich oftmals um Stichprobendaten. Bei diesen Daten darf
nicht vergessen werden, dass immer ein mehr oder minder großer Stichpro-
benfehler vorliegen kann. Der Vergleich zwischen realen und synthetischen
Daten kann also nicht das alleinige Mittel der Evaluation bleiben.

Für den Österreichischen Teildatensatz des EU-SILC ist ein public
use file verfügbar.4 Eine anonymisierte Form des ALLBUS ist ebenfalls als
public use file frei verfügbar.

Neben Querschnittsdatensätzen sind teilweise auch Längsschnitt-
datensätze im Internet als public use file erhältlich. Diese Datensätze sind
unter Datenschutzaspekten noch sensibler zu beurteilen. Deshalb ist es
schwierig, aus diesen inhaltlich valide Schlussfolgerungen zu ziehen. Ein
Paneldatensatz, der 2011 veröffentlicht wurde, ist das Panel für Arbeits-
markt und soziale Sicherung (PASS), in dem auch die für die Analyse der
sozialen Prozesse und nicht intendierten Nebeneffekte der Arbeitsmarkt-
reform sehr wichtigen Haushaltskontexte enthalten sind.

Der Bedarf nach Längsschnittdaten wird vor allem dadurch größer,
dass in letzter Zeit ein Trend von der Struktur- zur Prozessanalyse zu er-
kennen ist (vgl. Schäfers und Zapf 2001).

Wenn von einer Untersuchungseinheit Beobachtungen zu mehreren
Zeitpunkten vorliegen, bezeichnet man diese Art der Daten auch als hier-
archische Daten. Paneldaten sind aber nur ein Beispiel für diesen Typ von
Daten. Wenn Beobachtungen zu Gruppen zusammengefasst werden können
und sich die Elemente innerhalb der Gruppe weniger unterscheiden als die
Einheiten zwischen den Gruppen, dann kann ebenfalls von einer hierar-
chischen Struktur gesprochen werden. Es erscheint zum Beispiel nicht un-
plausibel, dass sich die Körpergröße von Personen innerhalb einer Familie
weniger voneinander unterscheidet, als sich die Körpergröße zwischen Per-
sonen unterscheiden würde, die zufällig ausgewählt wurden (vgl. Gold-
stein 2010, S. 12).

Neben den genannten public use files gibt es auch scientific use fi-
les (SUF), die nur zu wissenschaftlichen Zwecken an Forscher und nach
Unterschreiben einer Verpflichtung, die Daten nicht zu missbrauchen, wei-
tergegeben werden. Diese Datensätze werden ausschließlich Forschungsin-
stitutionen zur Verfügung gestellt (vgl. Brandt et al. 2008, S. 140). Häufig
sind diese Daten den Originaldaten ähnlicher, und es können auch inhalt-
liche Schlussfolgerungen anhand dieser Daten gezogen werden.

In vielen Fällen sind zwar public use files verfügbar, bei diesen
ist aber oftmals die Struktur stark verfremdet. Aus dieser Tatsache leitet
sich eine weitere Zielsetzung datenerzeugende Prozesse ab. Durch Editing
können Regeln wieder eingeführt werden, die für den public use file oder
den scientific use file nicht mehr erfüllt waren.

Im Rahmen dieser Arbeit wird in kleineren Beispielen auf verschie-
dene verfügbare Datensätze eingegangen und dabei auch erläutert, wo die

4 Dieser Datensatz wird vom Österreichischen Statistischen Bundesamt unter
http://www.statistik.at/web_de/services/mikrodaten_fuer_forschung_
und_lehre/kostenloser_download_von_testdaten/index.html bereitgestellt.

http://www.statistik.at/web_de/services/mikrodaten_fuer_forschung_und_lehre/kostenloser_download_von_testdaten/index.html
http://www.statistik.at/web_de/services/mikrodaten_fuer_forschung_und_lehre/kostenloser_download_von_testdaten/index.html
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Daten zu beziehen sind. Eine Übersicht über Quellen für Mikrodaten befin-
det sich im Anhang unter Abschnitt A.5. Die Daten werden oft visualisiert,
um die Interpretation von statistischen Größen zu erleichtern, aber auch
weil Analysegrafiken weniger Annahmen unterliegen als zusammenfassende
Statistiken (vgl. Schnell 1994, S. 1). Im Folgenden wird auf die Vorteile
der Verwendung von synthetischen Daten in Simulationsstudien eingegan-
gen.

2.2. Aufbau von Simulationsstudien
In vielen Fällen ist es sehr schwierig oder gar unmöglich, Verteilungspa-
rameter bei komplexen Zufallsvorgängen zu bestimmen. In diesen Fällen
bietet sich eine experimentelle Methode als Ausweg an. In Monte-Carlo-
Simulationen geht es darum, den Output eines komplexen Systems zu
modellieren. Eine Monte-Carlo-Simulation wird in mehreren Stufen durch-
geführt (vgl. Mosler und Schmid 2006, S. 170f., sowie Robert und Ca-
sella 1999).

In den Wirtschafts- und Sozialwissenschaften geht es oftmals darum,
die Einsatzfähigkeit und Performanz von neu entwickelten Schätzern im
Vergleich zu den traditionellen Schätzern zu testen. Dazu zieht man aus
einer Grundgesamtheit R Stichproben und rechnet anhand dieser Schätz-
verteilungen wieder auf die Grundgesamtheit hoch. Die Grundgesamtheit
ist oftmals nicht bekannt. In diesen Fällen muss sie synthetisch generiert
werden.

In Abbildung 2.2 wird der Ablauf einer Simulation in den Wirtschafts-
und Sozialwissenschaften anhand des Beispiels des Zensus-Simulationspro-
jekt skizziert. In diesem skizzierten Ablauf ist GGwahr die Grundgesamtheit,
die untersucht werden soll. Aus dieser Grundgesamtheit sollen R Stich-
proben gezogen werden, um zu evaluieren, wie sich das Stichprobendesign
auswirkt. Die tatsächliche Grundgesamtheit ist aber in den meisten Fällen
nicht verfügbar. Deshalb wird die synthetische Datenerzeugung verwen-
det, um eine synthetische Grundgesamtheit GGsynth zu erzeugen, die der
tatsächlichen Grundgesamtheit möglichst ähnlich sein sollte. Die syntheti-
sche Datenerzeugung kann durch Informationen aus verschiedenen Quellen
verbessert werden. Im Beispiel sind dies der Mikrozensus (MZ), anonymi-
sierte Melderegisterauszüge (MR) und weitere Quellen beispielsweise der
Zensustest von 2001. Aus der synthetischen Grundgesamtheit werden dann
R Stichproben gezogen. Ob diese allerdings die gleichen Effekte zeigen, wie
dies für die R Stichproben aus der tatsächlichen Grundgesamtheit der Fall
gewesen wäre, ist fraglich und kann nicht überprüft werden.
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GGwahr

R Stichproben

GGsynth

MZ MR
weitere Quellen

?

R Stichproben

Abbildung 2.2.: Ablauf der Simulationen und Datengrundlage
Quelle: Alfons et al. (2011b, S. 6)

Wird das Zusammenspiel von Stichprobenmechanismen und Schätz-
methoden in einer Mikrosimulation untersucht, kann die Situation also fol-
gendermaßen charakterisiert werden: Wenn ein Schätzer entwickelt wird,
ist dieser üblicherweise so konstruiert, dass er trotz eines Problems in den
Daten ein adäquates Schätzergebnis liefern kann. Dieses Problem ist durch
bestimmte Datenstrukturen gekennzeichnet. Um einen Ausgangspunkt zu
definieren, kann die Datenstruktur folgendermaßen dargestellt werden:

Es existiert auf der einen Seite eine abhängige Variable y, deren
Einträge auf Stichprobeninformationen basieren. Die Anzahl der Elemente
liegt unter der Anzahl aller Elemente in der gesamten Grundgesamtheit.
Bei dieser Variable wird es sich zumeist um den Untersuchungsgegenstand
handeln. Für die Stichprobe sind zudem weitere Variablen bekannt. Diese
sind in der Matrix X enthalten:

X =


x11 . . . x1p
x21 . . . x2p
... . . . ...
xn1 . . . xnp


Informationen bezüglich X können entweder nur für die Stichprobe

oder auch für die Grundgesamtheit bekannt sein. Nun können Szenarien
bezüglich der Stichprobenziehung eingeführt werden. Wichtig ist zudem,
dass alle Informationen vorliegen, die für das eingesetzte Stichprobende-
sign benötigt werden. Es müssen also sowohl Informationen über Stichpro-
beneinheiten als auch Informationen über eventuelle Schichtungsvariablen
vorliegen. Die Einteilung in regionale Subgruppen kann dann unterschied-
lich gewählt werden. Beispielsweise entstehen besondere Herausforderungen
für die Varianzschätzung, wenn die Gruppengröße sehr stark variiert. Wenn
die Werte der Variablen in X für die Grundgesamtheit bekannt sind und
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y durch X erklärt werden kann, dann könnte eine verbesserte Schätzung
für die Einheiten der Grundgesamtheit erreicht werden, die nicht gezogen
wurden.

Eine wichtige Unterscheidung bezüglich der verschiedenen Typen
von Simulationen ist die Unterscheidung zwischen Design-basierten und
Modell-basierten Simulationsstudien. Bei Modell-basierten Simulationen wer-
den die Daten immer wieder aus einer Klasse möglicher Verteilungen gezo-
gen, es werden sogenannte Superpopulationsmodelle verwendet (vgl. Sten-
ger 1986, S. 237). In jedem Durchlauf werden dabei verschiedene Methoden
zur Anwendung gebracht und daraus Statistiken berechnet. Wenn es ange-
bracht ist, können Referenzwerte aus der zugrunde liegenden theoretischen
Verteilung entnommen werden (vgl. Alfons und Kraft 2010, S. 1).

Modell-basierte Simulationen sind ein üblicher Weg, die Sensitivität
einer Schätzmethode zu untersuchen. Dies ist vor allem dann relevant, wenn
die Auswirkungen sich ändernder Annahmen über die Struktur der Popu-
lationen auf die Schätzergebnisse von Bedeutung sind (vgl. Salvati et al.
2010, S. 17).

Dagegen werden Design-basierte Simulationen vor allem durchge-
führt, wenn das Zusammenspiel aus Beschaffenheit der Population und
den Auswirkungen der Stichprobe überprüft werden soll. Bei der Design-
basierten Simulation wird eine Population erzeugt, die dann als finite Popu-
lation gilt. Eine veränderte Ausgangssituation für einen neuen Simulations-
durchlauf kann sich in diesem Fall aus einer veränderten Stichprobe erge-
ben. Dabei können unterschiedliche Stichprobenpläne zur Anwendung ge-
bracht werden. Allerdings gibt es auch Ansätze, beispielsweise von D’Alo
et al. (2009), welche Design-basierte und Modell-basierte Simulationen mit-
einander vergleichen. Beispiele, in denen die Modell-basierte Simulation zur
Anwendung kommt, sind in Alfons et al. (2010) nachzulesen. Die not-
wendigen Simulationspopulationen können sich für diese beiden Typen von
Simulationen unterscheiden.

In Design-basierten Simulationen werden wiederholt Stichproben aus
einer finiten Grundgesamtheit gezogen. Wenn dem Forscher die tatsächliche
Grundgesamtheit unbekannt ist, muss eine synthetische Grundgesamtheit
verwendet werden. In diesem Fall können die berechneten Statistiken mit
den wahren Werten der synthetischen Grundgesamtheit verglichen werden
(vgl. Alfons und Kraft 2010, S. 1).5 Es geht insgesamt darum her-
auszufinden, welche Strukturen innerhalb der Daten die Schätzergebnisse
besonders stark beeinflussen.

Eine Voraussetzung zur Verbesserung der Schätzung ist in diesem
Fall eine hohe Korrelation zwischen y und X. Durch ein Regressionsmo-
dell, das die Informationen in X berücksichtigt, kann allerdings immer
nur ein Teil von y erklärt werden. Die nicht erklärbare Variation wird als
Residualterm bezeichnet. Je geringer der Zusammenhang zwischen Unter-
suchungsvariable und Kovariaten ist, desto größer ist im Allgemeinen der
Residualterm.

Eine hohe Korrelation muss allerdings nicht für den gesamten Daten-
satz identisch sein. Der Datensatz kann zumeist anhand von Gruppierungs-

5 Zur Anwendung einer Design-basierten Simulation siehe unter anderem: Templ und
Alfons 2010
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variablen in disjunkte Teilgruppen unterteilt werden. Beispiele sind Unter-
teilungen nach regionalen Informationen beispielsweise der Zugehörigkeit
zu einem Kreis oder einer Gemeinde. Daneben sind inhaltliche Unterglie-
derungen beispielsweise nach Geschlecht oder Altersklassen möglich. Für
diese Untergliederungen kann ein Area-spezifischer Fehlerterm eingeführt
werden, der dann mit u bezeichnet wird. Wenn sich die Werte für u je nach
Untergliederung sehr stark unterscheiden, spricht man von Heterogenität.

Mehrebenenmodelle wurden entwickelt, um diese zusätzliche Hete-
rogenität aufzufangen. Ebenfalls wichtig in diesem Zusammenhang sind
die sogenannten Small-Area-Methoden.6 Diese Verfahren dienen dazu, Pa-
rameter kleiner Subpopulationen zu schätzen (vgl. Magg et al. 2006, S.
99). Auch hier können Populationen sowohl demografisch als auch regio-
nal abgegrenzt werden. Klein im Sinne der Small-Area-Schätzung ist eine
Area, wenn es nicht mehr möglich ist, mit klassischen Methoden befrie-
digende Ergebnisse zu erzielen. Was klein bedeutet, muss aber auch im
Verhältnis zur übergeordneten Gruppe beurteilt werden (vgl. Münnich
und Schmidt 2002, S. 140 sowie Rao 2003, S. 1). Es kann sein, dass kei-
ne Elemente der interessierenden Teilgruppe in der Stichprobe enthalten
sind. Um nun dennoch gute Ergebnisse für die kleinen Gebiete zu erhalten,
kann die Small-Area-Schätzung angewendet werden. Dabei sind zwei Typen
grundsätzlich voneinander zu unterscheiden. Einerseits sind dies Schätzer,
die zusätzliche Hilfsinformationen auf Individualniveau in der Schätzung
berücksichtigen können, und andererseits Schätzer, die aggregierte Hilfsin-
formationen auf Ebene der Gebiete berücksichtigen. Die Modelle werden
als Battese-Harter-Fuller- (BHF) (vgl. Battese et al. 1988) oder Unit-
Level-Modell beziehungsweise als Fay-Herriot- (FH) (vgl. Fay und Herri-
ot 1979) oder Area-Level-Modell bezeichnet (vgl. Vogt 2009, S. 179ff.).
An dieser Stelle werden zur Überprüfung der Performanz von Schätzern
unterschiedliche Szenarien verfolgt, in denen unterschiedlich hohe Korrela-
tionen für Subgruppen eingetragen werden, sich die Größe der Subgruppen
unterscheidet oder unterschiedliche Stichproben für die Subpopulationen
gezogen werden. Die Performanz der genannten Schätzer wird dann in un-
terschiedlicher Art und Weise beeinflusst.

Der Vergleich von Auswirkungen verschiedener Szenarien lässt sich
gut mittels einer Monte-Carlo-Simulation durchführen (vgl. Hubbard 2010,
S. 81). Dabei werden synthetische Daten mithilfe von Zufallsgeneratoren er-
zeugt, zum Beispiel weil die Datengewinnung so deutlich weniger Kosten
verursacht als die herkömmliche Gewinnung von Daten. Ein weiterer Vorteil
einer Monte-Carlo-Simulation liegt darin, dass sich das Experiment unter
gleichen Bedingungen noch einmal wiederholen lässt (vgl. Schmidt 2003,
S. 58 ff.).

Bereiche von Werten werden normalerweise benutzt, wenn der ge-
naue Wert unbekannt ist und eine gewisse Unsicherheit in der Angabe
enthalten sein soll. Der Nachteil daran ist, dass einige Rechenoperationen
nicht mehr so einfach durchgeführt werden können, wie dies mit präzisen
Zahlen der Fall ist. Dies ist ein einfaches Beispiel für die Anwendung von

6 Bei der Small-Area oder Kleingebietsschätzung handelt es sich um eine spezielle
Schätzmethode. Einführungen in die Thematik sind in Vogt (2009) sowie Thees
und Lemm (2009) zu finden. Das wichtigste Standardwerk ist Rao (2003).
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Monte-Carlo-Simulationen (vgl. Hubbard 2010, S. 81 ff.).
Wenn es darum geht zu überprüfen, wie sich unterschiedlich be-

schaffene Datensätze auf die Simulationsergebnisse auswirken, wird dies
üblicherweise anhand von Modell-basierten Simulationen realisiert. Die sto-
chastische Simulation im Allgemeinen wird in Asmussen und Glynn (2007)
und Ripley (1987) beschrieben. Mit Modell-basierten Simulationen kann
die Sensitivität einer Schätzmethode gezeigt werden, wenn die Auswirkun-
gen sich ändernder Annahmen über die Struktur der Populationen auf die
Schätzergebnisse von Bedeutung sind (vgl. Giusti et al. 2009, S. 17).

Vor der Durchführung einer Simulationsstudie ist grundlegend über
den Aufbau zu entscheiden. Es muss beispielsweise darüber entschieden
werden, ob die Performanz von Schätzern in einer Modell-basierten und
einer Design-basierten Simulation verglichen werden soll, wie dies beispiels-
weise Giusti et al. (2009) durchführen. Ferner muss über die Anzahl der
Simulationsdurchläufe, und eventuell das Design der Stichprobe entschie-
den werden. Ein besonders wichtiger Punkt ist es, Entscheidungen über die
Beschaffenheit der Simulationsgrundgesamtheit zu treffen. Es ist zu ent-
scheiden, ob Ausreißer eine besonders große Rolle spielen sollen, wie dies
beispielsweise in Hulliger und Münnich (2006) der Fall ist, oder ob ei-
ne zeitliche/räumliche Komponente enthalten sein soll, wie zum Beispiel in
Brinkhoff (2002).

Eventuell ist auch die Kombination mehrerer Komponenten von
Interesse. Ein sinnvoller Startpunkt für eine Simulationsstudie ist die in
Kraft (2009) sowie Alfons et al. (2011e) vorgestellte Simulationsum-
gebung. Hier wird das Add-On R-Paket simPopulation zur Erzeugung
einer Grundgesamtheit und das simFrame-Paket zur Durchführung der
Simulation verwendet (vgl. Alfons 2009). Mit dem simFrame-Paket ist
es möglich, verschiedene Stichprobendesigns umzusetzen und verschiedene
Szenarien bezüglich Kontamination mit Ausreißern sowie fehlenden Werten
einzuführen.

Bei sehr großen Simulationen kann es unter Umständen nötig sein,
sogenannte Simulationsjobs zu parallelisieren. Dies ist beispielsweise not-
wendig, wenn Simulationen innerhalb eines Condor-Systems durchgeführt
werden, wie dies in Alfons et al. (2011b, S. 26) und Thain et al. (2005)
beschrieben wird.7 Die Parallelisierung ist in der statistischen Umgebung
R möglich (vgl. Schmidberger et al. 2009 und Tierney et al. 2009),
wobei bei Monte Carlo Simulationsstudien auf verschiedene Dinge, wie auf
das Erzeugen der Zufallszahlen (vgl. Mascagni und Srinivasan 2000) zu
achten ist. Eine weitere Möglichkeit, eine Simulation mit großen Datenmen-
gen durchzuführen, ist die Datenbank-basierte Simulation, die ebenfalls in
Alfons et al. (2011b, S. 27 f.) beschrieben wird.

7 Condor-Systeme können aufgesetzt werden, um rechenintensive Aufgaben zu paralel-
lisieren, Einzelheiten sind unter http://research.cs.wisc.edu/condor/ abrufbar.

http://research.cs.wisc.edu/condor/
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2.3. Simulationsmodelle – ein
Literaturüberblick

Es gibt zwei wichtige Anwendungsfelder von synthetischen Daten, die teil-
weise kongruent sind. Zum einen werden synthetische Daten benötigt, um
der Wissenschaft anonymisierte Daten zur Forschung bereitzustellen. Zum
anderen sind diese Daten eine essenzielle Basis für Simulationen. Im Laufe
dieses Abschnitts werden nun Beispiele für Simulationsmodelle angeführt,
in denen die Daten eine zentrale Rolle spielen. Im nächsten Kapitel werden
dann die verschiedenen Datentypen näher vorgestellt.

Bei der Simulation geht es um das vereinfachte Darstellen von kom-
plexen Situationen oder Systemen (vgl. Kolonko 2008, S. 1). Simulationen
werden seit längerer Zeit in vielen verschiedenen Bereichen angewendet. Zu
diesen Bereichen gehören beispielsweise Physik, Elektronik oder Ökonomie
(vgl. Krüger 1975).

Die Generierung von Bevölkerungsmikrodaten steht in engem Zu-
sammenhang mit der Mikrosimulation. Diese Klasse von Methoden kommt
in den Wirtschafts- und Sozialwissenschaften recht häufig zur Anwendung
(vgl. Gilbert und Troitzsch 1999). Dabei hat die Mikrosimulation das
Ziel, das Verhalten von Individuen sinnvoll nachzubauen. Bei den Indivi-
duen kann es sich beispielsweise um Personen, Haushalte oder Fahrzeuge
handeln. Der erste Schritt einer Mikrosimulation besteht zumeist darin,
eine angemessene Simulationsgesamtheit zu erstellen.

Während Modell-basierte Simulationen vor allem genutzt werden,
um neue Schätzmethoden zu testen, werden Design-basierte Simulationen
in Projekten angewendet, in denen das Stichprobendesign eine wichtige
Rolle spielt. Für beide Formen der Simulation gibt es zahlreiche Beispiele
wie das DACSEIS- oder das EURARIA-Projekt. Im Rahmen des DACSEIS-
Projektes (http://www.dacseis.de/) wurde beispielsweise eine groß an-
gelegte Design-basierte Simulationsstudie durchgeführt (vgl. Münnich und
Wiegert 2001). Die dieser Monte Carlo Simulationsstudie zugrunde lie-
genden synthetischen Grundgesamtheiten und deren Erzeugung werden in
Münnich et al. (2003) sowie Münnich und Schürle (2003) beschrieben.
Wagner und Eckmair (2006) zeigen eine Anwendung von Simulations-
studien auf das relativ komplexe Design des Österreichischen Mikrozensus.

Bei den DACSEIS-Simulationen handelt es sich um Simulationen im
Bereich der Wirtschafts- und Sozialstatistik. Simulationen in diesem Be-
reich sind auch Thema der vorliegenden Arbeit. Das Werkzeug der Simula-
tion kommt aber auch in anderen Wissenschaftsbereichen zur Anwendung.
Der Weg, der gewählt wird, um synthetische Daten zu erzeugen, hängt da-
bei sehr stark vom Untersuchungsziel der Studie ab. Je nach Bereich sind für
die realen Daten ganz unterschiedliche Eigenheiten zu berücksichtigen, die
sich auch in den synthetischen Daten widerspiegeln sollten. Bei der syntheti-
schen Datenerzeugung handelt es sich demzufolge um ein multidisziplinäres
Forschungsthema. Synthetische Grundgesamtheiten werden verwendet, um
sozio-demografische Forschungsinteressen, aber auch die Ausbreitung von
Krankheiten oder das Pendlerverhalten zu untersuchen.

Das SimBritain-Modell ist ein klassisches Beispiel, in dem syntheti-
sche Daten in einer Mikrosimulation verwendet werden (vgl. Ballas et al.

http://www.dacseis.de/
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2005). In diesem Fall wird das Verhalten von Populationen in urbanen
Räumen untersucht. Es handelt sich um eine Simulation mit regionalem
Bezug. Zensusdaten bilden die Basis für die synthetische Grundgesamt-
heit. Zudem handelt es sich um ein dynamisches Modell. Als zusätzliche
Untersuchungsdimension kommt die Zeitachse hinzu. Ein Modell, welches
ebenfalls in diesen Zusammenhang passt, ist das SYNTHESIS-Modell (vgl.
zum Beispiel Birkin und Clarke 1988). Auch hier geht es um die Unter-
suchung der Bevölkerung in kleinen Gebieten. Es werden Individual- und
Haushaltseinkommen für kleine räumliche Einheiten erzeugt (vgl. Birkin
und Clarke 1989).

Ein weiteres Beispiel für die Anwendung einer solchen Mikrosimula-
tionsstudie ist das SVERIGE-Modell (vgl. Holm et al. 2006). Hier wird die
gesamte schwedische Bevölkerung simuliert. Bei beiden Modellen handelt
es sich um dynamische räumliche Mikrosimulationsmodelle. Die Grund-
gesamtheit wird jeweils über mehrere Jahre und mit einem Small-Area-
Kontext erzeugt (vgl. Alfons et al. 2011c, S. 6).

Mikrosimulationsmodelle zur Untersuchung räumlicher Zusammen-
hänge werden darüber hinaus auch von Rossiter et al. (2009) sowie Clar-
ke und Holm (1987) durchgeführt. Ballas und Clarke (2000) wenden
diese Art von Modellen auf die Analyse von lokalen Arbeitsmärkten an.
Tranmer et al. (2005) stellen ebenfalls eine Anwendung auf den Arbeits-
markt vor. Chin und Harding (2006) oder Smith et al. (2009) unter-
suchen in den jeweiligen Simulationsmodellen ebenfalls räumliche Aspek-
te. Hanaokaa und Clarke (2007) kombinieren die Untersuchung von
räumlichen Mikrosimulationsmodellen mit der inhaltlichen Untersuchung
von Einzelhandelsgeschäften. Das AMELI-Projekt hat unter anderem die
Zielsetzung, Schätzer für kleine Gebiete und inhaltliche Subgruppen zu ent-
wickeln. Dies ist der Tatsache geschuldet, dass die Europäische Kommission
spezielles Augenmerk auf die Schätzung der Indikatoren zur Messung von
sozialer Ausgrenzung und Armut für kleine Untergruppen legt.8 Die Er-
zeugung einer Grundgesamtheit, die als Basis für die Simulationen dient
und auf den österreichischen Daten von EU-SILC basiert, wird in Alfons
et al. (2009) sowie Alfons et al. (2011e) beschrieben. Im gleichen Be-
reich ist auch die räumliche Mikrosimulation von Harding et al. (2004)
angelegt. In eine ähnliche Richtung geht die Untersuchung von Anderson
(2007). Hier wird versucht, Schätzwerte für die Einkommensdeprivation
für kleine Gebiete zu schätzen. Die Methoden werden dabei innerhalb eines
räumlichen Mikrosimulationsmodells evaluiert.

Yu et al. (2003) verwenden das DIMENSIONS-System, um mit syn-
thetischen Daten in solchen Bereichen unterstützend zu wirken, in denen
nicht genug reale Daten erfasst wurden. Sie dienen zum Ziel von Radarsys-
temen, mit denen man den Artenreichtum überwachen kann. Beckman
et al. (1996) entwickeln eine synthetic baseline population, um Nachfrage-
modelle für Reisende innerhalb einer Simulation zu evaluieren. Arentze
et al. (2007) verwenden den iterative proportional fitting algorithm (IPF),
um synthetische Populationen zur Anwendung in ALBATROSS zu erzeu-

8 Das Indikatorenportfolio der Europäischen Union zur Messung von Armut und sozia-
ler Ausgrenzung wird im Folgenden auch Laeken-Portfolio genannt. Die Indikatoren
wurden nach dem Brüsseler Vorort Laeken benannt.
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gen. Bei ALBATROSS handelt es sich um ein Simulationsmodell im Bereich
der Verkehrsforschung.

Srinivasan et al. (2008) präsentieren eine Methode, mit der die
Haushaltscharakteristika als Input für Transportmodelle vorhergesagt wer-
den. Diese Methode wurde entwickelt, um dem steigenden Bedarf an Mo-
dellen auf Individual- und Haushaltsebene gerecht zu werden. Die dabei
verwendete Prozedur ist auch als synthetic population generation (SPG)
bekannt und dient zur Synthetisierung.

Im MoSeS Simulationsmodell geht es um Modellierung und Simulati-
on im Kontext von e-social science (siehe Birkin et al. 2006). Die Anwen-
dung von Mikrosimulationsmodellen bei der Analyse von Steuersystemen
ist sehr weit verbreitet. Beispielsweise führen Chin et al. (2005) eine sol-
che Analyse durch, das australische NATSEM entwickelte hingegen das
STINMOD-Modell, welches im Bereich der Politikwissenschaften Anwendung
findet (vgl. Lloyd 2007). Zudem gibt es derartige Überlegungen mit dem
Bezug zu regionalen Kirchensteuereinnahmen (vgl. Arndt 2007).

In Agenten-basierten Modellen werden Systeme der sozialen Bezie-
hungen erstellt. Auch hier kommen Mikrosimulationsmodelle zum Einsatz
(vgl. Wheaton et al. 2009). In den bisher vorgestellten Simulationsstu-
dien waren die untersuchten Einheiten vor allem Personen und Haushalte.
Aber als kleinste Untersuchungseinheiten sind beispielsweise auch Firmen
denkbar. Von Kumar und Kockelman (2007) zum Beispiel wird das Ver-
halten von Firmen untersucht. J. Ryan und Kanaroglou (2009) erzeugt
einen synthetischen Datensatz von Firmen.

Wie bereits angedeutet, wird die Kleingebietsschätzung oftmals an-
gewendet, wenn klassische Schätzer keine verlässlichen Ergebnisse mehr
bringen, weil die Stichprobenumfänge in manchen small domains zu klein
werden. Münnich (2008) zeigte, dass das Fokussieren auf asymptotische
Ergebnisse in realen Anwendungen zu ungeeigneten Ergebnissen führen
kann. Ein oft angewendetes Verfahren, um das Zusammenspiel zwischen
Stichprobendesign und Schätzmethoden zu evaluieren, sind die Monte Car-
lo Simulationstechniken. Das SAEP-Projekt, welches unter anderen Organi-
sationen von ONS durchgeführt wurde, behandelt die Schätzung von Ein-
kommen als Small-Area-Problem. Die Ergebnisse der Schätzungen werden
regelmäßig veröffentlicht. Im Rahmen des Projektes werden zahlreiche Si-
mulationen durchgeführt. Silva und Clarke (2008) präsentieren Heraus-
forderungen und Herangehensweisen, die im Rahmen des Projektes auf-
getreten sind, und stellen Möglichkeiten vor, um Daten miteinander zu
kombinieren und somit eine Basis zur Mikrosimulation zu erhalten.

Wie dieser Literaturüberblick zeigt, sind Anwendungsmöglichkeiten
für Simulationsmodelle in zahlreichen Formen vorhanden. Je nachdem, in
welchem Bereich Entwicklungen simuliert werden, entstehen unterschied-
liche Anforderungen an die zugrunde liegenden Daten. Teilweise geht es
auch darum, mehrere Möglichkeiten von Ausgangssituationen miteinander
zu vergleichen. Verschiedene Szenarien können in eine Simulation integriert
werden. Die Basis für eine Simulationsstudie ist aber oftmals ein geeigneter
synthetischer Datensatz. Die daran zu stellenden Anforderungen werden im
folgenden Kapitel vorgestellt.



3. Anforderungen und
Beurteilung einer
synthetischen Population

Die Form der Anforderungen an eine synthetische Grundgesamtheit hängt
davon ab, zu welchem Zweck die synthetischen Daten dienen sollen. Wenn
ein synthetischer Datensatz für die Durchführung eines Methodenvergleich-
es erzeugt wird, hängt der Anforderungskatalog davon ab, welche Methoden
innerhalb einer Simulation getestet werden sollen. Da verschiedene Ansätze
existieren, um die Daten zu erzeugen, gibt es auch verschiedene Ansätze,
die erzeugten Daten zu evaluieren. Einige Verfahren zur Erzeugung syn-
thetischer Daten eignen sich besonders gut, um gewisse Anforderungen zu
erfüllen, verletzen aber andere. Beispielsweise können Daten mit Ziehungen
aus der Normalverteilung erzeugt werden. In diesem Fall können Lage- und
Streuungsmaß zwar genau eingestellt werden, wenn die Anzahl der Züge n
groß genug gewählt ist, allerdings ist nicht unbedingt gewährleistet, dass die
erzeugten Werte in einem gewünschten Intervall liegen. Bevor eine syntheti-
sche Grundgesamtheit erzeugt wird, muss ein Bewusstsein dafür vorhanden
sein, welche Eigenschaften benötigt werden. Deshalb werden hier zunächst
die Anforderungen an eine synthetische Grundgesamtheit vorgestellt, bevor
in Kapitel 4 die Methoden zu deren Erzeugung präsentiert werden.

In der vorliegenden Arbeit werden die Anforderungen zum besseren
Überblick in den folgenden Kernbereichen zusammengefasst: Erstens sollten
die Verteilungseigenschaften stimmen. Dies betrifft die Häufigkeit einzelner
Ausprägungen bei nominalskalierten Variablen genauso wie die Varianz für
stetige Daten oder Maße, die das Zentrum dieser Daten beschreiben. Da-
neben gibt es noch Anforderungen, die sich aus der Berechnung ganz be-
stimmter Maße oder Indikatoren ableiten lassen. Beispielsweise werden in
der Armutsforschung des öfteren Quantile miteinander verglichen. Für die
quintile share ratio wird beispielsweise das unterste Quantil mit dem obers-
ten Quantil verglichen. Wenn diese quintile share ratio nun auf Basis der
synthetischen Daten berechnet werden soll, leitet sich daraus die Forderung
ab, dass das Verhältnis der Quantile in der synthetischen Grundgesamtheit
stimmen muss.

Zweitens sollten die bedingten Verteilungen stimmen. Diese Eigen-
schaft kann auch so formuliert werden, dass die Zusammenhänge zwischen
den Variablen ähnlich denen in den Originaldaten sein sollten. Es ist zu be-
achten, dass zwischen der ersten und der zweiten Anforderung ein Trade-Off
besteht, der später in Abschnitt 5.2.3 noch näher erläutert wird.

Drittens sollten Heterogenitäten und Homogenitäten im richtigen
Maß wiedergegeben werden. Mit dieser Anforderung ist das häufige Auftre-
ten von Besonderheiten für räumliche oder inhaltliche Gruppen angespro-
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chen. Ebenso kann der Zusammenhang zwischen einzelnen Variablen für
unterschiedliche Gruppen verschieden groß sein.

Die vierte Eigenschaft betrifft die hierarchische Kongruenz. Diese
Forderung kann auch so gefasst werden, dass die zergliederten Ergebnisse
der Gesamtbevölkerung den Ergebnissen für untergeordnete Gebietseinhei-
ten entsprechen sollten.

Unter dem fünften Punkt, der in Abschnitt 3.5 vorgestellt wird,
sollten dann Möglichkeiten in Betracht gezogen werden, die strukturelle
Konsistenz zu testen. Methoden, diese Überprüfung durchzuführen und die
Inkonsistenzen anschließend zu bereinigen, können unter dem Oberbegriff
Editing zusammengefasst werden. In der vorliegenden Arbeit werden diese
beiden Punkte jedoch getrennt voneinander behandelt. Eine Übersicht über
Methoden, um Inkonsistenzen aufzudecken, ist in diesem Kapitel enthalten.
Methoden um Inkonsistenzen zu beseitigen, werden dagegen in Abschnitt
4.4 vorgestellt.

Die Trennung dieses Themenbereichs ist der Tatsache geschuldet,
dass zwischen der Anforderung des Datenschutzes und der Anforderung
der Nutzbarkeit der Daten ein Widerspruch besteht. Eine ähnliche Aussage
wird auch durch das folgende Zitat widergespiegelt:

”[...] A summary term describing the value of a given data re-
lease as an analytical resource. This comprises the data’s analy-
tical completeness and its analytical validity. Disclosure control
methods usually have an adverse effect on data utility. Ideally,
the goal of any disclosure control regime should be to maxi-
mise data utility whilst minimizing disclosure risk. In practice
disclosure control decisions are a trade-off between utility and
disclosure risk. “Statistics Netherlands et al. (2005)

Verfremdete Daten haben einen geringeren Nutzwert. Editing kann
im besten Fall diesem Phänomen entgegenwirken und wird deshalb in die-
ser Arbeit auch als eigene Klasse von Methoden zur Datenerzeugung in
Abschnitt 4.4 vorgestellt.

Die Anforderungen an synthetische Grundgesamtheiten werden in
diesem Kapitel der Reihe nach präsentiert. Es ist oftmals zwischen grafi-
schen Analysemethoden1 und der Berechnung einzelner Maße und Tests zu
unterscheiden.

Erhebliche Schwierigkeiten können daraus resultieren, dass viele Zie-
le gleichzeitig zu verfolgen sind. Generell ist es zumeist nicht möglich, al-
le Zielsetzungen auf allen Ebenen gleichzeitig zu optimieren. Demzufolge
muss eine Auswahl und Gewichtung der Ziele erfolgen. Eine Optimierung
ist immer nur relativ zu gewählten Bedingungen möglich (vgl. Voas und
Williamson 2000a, S. 353 f.).

Wenn kein direkter Vergleich zwischen der Basispopulation und der
synthetischen Grundgesamtheit zu realisieren ist, beispielsweise bei Ma-
ßen bezüglich der Heterogenität oder den räumlichen Maßen, gibt es die
Möglichkeit, verschiedene Szenario-Variablen einzuführen und diese mit-
einander zu vergleichen.
1 Eine ausführliche Beschreibung zu Möglichkeiten der grafischen Analyse ist in Cham-

bers (2008) oder Maindonald (2008) zu finden.
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3.1. Verteilungseigenschaften
Die erste Anforderung bezieht sich auf Verteilungseigenschaften. Im Ideal-
fall sollte die Verteilung der synthetischen Grundgesamtheit genau mit der
Verteilung in der tatsächlichen Grundgesamtheit übereinstimmen.2 Aller-
dings ist diese Anforderung nicht immer zu erfüllen. Oft reicht es aus, wenn
die Verteilung der synthetischen Grundgesamtheit FSynth(x) ungefähr mit
der Verteilung der Basispopulation FBP übereinstimmt:

FSynth(x) ∼ FBP(x). (3.1)

Diese Anforderung setzt sich wiederum aus mehreren Teilforderun-
gen zusammen. Diese können auch Mindestanforderungen genannt werden
und sind im Idealfall in umfassenderen Anforderungen enthalten. Eine Un-
terscheidung ist hier zwischen Variablen von unterschiedlichem Skalenni-
veau zu machen. Bei intervall- und verhältnisskalierten Daten sollten Mi-
nima und Maxima der synthetischen Grundgesamtheit und der Basispopu-
lation ähnlich sein. Bei nominal- oder ordinalskalierten Variablen ist wich-
tig, dass Totalwerte zwischen der Basispopulation und der synthetischen
Grundgesamtheit ungefähr übereinstimmen (also τBP ≈ τSynth), ebenso wie
die Werte der Randverteilung (vgl. Kiesl und Rässler 2006, S. 9).

Zur Beurteilung der Qualität der synthetischen Grundgesamtheit ist
es sinnvoll, Maße der zentralen Tendenz und Streuungsmaße mit den Er-
gebnissen für die Basispopulation zu vergleichen, wie dies beispielsweise
Drechsler et al. (2008b, S. 17) tun. Dabei ist hier strikt zwischen kate-
gorialen und stetigen Daten zu unterscheiden.

Als Maße der zentralen Tendenz bieten sich das arithmetische Mittel,
der gewichtete Mittelwert, der Median und der Modus an. Letzterer kann
mit Median und arithmetischem Mittel in Beziehung gesetzt werden, um
eine Aussage über die Schiefe einer Verteilung zu treffen.

Daneben sollten, sofern möglich, auch die weiteren Momente zwi-
schen Ausgangs- und synthetischer Grundgesamtheit verglichen werden.
Für kategoriale Daten wird beispielsweise die Deviation VD verwendet, um
die Streuung der Variablen zu messen. Dabei wird die Deviation einer be-
liebigen Variable xl einmal für die Ausprägungen der Basispopulation (BP)
und für die Ausprägungen der synthetischen Grundgesamtheit (Synth) be-
rechnet. Die beiden Werte werden dann miteinander verglichen und sollten
ungefähr gleich sein:

VD(xSynth,l) ≈ VD(xBP,l). (3.2)

Diese zuvor vorgestellten Eigenschaften sollten für alle l = 1 . . . vars
Variablen gleichzeitig erfüllt werden. Wenn der Zusammenhang zwischen
den Variablen gleichzeitig in einem bestimmten Intervall liegen muss, kann
die Forderung für eine Variable nur auf Kosten der Nichterfüllung einer
anderen Forderung bei einer anderen Variable eingehalten werden.
2 Im Folgenden wird davon ausgegangen, dass die synthetische Grundgesamtheit mit

der Basispopulation verglichen werden soll.
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Sofern Vergleiche zwischen der Basispopulation und der syntheti-
schen Grundgesamtheit möglich sind, sollten diese durchgeführt werden.
Dies betrifft vor allem die Lage- und Streuungsmaße sowie die χ2-basierten
Maße. Man spricht in diesem Zusammenhang auch von goodness of fit-
Statistiken. Allerdings muss bei diesem Vergleich immer im Hinterkopf
behalten werden, dass der Umfang der Populationen unterschiedlich sein
kann. Oftmals ist der Umfang der Population der synthetischen Daten
größer als der Umfang der Basisdaten.

Insgesamt lässt sich feststellen, dass die Überprüfung der generierten
Grundgesamtheiten anhand von goodness of fit-Statistiken zwar sehr wich-
tig ist, es in der Literatur aber bisher nur wenig Untersuchungen über die
Qualität der Statistiken gibt (vgl. Voas und Williamson 2001, S. 178).
Fehlermaße tragen dazu bei, den Grad der Zielerreichung zu messen. Einige
solcher Maße werden im Folgenden vorgestellt.

Einfache Parameter zur Beschreibung der Verteilung

Die einfachste Variante, um einen grafischen Vergleich des Medians, der
Varianz und der Quintile bei stetigen Verteilungen durchzuführen, ist die
Verwendung von boxplots (Abbildung 3.1). In diesem Beispiel werden in
jedem boxplot 2000 Werte dargestellt, die jeweils aus einer Verteilung ge-
zogen wurden. Bei der links abgebildeten Verteilung handelt es sich um ei-
ne Mischverteilung. Tausend Werte sind N(−2; 0, 6)-verteilt, und tausend
weitere Werte sind N(2; 0, 6)-verteilt. In der Mitte ist eine Gleichvertei-
lung mittels boxplot visualisiert. In diesem Fall wurden zweitausend Wer-
te im Intervall [−4, 4] erzeugt. Ganz rechts handelt es sich um zweitausend
N(0; 3)-verteilte Werte.
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Abbildung 3.1.: Vergleich von Verteilungsparametern mittels boxplot
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boxplots sind also eine gute Möglichkeit, um einschätzen zu können,
ob sich das Zentrum von Verteilungen an der gleichen Stelle befindet.
Darüber hinaus können Aussagen über die Variationsbreite der zugrunde
liegenden Daten gemacht werden. Die bimodale Struktur der ersten Vertei-
lung kann mit dem boxplot nicht visualisiert werden. Werden die gleichen
Verteilungen anhand von Violinplots visualisiert (Abbildung 3.2), wird die-
ser Sachverhalt sichtbar.3
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Abbildung 3.2.: Vergleich von Verteilungsparametern mittels vioplot

Um die Streuung kategorialer Variablen vergleichend zu beurteilen,
eignet sich die Varianz nicht. An dieser Stelle müssen alternative Messkon-
zepte angewendet werden.

Gini-Simpson-Index

Der Gini-Simpson-Index (vgl. Gini 1912 und Simpson 1949) ist ein Streu-
ungsmaß für nominalskalierte Daten (vgl. Sachs und Hedderich 2006,
S. 55) und wird oft zur Messung von Diversität verwendet. Dieses Maß ist
folgendermaßen definiert:

VG =
k∑
i=1

xi
n

(1− xi
n

) = 1−
k∑
i=1

(xi
n

)2. (3.3)

Dabei ist n = ∑
xi die Gesamtzahl der Beobachtungen, während

xi angibt, wie oft die Variable die jeweilige Ausprägung i annimmt. Die
Ausprägungen werden bei diesem Index mit Ziehungen aus einer finiten

3 Violinplots werden im Anhang in Abschnitt ?? näher erläutert.
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multinomialen Verteilung verglichen. Die Distanz zwischen den gezogenen
Elementen wird beurteilt. Diese beträgt null, wenn zwei Elemente aus der
gleichen Kategorie stammen, und eins andernfalls (vgl. Lau 1985, S. 295).
Der Wert für den Index sollte null sein, wenn alle Elemente zur gleichen
Kategorie gehören. Der Gini-Simpson-Index eignet sich zur Untersuchung
von kategorialen Variablen, die in einer Richtung klassifiziert werden, al-
so zur Untersuchung von zweidimensionalen Kontingenztabellen (vgl. Rao
1982, S. 2).

In Tabelle 3.1 wurden verschiedene Werte des Gini-Simpson-Index
(GSI) abgetragen. Diese Werte wurden anhand des public use files des
ALLBUS 2006 berechnet.4 Da es sich um einen public use file handelt, können
die Ergebnisse nicht inhaltlich interpretiert werden. Dennoch fällt ins Auge,
dass die Werte für den Gini-Simpson-Index sehr unterschiedlich sind. In der
Tabelle sind ebenfalls die Anzahl der Ausprägungen vermerkt (# Auspr.).

Tabelle 3.1.: Gini-Simpson-Index (GSI) für ausgewählte Variablen des
ALLBUS public use file 2006

Code # Auspr. GSI Ausprägung
V123 4 0.11 Möchte in Wohngebiet 13 leben
V5 2 0.12 Deutsche Staatsangehörigkeit
V103 8 0.55 Gleiche Sozialleistung für Ausländer
V98 8 0.55 Einbürgerung: in christlicher Kirche sein
V70 8 0.55 Ausländer verknappen Wohnungen
V168 8 0.55 Rechtsgleichstellung für Türken
V51 4 0.55 Ausländer: Kontakt im Freundeskreis
V64 9 0.56 Dankbar sein für führende Köpfe
V87 8 0.83 Allgemeine Bewertung: Bleiberecht ohne

Arbeit
V88 8 0.85 Allgemeine Bewertung: Ausländern keine

politische Aktion erlauben

Für den Fall der maximalen Konzentration nimmt der Gini-Simpson-
Index den Wert 0 an, und alle Ausprägungen einer Variable fallen in eine
Kategorie (vgl. Sachs und Hedderich 2006, S. 57). Für den Fall der
Variable V87 gibt es acht verschiedene Ausprägungen. Diese reichen von
sehr negativ bis zu sehr positiv, außerdem gibt es noch eine Aus-
prägung keine Angabe. Im Fall der Variable V123 sind nun nur vier der
acht Kategorien mit Ausprägungen besetzt, während bei der Variable V88
alle Kategorien relativ gleichmäßig besetzt sind. Anhand der Werte für den
Index lassen sich also einige Aussagen über die Variation der Daten treffen.

Der Gini-Simpson-Index ist ein Sonderfall des Rao-diversity-Koeffi-
zienten, der auch als quadratische Entropie bezeichnet wird (vgl. Pavoine
et al. 2004, S. 525)5. Für den Gini-Simpson-Index sind alle Distanzen zwi-
schen den Elementen auf eins gesetzt. Für den Rao-diversity-Koeffizienten
müssen die Distanzen zwischen den Objekten berechnet werden. Um dies
4 Der public use file des ALLBUS kann beim Forschungsdatenzentrum der Gesis unter der

Adresse http://www.gesis.org/allbus/ bezogen werden.
5 Die quadratische Entropie wird weiter unten noch näher vorgestellt.

http://www.gesis.org/allbus/
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zu tun, steht eine ganze Reihe an Möglichkeiten zu Verfügung. Dadurch ist
eine Vielzahl von Diversitätsmaßen vorhanden. Viele dieser Maße werden
verwendet, um Arten miteinander zu vergleichen. Zur näheren Darstellung
sei auf Bhargava und Doyle (1974), Bhargava und Uppuluri (1975)
sowie Eastman et al. (2011) verwiesen. Der Rao-diversity-Koeffizient lässt
sich in R mit dem divc()-Befehl berechnen, der im Paket ade4 umgesetzt
ist.

Mediandeviation

Zur Darstellung der Streuung bei ordinal skalierten Variablen stehen die
Mediandeviation und die mittlere absolute Abweichung vom Medianwert
zur Verfügung. Die mittlere absolute Abweichung vom Medianwert wird
berechnet, indem die Summe der absoluten Differenzen zum Median durch
die Gesamtanzahl der Beobachtungen geteilt wird (vgl. Sachs und Hed-
derich 2006, S. 65):

MAD = 1
n

n∑
i=1
|xi − z| =

1
n

k∑
j=1

fj|xj−z|. (3.4)

Im rechten Teil der Gleichung 3.4 wird die Mediandeviation für klas-
sierte Daten berechnet. Dabei sind fj die absoluten Besetzungszahlen der
k Klassen. Durch die Verwendung des Medians als Lagemaß, ist die Me-
diandeviation ein sehr robustes Streuungsmaß. Die Mediandeviation wird
deshalb auch zur Standardisierung genutzt (vgl. Polpitiya et al. 2008,
S. 1557) und kann beispielsweise verwendet werden, um einen robusten
qqplot zu erzeugen (vgl. Hui et al. 2008, S. 5). In der statistischen Um-
gebung R lässt sich die Mediandeviation, die im Englischen auch median
absolute deviation genannt wird, mit dem Befehl mad() berechnen. Der
ALLBUS hat relativ viele Variablen mit ordinalem Skalenniveau und eignet
sich deshalb recht gut zur Anwendung des Maßes. Die Mediandeviation
weist aber oft gleiche Werte aus, wenn nur wenig Kategorien existieren.
Dies wird anhand des folgenden Beispiels deutlich.

In einer Frage des ALLBUS 2006 sollten die Befragten schätzen, wie
hoch der prozentuale Ausländeranteil in der Nachbarschaft ist. Es soll nun
untersucht werden, ob sich die Mediandeviation für ost- und westdeutsche
Bundesländer unterscheidet. In Abbildung 3.3 ist zu sehen, dass sich die
Häufigkeiten der Ausprägungen leicht unterscheiden. Diese Erkenntnis spie-
gelt sich aber nicht in der Mediandeviation wider. Sowohl für die ostdeut-
schen als auch für die westdeutschen Bundesländer resultiert ein Wert von
1,48.
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Abbildung 3.3.: Einschätzung des Ausländeranteils in Ost und West –
ALLBUS PUF 2006

Allerdings muss in den meisten Fällen die Ausprägung keine An-
gabe ignoriert werden. Zudem sollte darauf geachtet werden, dass viele
Ausprägungen vorhanden sind.

Parametertests

Zum Vergleich von Grundgesamtheiten kann getestet werden, ob einzel-
ne Parameter der Verteilungen in der synthetischen und der Basispopu-
lation übereinstimmen. Beispielsweise kann mit einem Test die Gleichheit
von Mittelwerten einer Einkommensverteilung überprüft werden. Diese Ver-
gleiche können ebenfalls für Untergruppen der Grundgesamtheit realisiert
werden. In manchen Fällen kann es auch sinnvoll sein, Anteilswerte mitein-
ander zu vergleichen. Diese Anteile können dann mithilfe von t-Tests6 auf
Übereinstimmung überprüft werden.

In diesem Zusammenhang können Mittelwerte, Totalwerte, Anteils-
werte und Varianzen auf Gleichheit getestet werden (vgl. Sauerbier 2003,
S. 201 ff.). Für den unverbundenen t-Test nach Student kann die t-Statistik
bei einem Test auf Gleichheit der Mittelwerte folgendermaßen berechnet
werden (vgl. Ruxton 2006, S. 688):

t = x̄1 − x̄2

s2
p

√( 1
n1

+ 1
n2

) (3.5)

Die Nullhypothese lautet:

H0 : µ1 − µ2 = δ0. (3.6)
6 Zur Durchführung von t-Tests in der statistischen Umgebung R siehe Sachs und Hed-

derich (2006).
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Bei µ1 und µ2 handelt es sich um die beiden Mittelwerte, die verglichen
werden sollen. n1 und n2 sind die beiden Stichprobenumfänge. Die gepoolte
Varianz s2

p lässt sich durch

s2
p = (n1 − 1)s2

1 + (n2 − 1)s2
2

n1 + n2 − 2 (3.7)

berechnen. Dieser Berechnung liegt die Annahme zugrunde, dass sich die
Varianzen gleichen. Dies ist einer der großen Nachteile des normalen t-Tests,
weil in der Realität oftmals ungleiche Varianzen auftauchen. Und zugleich
einer der Hauptgründe, warum der t-Test erweitert wurde (vgl. Ruxton
2006, S. 688).

Beim Test auf Gleichheit von Anteilswerten würde die Nullhypothese
folgendermaßen lauten (vgl. Kohn und Öztürk 2010, S. S.247ff.):

H0 : θX − θY = δ0. (3.8)

Als Teststatistik wird dann die folgende Gleichung verwendet:

ZWald = θ̂X − θ̂Y − δ0√√√√ θ̂X(1− θ̂X)
nX

+ θ̂Y (1− θ̂Y )
nY

(3.9)

wobei θX und θY die beiden Anteilswerte sind, die miteinander verglichen
werden sollen.

Der Mann-Whitney-U-Test ist das nichtparametrische Gegenstück
zum t-Test. Er wird ebenfalls für den Vergleich von Mittelwerten zwei-
er unabhängiger Stichproben verwendet (vgl. Black 2009, S. 678). Dabei
wird der Test dann angewendet, wenn die zugrunde liegenden Stichproben
nicht sehr groß sind oder nicht aus Normalverteilungen stammen (vgl. Eck-
stein 2008a, S. 120). Die Annahme bei der Anwendung des Tests ist, dass
die zugrunde liegenden Daten mindestens ordinalskaliert sind (vgl. Bortz
und Schuster 2010, S. 793).

Die Prüfgröße kann nach Toutenburg (2002, S. 174 ff.) so be-
stimmt werden, dass aus

U1 = n1 · n2 + n1(n1 + 1)
2 −R1+ (3.10)

und

U2 = n1 · n2 + n2(n2 + 1)
2 −R2+ (3.11)

der geringere Wert bestimmt wird. R1+ ist dabei die Summe der Rangzah-
len der X-Stichprobenelemente und R2+ ist entsprechend die Summe der
Rangzahlen der Y -Stichprobenelemente. Die Nullhypothese lautet: Die zu
prüfenden Parameter sind gleich.

Der Kruskal-Wallis-H-Test ist die verallgemeinerte Version des U-
Tests. Hier können Werte miteinander verglichen werden, die in mehr als
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zwei unabhängigen Stichproben ermittelt wurden (vgl. Wollschläger
2010, S. 207).

Für den Vergleich von Stichproben mit kategorialen Daten kann
der Rangsummentest nach Friedman verwendet werden. Mit der Teststa-
tistik wird überprüft, ob die Rangsummen der einzelnen Elemente rj (j =

1, . . . , c) gleich der durchschnittlichen Rangsumme r̄ = 1
c

c∑
j=1

rj = n(c+ 1)
2

sind (vgl. Duller 2008, S. 226):

FC =
 12
nc(c+ 1)

c∑
j=1

r2
j

− 3n(c+ 1). (3.12)

Dieser Test kann in R mit dem Befehl friedman.test() durchgeführt wer-
den (vgl. Dalgaard 2008, S. 141). Der Cochran-Q-Test für abhängige
Stichproben ist die Anwendung des Friedman-Tests, wenn die abhängige
Variable dichotom ist (vgl. Wollschläger 2010, S. 210).

Verteilungs- und Anpassungstests

Im vorhergehenden Unterabschnitt wurden Tests vorgestellt, mit denen
überprüft werden kann, ob einzelne Parameter einer Verteilung überein-
stimmen. In diesem Unterabschnitt geht es nun darum, Hypothesentests
zur gesamten Verteilung der Grundgesamtheit durchzuführen (Verteilungs-
tests), beziehungsweise eine Verteilungshypothese zu überprüfen (Anpas-
sungstests). Die meisten dieser Tests basieren auf der χ2-Verteilung; sie
sind die ältesten verwendeten Tests, um die Anpassung zu überprüfen. Bei
der Anwendung muss berücksichtigt werden, dass die Stichprobe ausrei-
chend groß sein muss, damit die χ2-Annäherung zutrifft (vgl. Ricci 2005,
S. 16).

Wenn Variablen der synthetischen Population beispielsweise normal-
verteilt sein sollen, kann geprüft werden, ob dem auch tatsächlich so ist.
Die Normalverteilung spielt bei vielen statistischen Konzepten eine wichtige
Rolle.

Die Hypothese, dass Normalverteilung vorliegt, kann beispielsweise
mit dem Shapiro-Wilk-Test getestet werden (vgl. Duller 2008, S. 121ff.).
Der Test zeigt eine gute Anpassungsgüte, ist aber sehr rechenintensiv. Es
werden folgende Hypothesen aufgestellt:

H0 : F = F0 (3.13)
H1 : F 6= F0

Die Teststatistik ergibt sich aus der folgenden Gleichung:

W 2 =
(
n∑
i=1

aix(i))2

n∑
i=1

(xi − x̄)2
. (3.14)

x(i) ist das i-te Element der geordneten Stichprobe, ai sind tabellierte Ge-
wichte. Zur Überprüfung der Nullhypothese wird der Wert der Teststatistik
mit dem unteren Quantil des kritischen Werts verglichen. Dieser Wert kann
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einer Tabelle entnommen, die kompliziert zu berechnen ist und im Origi-
nalartikel von Shapiro und Wilk (1965) enthalten ist.

Eine weitere Möglichkeit, auf Anpassung zweier Verteilungen zu tes-
ten, ist der Kolmogorow-Smirnow-Anpassungstest (KS-Test). Dieser Test
wird sehr oft angewendet, da er sowohl für stetige als auch für diskrete
Merkmale eingesetzt werden kann (vgl. Eckstein 2008b, S. 253). Überprüft
wird bei diesem Test, ob die vorliegenden Daten Fx(x) aus einer vollständig
spezifizierten stetigen Wahrscheinlichkeitsverteilung F0 stammen (vgl. Dul-
ler 2008, S. 108ff.).

Beim KS-Test wird die folgende Nullhypothese aufgestellt:

H0 : Fx = F0. (3.15)

Die Teststatistik Kn setzt sich folgendermaßen zusammen:

Kn = sup
x∈R
|F0(x)− Fn(x)|. (3.16)

Der kritische Wert ist dann k1−α, beiKn ≥ k1−α wird die Nullhypothese ver-
worfen. Das Prinzip des KS-Test’s wird in Abbildung 3.4 visualisiert. Dabei
werden zwei verschiedene Verteilungen miteinander verglichen. Die blaue
Linie ist die kumulierte relative Häufigkeit der ersten Verteilung, während
die rote Linie die kumulierte relative Häufigkeit der zweiten Verteilung
darstellt. Die Unterschiede zwischen den beiden kumulierten Häufigkeits-
verteilungen sind mit den grauen Linien abgebildet. Je kürzer die grauen
Linien sind, desto ähnlicher sind sich auch die beiden Verteilungen.
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Abbildung 3.4.: Visualisierung des KS-Tests
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Eine weitere Möglichkeit, die Anpassung grafisch zu beurteilen, ist
der qq-plot, wie er in Abbildung 3.5 zu sehen ist. In der Grafik werden die
tatsächlichen Werte mit den Werten verglichen, die auf Basis eines Modells
vorhergesagt werden. Wenn die vorhergesagten Werte der Basisverteilung
entsprechen, liegen die Punkte auf der Winkelhalbierenden. Diese ist in den
folgenden Grafiken in Abbildung 3.5 rot eingefärbt. In der linken Grafik
werden die Perzentile der beiden Verteilungen gegeneinander abgebildet,
während in der rechten Grafik die einzelnen Werte gegeneinander abgebildet
werden.

Abbildung 3.5.: qqplot zum Vergleich von Populationen

Das χ2-Maß wird auch von Münnich und Schürle (2003, S. 15)
verwendet, um Werte der Basispopulation mit den Werten der syntheti-
schen Grundgesamtheit zu vergleichen. Für weitere Tests in diesem Bereich
sei auf Lawal (1984) verwiesen.

Verteilungstests sind wichtige Mittel, um die Anpassung der erzeug-
ten Daten an erwartete Verteilungen zu überprüfen. Parametrische Tests
lassen sich im Zusammenhang mit bevölkerungsstatistischen Daten aller-
dings nur begrenzt anwenden. Der Grund hierfür ist die häufig auftretende
Autokorrelation, die bei manchen Tests den getroffenen Annahmen entge-
gen steht (vgl. Williamson et al. 1998, S. 793). Außerdem bereiten sehr
unterschiedlich besetzte Zellen beim χ2-Test Probleme.

Vergleich von Verteilungen

Oft unterscheidet sich der synthetische Datensatz im Umfang vom Basis-
datensatz, das heißt, die Anzahl der Elemente ist verschieden. Teilweise
wird eine synthetische Grundgesamtheit mit dem Ziel erstellt, über einen
größeren Datensatz verfügen zu können. Viele Populationskennwerte lassen
sich dann nicht mehr direkt vergleichen. In diesen Fällen muss dennoch be-
urteilt werden, ob sich Verteilungen ähnlich sind. Eine Möglichkeit, diesem
Problem zu begegnen ist es, die Datensätze jeweils in Quantile einzuteilen.
In diesem Fall können dann Kennzahlen innerhalb der Quantile miteinan-
der verglichen werden.
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Um dies zu verdeutlichen, wird ein Beispiel gewählt, in dem das
Einkommen im public use file für die österreichischen EU-SILC-Daten durch
eine Lognormal-Verteilung approximiert werden soll. In Abbildung 3.6 ist
ein Vergleich des Medians innerhalb von Quantilen abgebildet. Dabei wurde
jeweils der Median für das Einkommen im AU-SILC7 PUF (2006) und für
das synthetische Einkommen nach der Lognormal-Verteilung berechnet. Es
ist zu sehen, dass das synthetische Einkommen in den unteren Quantilen
und in den oberen Bereichen eher zu hoch ist.
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Abbildung 3.6.: Vergleich innerhalb von Quantilen – Jahreseinkommen in
Euro im AU-SILC-PUF (2006) und synthetisches Einkom-
men nach der lognormal-Verteilung

Eine weitere Kenngröße, um die Qualität eines synthetischen Daten-
satzes zu beurteilen, ist das Verhältnis von Punkten einer Verteilung. Bei
kategorialen Variablen können Häufigkeiten von Ausprägungen ins Verhält-
nis gesetzt werden, während bei stetigen Variablen p-Quantile in ein Verhält-
nis gesetzt werden können. In Gleichung 3.17 wird beispielsweise das Verhält-
nis des obersten Quintils FBP(0,8) und des untersten Quintils FBP(0,2)
der Basispopulation mit den entsprechenden Quintilen der synthetischen
Grundgesamtheit verglichen:

FBP(0,8)
FBP(0,2) ∼

FSynth(0,8)
FSynth(0,2) . (3.17)

7 Bei AU-SILC handelt es sich um den österreichischen Teildatensatz von EU-SILC.
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Dies kann auch für Unterebenen kontrolliert werden. Die Unterebe-
nen können sich dabei aus inhaltlichen oder geografischen Variablen erge-
ben. Grafisch lassen sich Verteilungen vergleichen, indem die kumulierten
Verteilungsfunktionen gegeneinander abgebildet werden. Dies ist beispiel-
haft in Abbildung 3.7 zu sehen. In dieser Abbildung ist jeweils die kumu-
lierte empirische Verteilung der Hinterbliebenenleistungen getrennt nach
Geschlecht visualisiert. Nicht berücksichtigt wurden dabei die sehr oft auf-
tretenden Nulleinkommen. Es ist zu sehen, dass die Häufigkeit von hohen
Hinterbliebenenleistungen bei den Männern deutlich höher ist als bei den
Frauen.
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Abbildung 3.7.: Visualisierung der kumulierten empirischen Verteilung
(ecdf) für die Hinterbliebenenleistungen (in Euro) im AU-
SILC-PUF (2006)

Die Lorenz-Kurve gibt über die Ungleichheit einer Population Aus-
kunft. Auch diese Ungleichheit lässt sich für einzelne Populationen analy-
sieren. Daneben lassen sich einzelne Koeffizienten miteinander vergleichen,
beispielsweise der Gini-Koeffizient. Dies ist beispielhaft in Abbildung 3.8
visualisiert. Der Gini-Koeffizient lässt sich berechnen, indem die zwischen
Winkelhalbierender und Lorenz-Kurve eingeschlossene Fläche mit zwei mul-
tipliziert wird (GINI = 2 · F ). In den Abbildungen werden Daten aus dem
Paket ineq verwendet. Bei dem Datensatz Ilocos handelt es sich um Ein-
kommensmetadaten eines Surveys, der durch das philippinische Statistische
Amt erfasst wurde. Dieser Datensatz ist im Paket ineq enthalten. Auf der
linken Seite der Abbildung 3.8 wird die Lorenz-Kurve des Haushaltsein-
kommens der Insel Pangasinan dargestellt. Bei Lorenz-Kurven gilt generell,
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dass die Ungleicheit desto größer ist, je bauchiger die Kurve ist. Liegt die
Lorenz-Kurve sehr nah an der Winkelhalbierenden, so sind die Merkma-
le relativ gleich auf die Merkmalsträger aufgeteilt. In der rechten Grafik
wird die Lorenz-Kurve für Pangasinan der Kurve für die Insel La Union ge-
genüber gestellt. Es ist zu sehen, dass die Ungleichheit in La Union höher
ist als in Pangasinan.
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Abbildung 3.8.: Lorenz-Kurve zur Visualisierung der Ungleichverteilung
der Einkommen auf zwei Philippinischen Inseln

Spezielle Anforderungen sind zu erfüllen, wenn eine ganz besondere
Art von Daten modelliert werden soll. Ein gutes Beispiel sind Einkom-
mensdaten. Diese Daten sind häufig rechtsschief verteilt, haben heavy tails
oder Ausreißer und sind beschränkt (oft sind negative Einkommen nicht
möglich). Diese Eigenschaften der Daten müssen in den synthetischen Da-
ten wiedergegeben werden, da dies Gründe dafür sein können, dass ein
Modell nicht gut an die Datenpunkte angepasst werden kann.

3.2. Variablenzusammenhänge
Der zweite große Bereich von Anforderungen bezieht sich auf bedingte
Häufigkeiten und die Zusammenhänge zwischen Variablen. Wenn die Qua-
lität einer synthetischen Grundgesamtheit beurteilt werden soll, müssen Zu-
sammenhangstrukturen überprüft werden. Gerade bei Simulationen, in de-
nen Modell-basierte Schätzer eingesetzt werden, sollte der Datensatz nach
Möglichkeit eine ähnliche Zusammenhangsstruktur aufweisen wie die Daten
in der Basispopulation.

Kiesl und Rässler (2006, S.10) fassen diese Anforderung so, dass
die Kovarianzmatrix der synthetischen (X1,Synth, . . . , Xk,Synth) und der rea-
len (X1,BP, . . . , Xk,BP) gleich sein sollte:

cov(X1,BP, . . . , Xk,BP) = cov(X1,synth, . . . , Xk,synth). (3.18)
Mateo-Sanz et al. (2004) vergleichen ebenfalls Kovarianzmatrizen, um die
erzeugten synthetischen Grundgesamtheiten zu beurteilen. Eine Alternati-
ve zur Berechnung der Kovarianz zwischen Merkmalen ist die Berechnung
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von Korrelationskoeffizienten. Allerdings lassen sich die Kovarianz und die
Korrelation nicht für qualitative Merkmale berechnen. Ob Verfahren zur
Untersuchung der Zusammenhangsstruktur auf Variablen anwendbar sind,
hängt sehr stark vom Skalenniveau ab. Gerade bei Bevölkerungsumfragen
wie dem Mikrozensus oder dem ALLBUS existieren fast nur Variablen, die
nominales Skalenniveau haben. In diesen Fällen ist es zur Analyse von Mi-
krodatensätzen hilfreich, die Daten zu aggregieren. Im Folgenden werden
Maße vorgestellt, bei denen Kreuztabellen mit relativen Häufigkeiten zwei-
er Datensätze miteinander verglichen werden können. Mithilfe der Kontin-
genzanalyse werden aus diesen Tabellen dann Maße der Abhängigkeit abge-
leitet. Anschließend werden Abhängigkeitsmaße vorgestellt, die angewendet
werden können, wenn die zu untersuchenden Variablen ein unterschiedliches
Skalenniveau haben.

Korrelationskoeffizienten

Die Korrelation zwischen verschiedenen Variablen gehört zu den zentralen
Charakteristika eines Datensatzes, die für einen synthetischen Datensatz
untersucht werden sollten. Es existieren verschiedene Maße, um die Korre-
lation zu überprüfen.

Aus den Rangwertreihen wird der Bravais-Pearson-Korrelationskoef-
fizient (rP ) zwischen den beiden Variablen xi und yi berechnet (vgl Har-
tung et al. 2005, S. 73):

rP =

n∑
i=1

(ri − r̄)(si − s̄)√
n∑
i=1

(ri − r̄)2
n∑
i=1

(si − s̄)2
. (3.19)

Wenn es sich bei den zu untersuchenden Variablen zwar um quanti-
tative Merkmale handelt, aber Ausreißer in den Daten enthalten sind, kann
es hilfreich sein, anstelle des Korrelationskoeffizienten von Bravais-Pearson
den Rangkorrelationskoeffizienten von Spearman zu berechnen. Dieser ist
gegenüber Ausreißern robuster. Der Rangkorrelationskoeffizient von Spear-
man ist ein Maß für den Zusammenhang zweier mindestens ordinal skalier-
ter Merkmale. Nach Umformung und Vereinfachung ergibt sich aus Glei-
chung 3.19 der Spearman-Rangkorrelationskoeffizient:

rSp = 1−
6

n∑
i=1

d2
i

n(n2 − 1) . (3.20)

In Gleichung 3.20 bezeichnet di = ri − si die Differenz zwischen
den Rängen des jeweiligen Wertepaares xi und yi. Besonders von Interes-
se ist hier, wie sich die Korrelation zweier Variablen für unterschiedliche
Subgruppen verhält.

Dandekar et al. (2002a, S.117) schlagen vor, die Korrelation an-
hand des Rangkorrelationskoeffizienten zu messen, anstatt den Bravais-
Pearson Korrelationskoeffizienten zu verwenden. Ihre Begründung beruht
darauf, dass der Rangkorrelationskoeffizient für stark schiefe Verteilungen
besser geeignet ist.
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Die Visualisierung von Korrelationen zwischen Variablen innerhalb
einer Population kann anhand von levelplots vorgenommen werden. Ein
Beispiel ist in Abbildung 3.9 zu sehen. Visualisiert wurden vier synthe-
tisch erzeugte standard-normalverteilte Variablen. Es liegen jeweils 1.000
Beobachtungen zugrunde. Wenn eine Korrelation von eins vorliegt, sind die
Felder orange eingefärbt. Bei allen anderen Feldern ist zu sehen, dass die
Variablen nur sehr schwach miteinander korreliert sind.
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Abbildung 3.9.: Visualisierung von Korrelationen anhand von levelplot

Multiple Korrelation

Wie im vorhergehenden Abschnitt bereits angedeutet kann der Zusammen-
hang zwischen zwei Variablen auch durch eine dritte Variable beeinflusst
werden. Um dies zu klären, bietet sich die Verwendung eines multiplen Kor-
relationsmaßes an. Die Abhängigkeit RY,X1,X2,...,XL

einer Variable Y von
einigen anderen Variablen X1, X2, . . . , XL kann folgendermaßen berechnet
werden (vgl. Kleinbaum et al. 2007, S. 165):

RY,X1,X2,...,XL
=

n∑
i=1

(Yi − Ȳ )(Ŷi − ¯̂
Y )√

n∑
i=1

(Yi − Ȳ )2
n∑
i=1

(Ŷi − ¯̂
Y )2

. (3.21)

Dabei Ŷi = β̂0 + β̂1Xi1 + β̂2Xi2 + . . .+ β̂kXik der vorhergesagte Wert
für alle Einheiten und ¯̂

Y = ∑n
i=1 Ŷi/n. Umgeformt lässt sich dies auch als:
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R2
Y,X1,X2,...,XL

=

n∑
i=1

(Yi − Ȳ )2 −
n∑
i=1

(Yi − Ŷi)2

n∑
i=1

(Yi − Ȳ )2
= SSY − SSE

SSY
(3.22)

schreiben. Diese Gleichung wird oft genutzt, um den Grad der Anpassung
eines Regressionsmodells zu messen. Korrelationen zwischen Einflussfakto-
ren werden auch Suppressionseffekte genannt (vgl. Bortz 2005, S. 457f.).

Zusammenhangs- und Unterschiedsmaße

Die im Folgenden vorgestellten Maße dienen der Überprüfung des Zusam-
menhangs bei kategorialen Variablen (vgl. Kolb 2008). Dabei kann die
Nullhypothese getestet werden, dass kein Unterschied oder kein Zusam-
menhang zwischen verschiedenen Variablen besteht (vgl. Hager 1996, S.
88). Es wird jeweils eine Prüfgröße berechnet, die meist mit einer χ2-
Prüfverteilung verglichen wird. Die Prüfgrößen sind sogenannte Kontin-
genzkoeffizienten. Der bekannteste Koeffizient ist das χ2-Maß, daneben
existieren aber noch einige Abwandlungen, die in diesem Zusammenhang
ebenfalls von Interesse sind.

Die Teststatistik des χ2-Unabhängigkeitstest kann verwendet wer-
den, um zu überprüfen, ob zwei Merkmale voneinander unabhängig sind.
Dabei ist χ2 definiert als (vgl. Smith und Hutchinson 1981, S. 296):

χ2 =
j∑
i=1

k∑
j=1

(πij − πeij)2

πeij
. (3.23)

Dabei ist j die Anzahl der Klassen und k die Anzahl der zu schätzen-
den Parameter (vgl. Williamson et al. 1998, S. 793). In Gleichung 3.23 ist
πij die tatsächliche Häufigkeit in Zelle ij und πeij die erwartete Häufigkeit
in dieser Zelle (vgl. Voas und Williamson 2001, S. 180ff.). Die erwarte-
te Häufigkeit kann beispielsweise die Häufigkeit bei Unabhängigkeit sein.
An dieser Stelle können aber auch andere Werte eingesetzt werden. Ein
Beispiel sind die Zellhäufigkeiten der Basispopulation. Die Nullhypothese
lautet: Die beiden Merkmale sind statistisch voneinander unabhängig. Die
Alternativhypothese ist demzufolge, dass die beiden Merkmale statistisch
voneinander abhängig sind.

Bei diesem Test wird der Unterschied zwischen erwarteten und tat-
sächlichen Zellhäufigkeiten mit den erwarteten Zellhäufigkeiten gewichtet.
Die Zahl der Freiheitsgrade ist von der Größe der Tabelle abhängig. Die
Teststatistik ist χ2-verteilt mit j − k − 1 Freiheitsgraden.

Im Zusammenhang mit bevölkerungsstatistischen Daten kommt es
bei sehr großen Unterschieden in den Belegungen der Zellen zu hohen Wer-
ten für das χ2. In diesen Fällen ist die Anpassung an die χ2-Verteilung nicht
sehr gut. Besonders problematisch ist der Test für erwartete Zellhäufigkeiten
von null. In diesen Fällen kann ein Fisher-Test (vgl. Lehmann 1993) oder
der abgewandelte Fisher-Test (vgl. West und Hankin 2008) eingesetzt
werden.
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Ein weiteres wichtiges Maß, um den Zusammenhang zwischen ka-
tegorialen Variablen zu messen, ist der Kontingenzkoeffizient K. In Glei-
chung 3.24 ist K eine Normierung von χ2. Bei χ2 hängt die Höhe noch
deutlich von der Anzahl der Dimensionen in der Kreuztabelle ab. Die-
ses Problem ist beim Kontingenzkoeffizienten nicht mehr gegeben. n ist
die Zahl der Beobachtungen und χ2 das Ergebnis der Teststatistik des χ2-
Unabhängigkeitstest ist (vgl. Fahrmeir et al. 2001, S. 125, sowie Kendall
und Stuart 1967)

K =

√√√√ χ2

n+ χ2 . (3.24)

Der Kontingenzkoeffizient wird auch von Münnich und Schürle
(2003, S. 15) verwendet, um die Struktur der synthetischen Grundgesamt-
heit zu analysieren. Das entwickelte Evaluationsmuster wird in ähnlicher
Form auch von Wagner und Eckmair (2006) angewendet.

Eine weitere Möglichkeit, den Zusammenhang zwischen zwei Varia-
blen zu messen, ist Cramer’s V . Cramer’s V misst die Stärke des Zusam-
menhangs zwischen zwei nominalskalierten Variablen. Damit dieses Maß
angewendet werden kann, muss mindestens eine der beiden Variablen mehr
als zwei Ausprägungen haben (vgl. Leuschner 1995, S. 36):

V =

√√√√ χ2

n · (min[J,K]− 1) . (3.25)

In Gleichung 3.25 steht n für die Gesamtanzahl der Merkmalsträger,
J für die Anzahl der Ausprägungen von x und K für die Anzahl der Aus-
prägungen des anderen Merkmals y.

In Abbildung 3.10 wurde Cramer’s V jeweils für zwei tabellierte
Zufallszahlen berechnet. Dabei wurde bei der blauen Linie nur die Anzahl
der Kategorien einer Zufallsvariablen und bei der orangefarbenen Linie die
Anzahl der Kategorien für beide Zufallsvariablen simultan erhöht. In beiden
Fällen steigt der Zusammenhang zwischen den beiden Variablen deutlich
an. Die blaue Kurve ist allerdings deutlich volatiler. Die Abbildung zeigt
auch, dass das Maß Cramer’s V nicht unbedingt als Vergleichsmaßstab für
Variablenkombinationen mit unterschiedlicher Gesamtzahl an Kategorien
verwendet werden kann. Eine Normierung sollte in diesem Fall ebenfalls
durchgeführt werden.
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Abbildung 3.10.: Verschiedene Korrelationen nach Cramer’s V

Statt die Anpassung der gesamten Tabelle zu überprüfen, kann auch
die Anpassung einzelner Zellhäufigkeiten getestet werden. Eine Möglichkeit
hierzu bietet der Z-Wert. Bei diesem Maß werden einzelne Zellhäufigkeiten
miteinander verglichen (vgl. Voas und Williamson 2001, S. 182).

Beim Z-Wert wird eine einzelne Zellhäufigkeit herausgenommen, bei-
spielsweise die Häufigkeit weiblicher Arbeitnehmer. Durch die Beschränkung
der Betrachtung auf diese Zelle kann eine Dichotomisierung erreicht wer-
den. Im Prinzip wird dann eine Variable mit zwei Ausprägungen betrachtet.
Beispielsweise würde diese Variable den Wert eins annehmen, wenn eine be-
trachtete Person weiblich sowie Arbeitnehmerin ist. Die Variable würde null
bleiben, wenn die Person eine oder beide Eigenschaften nicht erfüllt. Dies
wäre ein klassischer Bernoulli-Prozess, und es resultiert eine Binomialver-
teilung. Diese wird dann in der Praxis zumeist durch die Normalverteilung
angenähert. Der Z-Wert wird sehr oft angewendet, da er bekannte statis-
tische Eigenschaften hat und eine breite Akzeptanz findet (vgl. Voas und
Williamson 2000a, S. 355). Gleichung 3.26 gibt die Definition des Z-Werts
an. Dabei ist j der Index für die Spalte und i der Reihenindex. N ist die
Gesamtzahl der zu bewertenden Beobachtungen:

Z =
(πij − πeij)√
πe

ij(1−πe
ij)

N

. (3.26)

Die beobachtete relative Häufigkeit in Zelle ij wird in Gleichung 3.26
durch πij ausgedrückt. Während die erwartete relative Häufigkeit, resultie-
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rend aus der Basispopulation durch πeij symbolisiert wird. Der Binomialver-
teilung liegt die Annahme zugrunde, dass die Versuche, die nacheinander
durchgeführt werden, voneinander unabhängig sind. Wenn anstatt auf die
Basispopulation beispielsweise auf eine Binomialverteilung als Teststatistik
zurückgegriffen wird, liegt eine Verletzung dieser Annahme vor.

Der Z-Wert kann auch negative Werte annehmen. Die Anpassung
an die erwarteten Werte ist desto größer, je näher er an null liegt. Proble-
matisch wird die Berechnung des Z-Wertes wenn die erwarteten Zellhäufig-
keiten null sind (vgl. Voas und Williamson 2001, S. 182). In diesem Fall
wird der Nenner des Z-Wert auch null, und der Z-Wert bleibt an dieser
Stelle undefiniert. Es kann aber durchaus vorkommen, dass der erwartete
Wert für eine Zellhäufigkeit null wird. Dies ist der Fall für eine strukturelle
Null.

Problematisch ist weiterhin die Annäherung an die Normalvertei-
lung, die nicht immer zutreffend ist. Deshalb kann ein Stetigkeitskorrek-
turfaktor hinzugefügt werden. 1

2N wird hinzuaddiert, wenn die Differenz
zwischen πij und πeij positiv ist, und subtrahiert, wenn die Differenz nega-
tiv ist.

Eine Modifikation des Z-Werts sieht die Verwendung von absolu-
ten Häufigkeiten anstelle von relativen Häufigkeiten vor. Zu diesem Zweck
müssten die absoluten Häufigkeiten mittels iterative proportional fitting8

geschätzt werden.

Darstellung des Zusammenhangs

Der Zusammenhang zwischen kategorialen Variablen kann anhand von Mo-
saikplots dargestellt werden. Eine solche Grafik ist in Abbildung 3.11 zu
sehen (siehe auch Abschnitt A.1.1 im Anhang). In diesem Mosaikplot ist
der Zusammenhang zwischen Bildung und Einkommen im public use fi-
le des Mikrozensus 2006 visualisiert. Schaut man zunächst nur auf die
senkrechten Kantenlängen der Rechtecke, kann man eine Aussage über
die Häufigkeitsverteilung der Variable Bildung machen. Im vorliegenden
Fall kommt die Ausprägung eins (Haupt- bzw. Volksschulabschluss) am
häufigsten vor. Schaut man dann auf die horizontalen Kantenlängen, so
ist es möglich, eine Aussage über die Häufigkeitsverteilung auf die Einkom-
mensklassen zu machen. Wenn eine Aussage über Häufigkeit der Merkmals-
kombinationen gewünscht ist, muss die Größe der Fläche beurteilt werden.
Im vorliegenden Fall ist die Kombination aus Einkommensklasse zwei und
Bildungsabschluss eins am häufigsten vorhanden. Dargestellt wird das Mo-
natseinkommen in Euro.

8 Iterative proportional fitting wird in Abschnitt 4.3.4 vorgestellt.
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3 Fachhochschulreife
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Abbildung 3.11.: Mosaikplot zu Bildung und Einkommen – Mikrozensus
2006 PUF

Obwohl die in Abbildung 3.11 visualisierten Daten aus einem pu-
blic use file stammen, ist deutlich zu erkennen, dass ein Zusammenhang
zwischen den beiden Variablen besteht. Dies kann daran abgelesen werden,
wie die Flächen eingefärbt sind. Im vorliegenden Fall sind die Flächen links
oben und rechts unten blau eingefärbt. In diesen Fällen sind die beobach-
teten Häufigkeiten höher, als sie im Unabhängigkeitsfall wären. Umgekehrt
sind die beobachteten Häufigkeiten für die Merkmalskombinationen, deren
Flächen rot eingefärbt sind, niedriger, als sie im Unabhängigkeitsfall gewe-
sen wären. Diese Abweichungen können mit den Pearson-Residuen berech-
net werden. Diese Residuen sind die Differenz zwischen den Häufigkeiten in
einem restringierten Modell nij und den Häufigkeiten in einem saturierten
log-linearen Modell n̂ij

rij = nij − n̂ij√
n̂ij

. (3.27)

Hinter dem restringierten Modell verbirgt sich das Unabhängigkeits-
modell, also ein Modell, in dem Interaktionseffekte keine Rolle spielen. Ein
saturiertes Modell ist hingegen ein Modell, in dem alle Effekte enthalten
sind.

Kreuzproduktverhältnis

Grundsätzlich kann mit einem χ2-Test auf Unabhängigkeit von Variablen
getestet werden. Ein Maß, um die Abhängigkeit zwischen Variablen zu
quantifizieren, ist beispielsweise der Korrelationskoeffizient von Spearman.

Für nominalskalierte Daten können Zusammenhangsstrukturen mit-
tels Kreuzproduktverhältnis dargestellt werden (vgl. Beckman et al. 1996,
S. 419). Oft ist aber die Erklärung der Variation von y allein durch eine
andere Variable x nicht möglich. Wie auch bei metrischen (siehe multipler
Korrelationskoeffizient) wirken auch bei kategorialen Variablen komplexe
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Zusammenhangsstrukturen. Eine dritte Variable z kann sich auf den Zu-
sammenhang zwischen y und x auswirken. Mit der Nutzung des Kreuzpro-
duktverhältnis kann diesem Fakt Rechnung getragen werden. Das Kreuz-
produktverhältnis wird dann für verschiedene Ebenen getrennt berechnet.
Ebenen können in diesem Zusammenhang beispielsweise verschiedene Ge-
meinden, Altersgruppen oder Schulen sein.

Die Kreuzproduktverhältnisse werden im Englischen auch als odds
ratios bezeichnet. Ein odd ist die Eintrittswahrscheinlichkeit eines Ereignis-
ses, geteilt durch die Eintrittswahrscheinlichkeit des Komplements. Dieser
odd ist also die Chance R(xi = 1), dass ein Individuum in eine bestimmte
Kategorie fällt, geteilt durch die Wahrscheinlichkeit, dass das Individuum
nicht in diese Kategorie fällt. Beim Kreuzproduktverhältnis, den odds ra-
tios, werden zwei odds ins Verhältnis gesetzt. Dieses Prinzip findet breite
Anwendung bei Pferdewetten. In diesem Fall kann ein odds ratio so aus-
gedrückt werden, dass die Wahrscheinlichkeit π1 für ein Pferd, ein Rennen
zu gewinnen, fünfmal höher ist als die Wahrscheinlichkeit eines anderen
Pferdes, das Rennen zu gewinnen. Ein odd ist durch

R = π1

1− π1
(3.28)

definiert (vgl. Polasek 1996, S. 67), ein Kreuzproduktverhältnis ist dann
entsprechend durch

Λ = π1/1− π1

π0/1− π0
(3.29)

definiert. π0 ist dabei die Gegenwahrscheinlichkeit von π1. Daraus ergibt
sich dann folgende Bedingung, wenn die synthetische Grundgesamtheit und
die tatsächliche Grundgesamtheit verglichen werden:

Λj,BP ≈ Λj,synth. (3.30)

Dies sollte nach Möglichkeit für alle Variablen j eines synthetischen
Datensatzes gelten. Das Kreuzproduktverhältnis für die synthetisch erzeug-
te Grundgesamtheit (siehe auch Abschnitt 4.2.4) sollte mit dem Kreuzpro-
duktverhältnis in der Basispopulation ungefähr übereinstimmen. Für den
Fall zweier Merkmale (A,B) mit jeweils zwei Ausprägungen berechnet sich
das Kreuzproduktverhältnis Λ aus:

Λ = P (B1|A1)/P (B2|A1)
P (B1|A2)/P (B2|A2) . (3.31)

Ein Beispiel für die Visualisierung von odds ratios ist in Abbildung
3.12 zu sehen. Es zeigt sich anhand der Grafik, dass die Wahrscheinlich-
keit dass eine männliche Person Haushaltsvorstand ist mit dem Alter erst
ansteigt, dann sinkt.
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Abbildung 3.12.: Odds ratio eines männlichen Haushaltsvorstands

Das Kreuzproduktverhältnis wird teilweise auch Assoziationskoef-
fizient nach Yule genannt und ist eine wichtige Voraussetzung für den
iterative-proportional-fitting-Algorithmus (vgl. Agresti 2002, S. 345) so-
wie die logistische Regression (vgl. Dalgaard 2008, S. 239). Simpson und
Tranmer (2005, S. 228) verwenden das Kreuzproduktverhältnis, um Aus-
gangswerte der tatsächlichen Population mit den Ergebnissen für ein SAR
(Sample of Anonymised Records) zu vergleichen.

Zur Visualisierung des Kreuzproduktverhältnisses stehen verschie-
dene Möglichkeiten zur Verfügung. Hierzu eignen sich beispielsweise die
von Friendly (1994) vorgestellten Vierfeldergrafiken, mit denen 2× 2× k
Tabellen visualisiert werden können. Eine übersichtlichere Darstellung ist
in Abbildung 3.13 realisiert. Dargestellt sind hier die odds ratios für sechs
verschiedene Fachbereiche einer Hochschule. Für den Fachbereich A war
die Wahrscheinlichkeit, dass ein Mann zugelassen wurde, um ein Vielfaches
höher als die Wahrscheinlichkeit, dass eine Frau zugelassen wurde. Dies
gilt in geringerem Ausmaß auch für die Fachbereiche B, D und F. Demge-
genüber war die Wahrscheinlichkeit dafür, dass eine Frau zugelassen wurde,
im Verhältnis zur Wahrscheinlichkeit, dass ein Mann zugelassen wurde, in
den Fachbereichen C und E höher.
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Abbildung 3.13.: Odds ratios der Zulassung zu den verschiedenen Fachbe-
reichen an der UCBA

Über das Kreuzproduktverhältnis lassen sich also die gemeinsamen
Häufigkeiten in einer Kontingenztabelle bestimmen (vgl. Cazzaro und
Colombi 2008). Bei diesen Matrizen kann es sich um solche handeln, in
denen einige Zellen nur sehr wenig Beobachtungen aufweisen. Diese Art der
Daten sind gerade für die Bevölkerungsstichproben sehr relevant. Dieses
Verhältnis spielt eine entscheidende Rolle bei den loglinearen Modellen,
die in Abschnitt 4.2.4 als Methode zur Datenerzeugung vorgestellt werden.
Aufbauend auf den Kreuzproduktverhältnissen lassen sich Anpassungstests
konzipieren, um unterschiedliche Populationen miteinander zu vergleichen.
Koehler (1986) entwickelte beispielsweise einen solchen Anpassungstest
für sogenannte sparse matrices. Dabei handelt es sich um Kreuztabellen,
in denen sehr viele Zellen mit kleinen Häufigkeiten besetzt sind. Andere
Tests beschäftigen sich mit der Anpassung bei multinomialen Daten (vgl.
Koehler und Larntz 1980 sowie Joe und Maydeu Olivares 2005).

Daneben existieren auch weitere grafische Analysemöglichkeiten, um
einen Datensatz auf Zusammenhänge zwischen Variablen zu untersuchen.
So bietet beispielsweise Meyer et al. (2005) eine ausführliche Übersicht
über Möglichkeiten, den Zusammenhang zwischen kategorialen Variablen
darzustellen. Nenadic und Greenacre (2006) stellen Möglichkeiten vor,
die Korrespondenzanalyse in der statistischen Umgebung R durchzuführen
und darzustellen.
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Bedingte Verteilungen

Wie weiter oben bereits vorgestellt kann der Mosaikplot genutzt werden,
um Abhängigkeiten zwischen Variablen zu visualisieren. Bedingte Vertei-
lungen können mit dem cdplot dargestellt werden. Ein Beispiel für diese
Art von Visualisierungen ist in Abbildung 3.14 zu sehen. Im Beispiel geht es
um Spaceshuttle-Flüge und die Frage, ob sie erfolgreich waren oder nicht.
Der Erfolgsfall ist durch den hellgrauen oberen Teil visualisiert, während
der Misserfolgsfall durch den schwarzen Bereich gekennzeichnet ist. Die
Abbildung zeigt ganz deutlich, dass der Erfolg von der Temperatur des
Spaceshuttles abzuhängen scheint. Bei einer Temperatur von 55 Grad Cel-
sius ist die relative Häufigkeit sehr gering und liegt nahe bei null Prozent.
Ab einer Temperatur von 60 Grad Celsius steigt diese relative Häufigkeit
sehr stark an. Wenn die Wahrscheinlichkeit eines Mißerfolgs unabhängig
von der Temperatur wäre, würde sich dieses in einer Parallelen zur x-Achse
wieder spiegeln, auf der dann alle Häufigkeiten liegen würden.
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Abbildung 3.14.: Visualisierung von bedingten Verteilungen anhand des
cdplot

Unsicherheitskoeffizient

Der Unsicherheitskoeffizient U kann bei Variablen, die nominal oder höher
skaliert sind, angewendet werden, um den Zusammenhang zwischen diesen
zu messen. Sie sollten dann ebenfalls im vorher definierten gleichen Inter-
vall liegen. Der Koeffizient wird auf Kontingenztabellen angewendet (vgl.
Agresti 2002, S. 57). πij ist die relative Häufigkeit der einzelnen Zelle.
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πi ist die Wahrscheinlichkeit, dass die erste Variable die Ausprägung i an-
nimmt. π.j ist die Randhäufigkeit:

U = −

I∑
i=1

J∑
j=1

πijlog(πij/πi.π.j)
J∑
j=1

log(π.j)
. (3.32)

Wenn mehr als ein Wert für π.j größer null ist, kann der Koeffizient
berechnet werden. U nimmt Werte zwischen null und eins an. U = 0 ist
gleichbedeutend mit Unabhängigkeit, bei U = 1 fehlt Variation, für jedes
i ist πj|i = 1. In diesem Fall ist keine bedingte Variation gegeben. Nicht
ganz einfach zu beurteilen ist die Frage, wie der Wert des Zusammenhangs
genau zu interpretieren ist. So stellt sich die Frage, wie die Steigerung des
Unsicherheitskoeffizienten um 30 % zu bewerten ist.

Der η-Koeffizient

Die bisher vorgestellten Zusammenhangsmaße (siehe beispielsweise Glei-
chung 3.25 oder Gleichung 3.23) sind ausschließlich für die Messung bei
zwei gleichskalierten Variablen konstruiert. In vielen Fällen ist es aber auch
notwendig, den Zusammenhang zwischen unterschiedlich skalierten Varia-
blen zu messen. Für diesen Fall kann der η-Koeffizient verwendet werden.
Dieser Koeffizient misst den Zusammenhang zwischen einer metrischen und
einer nominalen Variable (vgl. Sauerbier 2003, S. 73). Es wird also ge-
messen, inwiefern Informationen der nominalen Variablen die Variabilität
einer metrischen Variablen erklären können:

η2 =

k∑
j=1

nj(ȳj − ȳ)2

N∑
i=1

(yi − ȳ)2
. (3.33)

η2 wird im Englischen auch als correlation ratio bezeichnet. Hat η den
Wert eins, dann erklärt das nominale Merkmal die Variabilität des metri-
schen Merkmals vollkommen (vgl. Ostermann und Wolf-Ostermann
2005, S. 116). nj ist die Zahl der Untersuchungseinheiten in der Kategorie
j der nominalen Variable x. ȳ ist das arithmetische Mittel der metrischen
Variable, dieser Durchschnitt wird auch für die Kategorie j benötigt. k ist
in Gleichung 3.33 die Zahl der Kategorien (vgl. Benninghaus 2005, S.
243). Wenn η2 verwendet wird, um den Zusammenhang zwischen zwei me-
trischen Merkmalen zu messen, muss eine der beiden klassiert werden. Die
Klassen dürfen dann nicht zu groß und nicht zu klein sein (vgl. Benning-
haus 2005, S. 246). Der η-Koeffizient lässt sich in R mit dem Befehl etasq
aus dem Paket heplots berechnen.

In Tabelle 3.2 sind verschiedene Werte für η2 zu sehen. Gemessen
wurde jeweils der Zusammenhang zwischen den kategorialen Variablen Pro-
vinz oder Region und den Ausgaben des Unternehmens.9 Zur Berechnung
9 Dieser Datensatz wird im Anwendungskapitel 5.2 näher vorgestellt.
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wurde ein Wirtschaftsdatensatz von ISTAT verwendet (zur näheren Be-
schreibung siehe Abschnitt 5.2.1). Die abgebildeten Werte liegen sehr nahe
bei null. Es scheint also kein großer Zusammenhang zwischen diesen kate-
gorialen Variablen und den Ausgaben der Unternehmen zu bestehen.

Tabelle 3.2.: η2-Werte zur Messung des Zusammenhangs zwischen verschie-
denen kategorialen Variablen und Ausgaben (EXP) im BLUE-
ETS-SCI-Datensatz

Variable η2

Region 0,00
NACE 0,00

Legaler Status 0,01
Provinz 0,00

Residuen NA

3.3. Klumpung und Stratifikation
Wie im vorhergehenden Kapitel gesehen, sind Zusammenhangsstrukturen
zwischen Variablen von besonderer Bedeutung. Die Struktur eines Daten-
satzes ist noch charakteristischer, wenn sich diese Strukturen für Unter-
gruppen unterscheiden. Diese Strukturen können einen erheblichen Einfluss
auf Schätzungen haben. Unter anderem können sie für einen hohen Design-
effekt verantwortlich sein.10

Während im vorhergehenden Abschnitt der Zusammenhang zwi-
schen gleich strukturierten Variablen untersucht wurde, geht es im Fol-
genden um den Zusammenhang zwischen unterschiedlich strukturierten
Variablen. Dabei wird untersucht, ob sich inhaltliche Variablen bezüglich
bestimmter Gruppen unterscheiden. Diese Gruppen können beispielsweise
anhand räumlicher Untergliederungen eingeteilt sein. Bestimmte Merkmale
können gehäuft für Kreise, Haushalte oder Adressen auftauchen. Wichtiges
Ziel bei der Erzeugung der Variablen ist es festzustellen, ob diese Klumpung
mit anderen Variablen in Zusammenhang steht. Sofern solche Clustereffek-
te in den Originaldaten aufgedeckt werden können, ist es das Ziel, diese
auch in den synthetischen Daten abzubilden.

Klumpungen können bei der Erzeugung einer synthetischen Grund-
gesamtheit von großer Bedeutung sein, wenn sie beispielsweise für Haushal-
te zu beobachten sind. Interessant sind Klumpungen vor allem, wenn sie für
bestimmte Typen von Haushalten auftreten. Dann ist es sinnvoll, die gene-
rierten Haushaltstypen bei der Erzeugung der Variablen zu berücksichtigen.
Clusterstrukturen können zu Verzerrungen führen, wenn nicht alle Charak-
teristika der Schichtungsvariable bekannt sind. Vermutet man beispiels-
weise, dass Personen mit Hauptschulabschluss gehäuft vorhanden sind, so
würde eine zweigipflige Verteilung resultieren. Die Anzahl der Haushalte
ohne Person in dieser Gruppe und die Zahl der Haushalte mit zwei und

10Zur näheren Erläuterung von Designeffekten sei auf Ganninger (2010) verwiesen.
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mehr Personen mit Hauptschulabschluss wäre dann sehr hoch. Diese These
kann mit einem χ2-Test überprüft werden.

Mit Mikrostrukturen wird im Folgenden immer die kleinste Stufe der
Aggregation von einzelnen Einheiten bezeichnet. Dabei kann es sich um die
Zusammenfassung von Personen zu einem Haushalt oder zu einer Adresse
handeln. Ebenso kann unter diesem Begriff auch eine Zusammenfassung
von Firmen zu einer NACE-Klasse verstanden werden.

Wenn man eine Grundgesamtheit adäquat abbilden möchte, dann
kommt es vor allem darauf an, die Mikrostrukturen richtig zu erfassen. Bei
der Armutsmessung sind beispielsweise die Haushaltseinkommen sehr wich-
tig. Da Kinder noch kein eigenes Einkommen beziehen, wird bei vielen Ar-
mutsindikatoren mit dem Haushaltsäquivalenzeinkommen gerechnet.11 Bei
Generierung einer synthetischen Grundgesamtheit, auf deren Basis später
solche Indikatoren berechnet werden, ist also speziell darauf zu achten, dass
die Spannweite des Einkommens innerhalb der Haushalte richtig wiederge-
geben wird. Gerade bei Haushalten können personenbezogene Merkmale
von den Ausprägungen bei anderen Haushaltsmitgliedern beeinflusst wer-
den. Es können Homogenitäten innerhalb und Heterogenitäten zwischen
den Haushalten auftreten. Dies kann mit dem Intraklassen-Korrelations-
koeffizient beschrieben werden, der im folgenden Abschnitt vorgestellt wird.

Heterogenitäten und Homogenitäten

Heterogenitäten können große Auswirkungen auf die Qualität von Schätz-
ungen haben. Dies wird in einem Artikel von Burgard und Münnich
(2010) anhand eines Beispiels aus dem Forschungsprojekt zum deutschen
Zensus gezeigt. In diesem Beispiel ist es das Ziel, die tatsächliche Be-
völkerungszahl zu schätzen, da diese durch Karteileichen und Fehlbestände
von der Registerbevölkerung abweichen kann. Weil die Grundgesamtheit
nicht zur Verfügung steht, muss ein Datensatz zur Simulation vorbereitet
werden. Dabei wird basierend auf Logitmodellen jeweils ein binärer Vektor
vorhergesagt, der aussagt, ob es sich um eine Karteileiche beziehungsweise
einen Fehlbestand handelt oder nicht. Einerseits werden mit normalen Lo-
gitmodellen Daten erzeugt, in denen die Karteileichen und Fehlbestände re-
lativ homogen über die Gebiete verteilt sind, und andererseits Mehrebenen-
Logitmodelle verwendet, um Karteileichen und Fehlbestände zu erzeugen,
die eine größere Heterogenität aufweisen.

In der Simulation zeigt sich, dass bei der Schätzung starke Effizienz-
verluste besonders für große Gemeinden auftreten, wenn Heterogenität in
den Daten vorhanden ist. Dieser Effizienzverlust wirkt sich vor allem auf
die Modell-basierten Schätzungen aus. Dieses Beispiel zeigt, dass Hetero-
genitäten in jedem Fall in synthetischen Daten enthalten sein sollten, wenn
sie in der realen Population vermutet werden.

Gelman (2005) betont beispielsweise, dass die Varianzanalyse in
vielen Bereichen der Statistik eine große Bedeutung einnimmt. Streuen Be-
obachtungen für verschiedene Gruppen unterschiedlich stark, so kann auch

11Das Haushaltsäquivalenzeinkommen ist ein Hilfskonstrukt, um das Einkommen eines
Haushalts auf jede Person im Haushalt umzurechnen. Dieses Einkommen wird in Ab-
schnitt 5.3.1 näher erklärt.
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von Heterogenitäten gesprochen werden. Allerdings zeigt Barcikowski
(1981) in einer Simulationsstudie, dass schon eine geringe Zunahme der Zwi-
schenklassenkorrelation zu einer starken Erhöhung der Fehleranfälligkeit
führen kann.

An der Fähigkeit, strukturelle Ungleichheiten richtig auszuweisen,
lässt sich später auch die Qualität eines Schätzers beurteilen. Diese Hetero-
genitäten sollten demzufolge auch in der synthetischen Grundgesamtheit
richtig ausgewiesen werden. Heterogenität muss auf verschiedenen Ebe-
nen vorhanden sein. Beispielsweise ist zu vermuten, dass sich die Zahl der
Beschäftigten, die im Dienstleistungsbereich tätig sind, zwischen ländlichen
Gemeinden und Städten unterscheidet.

Die Streuung von Einheiten innerhalb von Gruppen (Mikrostruktu-
ren) kann unterschiedlich sein. Diese Variation innerhalb der Gruppen sollte
für die Basispopulation erfasst und in der synthetischen Grundgesamtheit
wiedergegeben wird. Eine Möglichkeit, die Variation einzelner Anteile inner-
halb einer Einheit mit der Variation zwischen den Einheiten zu vergleichen,
ist der Intraklassen-Korrelationskoeffizient (ICC). Um das Anwendungsge-
biet des ICC deutlich zu machen, wird folgendes Beispiel betrachtet:

Für eine Untersuchung soll das Bildungsniveau der Bevölkerung un-
tersucht werden. Beobachtet wird, dass der Anteil der Personen mit der
höchsten Schulausbildung in manchen Stadtteilen deutlich höher als in
anderen Stadtteilen ist. Es wird vermutet, dass die Schulausbildung von
äußeren Einflüssen wie der sozialen Struktur der Adresse abhängt. Um
diese Hypothese zu überprüfen, wird der Anteil der Personen mit hoher
Schulausbildung pro Adresse betrachtet. Die Variation dieses Anteils in-
nerhalb einer Gemeinde wird mit der Variation dieses Anteils zwischen den
Gemeinden verglichen. Eine Möglichkeit, diesen Vergleich durchzuführen,
bietet der ICC, der das Verhältnis aus systematischer Varianz und Gesamt-
varianz angibt und folgendermaßen definiert ist (vgl. Hox 2002, S. 15):

Der Intraklassen-Korrelationskoeffizient nimmt zumeist Werte zwi-
schen 0 und +1 an. In seltenen Fällen sind auch negative Werte für den
Koeffizienten möglich:

ρ =
σ2
µ0

σ2
µ0 + σ2

ε

. (3.34)

σ2
µ0 ist hierbei die Varianz zwischen den Klassen, also die Varianz,

die auf einem höheren Level als σ2
ε angesiedelt ist. σ2

ε bezeichnet die Varianz
der Elemente auf der untersten Ebene. Beurteilt wird das Verhältnis aus
der Streuung zwischen den Klassen, zur totalen Streuung.

Die Gesamtstreuung lässt sich folgendermaßen berechnen:

SSTOT =
L∑
q=1

Nq∑
i=1

(yqi − ȳq)2 +
L∑
q=1

Nq · (ȳq − ȳ)2 = SSW + SSB.

(3.35)

Der Unterschied in den Varianzen innerhalb und zwischen den Schich-
ten kann einen erheblichen Einfluss auf die Qualität von Small-Area-Schätz-
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ungen haben. Zumeist wird der ICC verwendet, um bei random-intercept-
Modellen das Verhältnis der Binnenklassenvarianz zur absoluten Varianz
zu beschreiben (vgl. Hedeker und Gibbons 2006, S. 158).

In der Literatur sind bereits einige Erweiterungen zum klassischen
Konzept des Intraklassen-Korrelationskoeffizienten zu finden, die im Kon-
text der Überprüfung der Klumpung in synthetischen Daten durchaus von
Interesse sein können. So berechnen Donner und Bull (1983) beispiels-
weise Inferenzen für einen gemeinsamen Intraklassen-Korrelationskoeffizien-
ten, während Donner und Wells (1986) sich mit Konfidenzintervallen für
den ICC beschäftigen. Zudem kann auf Gleichheit zweier abhängiger ICCs
getestet werden (vgl. Donner und Zou 2002b sowie Young und Bhan-
dary 1998). Eine verteilungsfreie Definition des ICC und der entsprechende
Test hierzu ist in Commenges und Jacqmin (1994) zu finden. In Donner
und Zou (2002a) wird die Berechnung von Intervallen für Intraklassen-κ-
Statistiken vorgestellt. Der ICC kann als ein spezieller Fall des gewichteten
κ gesehen werden (vgl. Fleiss und Cohen 1973, S. 617). Rothery (1979)
entwickelten ein nicht-parametrisches Maß für die Intraklassen-Korrelation.

Die Verwendung des ICC dient dazu, Heterogenitäten aufzudecken.
Wenn Heterogenitäten für zwei Populationen sehr unterschiedlich stark
ausgeprägt sind, kann dies zu erheblich unterschiedlichen Ergebnissen für
gleiche Schätzer führen. In Abbildung 3.15 sind zwei Verteilungen für das
gleiche Gesamtjahreseinkommen zu sehen. Im rechten Fall sind die Einkom-
men innerhalb einer Region so verteilt, dass die Heterogenität zwischen den
Kreisen viel größer ist als in der Ausgangssituation (linke Grafik). Es han-
delt sich dabei um die gleiche Population, die nur unterschiedlich auf die
Klassen aufgeteilt ist.

Abbildung 3.15.: Beispiel für einen homogenen und einen heterogenen
Datensatz

Eine weitere Möglichkeit, Unterschiedlichkeiten darzustellen, ist der
Dissimilaritätsindex. Dieser wird in Voas und Williamson (2000b) vor-
gestellt. Die Anzahl der Zellen mit Überschuss (Zahl ist größer als der
Durchschnitt) wird hier mit der Anzahl der Zellen mit Defizit (Zahl kleiner
als der Durchschnitt) ins Verhältnis gesetzt (vgl. Sakoda 1981, S. 245).
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Der Maximalwert des Ausdrucks würde erreicht werden, wenn alle
Mitglieder in einem Gebiet der gleichen Gruppe zugehörig wären. Wenn
das Verhältnis aus der mittleren absoluten Devianz und der maximalen
Devianz berechnet wird, kommt man zu folgender Gleichung (vgl. Voas
und Williamson 2000b, S. 480):

Dc =

n∑
i=1

Ni|pi − p|

2Np(1− p) . (3.36)

Dc wird bei einer gegebenen Gebietsgröße n und Proportion p mithil-
fe einer Binomialverteilung berechnet. Das Resultat ist ein Maß für zufällige
Dissimilarität, wenn andere Einflüsse nicht vorhanden sind.

Räumliche Muster

Es können verschiedene Formen der Heterogenität auftreten. Sofern die
Heterogenität für verschiedene geografisch abgegrenzte Gruppen auftritt,
spricht man von räumlicher Heterogenität. Moura und Migon (2002) un-
terscheiden hier zwischen unstrukturierter Heterogenität und räumlichen
Mustern. Wenn zwar Heterogenität vorhanden ist, diese aber nicht entlang
von räumlichen Grenzen zu beobachten ist, handelt es sich um unstruktu-
rierte Heterogenität.

Ballas et al. (1999) halten es für notwendig, solche räumlich disag-
gregierte Mikrodaten als Basis für Mikrosimulationen zu verwenden. Lee
(2002) setzt räumliche Muster mit der räumlichen Entwicklung in Verbin-
dung. Regressionsansätze unter der Verwendung dieser räumlichen Muster
sind sehr verbreitet (siehe zum Beispiel Nakaya 2001). Huang und Wil-
liamson (1994) stellen Möglichkeiten vor, räumliche Muster zu erkennen
und zu modellieren.

In den Artikeln von Feitosa et al. (2004) und Wong (1997) wird
die sogenannte residential segregation behandelt. Es wird nach Maßen ge-
sucht, welche die räumliche Nähe von Familien ausdrücken, die zur gleichen
sozialen Gruppe gehören. Ist eine solche residential segregation vorhanden,
kann diese auch einen entscheidenden Einfluss auf Schätzungen haben.

In Feitosa et al. (2007) werden räumliche Segregationsindizes prä-
sentiert, um dies zu messen.12 Allerdings ist ein Vergleich zwischen realer
und synthetischer Grundgesamtheit an dieser Stelle kaum möglich, da die
Daten, die für diese Art von Segregationsindizes notwendig sind, in der
Realität nur in seltenen Fällen vorhanden sind.

Um räumliche Muster zu modellieren, muss festgestellt werden, wel-
che Objekte in direkter Nachbarschaft zueinander liegen. Es gibt verschie-
dene Möglichkeiten, die Nachbarschaft zu definieren. Am einfachsten ist die
Möglichkeit, Objekte, die in der Nachbarschaft liegen, mit eins und Objek-
te, die das nicht tun, mit null zu kennzeichnen. Daneben kann auch die
Distanz zwischen benachbarten Objekten berücksichtigt werden.

In dem Beispiel von Bivand et al. (2008, S. 253ff.) wird eine Matrix
der Form (I−ρW) aufgebaut, wobei I die Einheitsmatrix und W die Matrix

12Zur Definition und Beschreibung von Segregationsindizes siehe auch Duncan und
Duncan (1955).
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ist, die signalisiert, welche Objekte Nachbarn sind. ρ ist dann ein Koeffizient
für die räumliche Korrelation.

Bivand et al. (2008) stellen in ihrem Buch einige Tests vor, mit
denen es möglich ist, auf räumliche Autokorrelation zu testen. Ein Beispiel
für solche Tests ist das Moran’s-I:

I =
n

n∑
i=1

n∑
j=1

wij(yi − ȳ)(yj − ȳ)
n∑
i=1

n∑
j=1

wij
n∑
i=1

(yi − ȳ)2
. (3.37)

Die Anwendung des Moran’s-I wird nun im Folgenden exemplarisch
dargestellt. In Abbildung 3.16 werden zwei verschiedene räumliche Auftei-
lungen visualisiert. In der linken Grafik ist die Aufteilung der Werte auf die
Provinzen Italiens rein zufällig. Es wurden 110 gleichverteilte Zufallswer-
te gezogen. In der rechten Grafik wurden die Werte sortiert den Gebieten
zugeordnet.

Abbildung 3.16.: Visualisierung räumlicher Muster

Um nun einen Test auf räumliche Autokorrelation durchzuführen,
muss zunächst die Nachbarschaftsstruktur bestimmt werden. Dies funktio-
niert in der statistischen Umgebung R mit dem Befehl poly2nb aus dem
Paket spdep. Anschließend kann der Test von Moran angewendet werden.
Dieser liefert für die linke Verteilung (nonspatial) einen Wert von −0,05,
während der Wert der Teststatistik in der rechten Grafik (spatial) erwar-
tungsgemäß höher liegt (0,97). In der rechten Grafik liegt also tatsächlich
räumliche Autokorrelation vor.

Neben dem Moran’s I wurden noch weitere Möglichkeiten entwi-
ckelt, um zu testen, ob ein räumliches Muster vorliegt. So werden von
Feitosa et al. (2004) sowie Carr und Pickle (2009) Möglichkeiten vor-
gestellt, räumliche Muster zu visualisieren. Dabei kommen unter anderem
self organizing maps zur Anwendung. Aldstadt und Getis (2006) stel-
len Möglichkeiten zur Identifikation eines räumlichen Clusters vor. Da-
zu wird der AMOEBA-Algorithmus verwendet. Baddeley et al. (2005)
präsentieren ebenfalls grafische Möglichkeiten zur Analyse von räumlichen
Mustern.
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3.4. Hierarchische Kongruenz
Ein weiterer Bereich von Anforderungen betrifft die hierarchische Kongru-
enz. Dieser Anforderungsbereich lässt sich am besten am Beispiel des Zen-
sus veranschaulichen. Die Summe aller absoluter Merkmalsausprägungen
sollte aufsummiert über alle Gemeinden eines Kreises der synthetischen
Grundgesamtheit ungefähr dem hochgerechneten Ergebnis aus dem Mi-
krozensus entsprechen. Dabei ist allerdings zu berücksichtigen, dass die
Ergebnisse für den Mikrozensus nur aus einer Stichprobe resultieren und
aufgrund der Stichprobeneigenschaft des Mikrozensus nicht korrekt sein
müssen. Die hochgerechneten Ergebnisse müssen also nicht unbedingt mit
der Realität übereinstimmen. Zudem entspricht die Bevölkerung in den
Melderegistern aufgrund von Karteileichen und Fehlbeständen nicht ex-
akt der tatsächlichen Bevölkerungszahl. Nicht in allen Fällen sind für jede
Gemeinde innerhalb eines Kreises Daten in den Melderegisterauszügen ent-
halten. Das führt dazu, dass die Werte nicht überprüft werden können.

Die Konsistenz zwischen den hierarchischen Einheiten lässt sich für
eine Variable xi aus einer Basispopulation und einer synthetischen Grund-
gesamtheit folgendermaßen definieren:

G∑
gem=1

τ〈gem〉,xi
≈ HRF · 100 · τMZ,〈krs〉,xi

. (3.38)

Mit 〈krs〉 wird der Kreis im Mikrozensus bezeichnet, während die
Gemeinde im Melderegister mit 〈gem〉 bezeichnet wird. τ〈gem〉 sind in Glei-
chung 3.38 die Totalwerte in den Gemeinden. In diesem Fall handelt es sich
um die Anzahl der Personen in einer Gemeinde, die eine bestimmte Stel-
lung im Beruf haben. Diese Totalwerte werden für einen Kreis aufsummiert
und mit den Mikrozensus-Ergebnissen verglichen, die wiederum mit einem
Hochrechnungsfaktor HRF hochgerechnet werden.

Hierarchische Kongruenz kann auch anhand von Kreuztabellen ver-
anschaulicht werden. In diesem Fall sind die Randwerte die nächsthöhere
Aggregationsebene. Srinivasan et al. (2008, S. 28) vergleichen Häufigkeits-
tabellen, um die Anpassung zu überprüfen. In Abbildung 3.17 ist die hier-
archische Kongruenz beispielhaft visualisiert. Es wurde in diesem Beispiel
immer die Differenz aus den relativen Häufigkeiten in der synthetischen
Grundgesamtheit πkrs,synth und den relativen Häufigkeiten der Mikrozensus-
Population πkrs,MZ gebildet. Für den Fall, dass die Häufigkeit der syntheti-
schen Grundgesamtheit größer ist, ist ein positiver Balken (grün) zu sehen.
Wenn die Differenz πkrs,synth − πkrs,MZ negativ ist, so geht auch der Balken
ins Negative und ist blau eingefärbt.
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Abbildung 3.17.: Hierarchische Kongruenz für das Beispiel der Zensus-
Simulationsgesamtheit – Abweichung der Variable EF117

3.5. Strukturelle Konsistenz
Ein weiterer Kernbereich betrifft die logischen Inkonsistenzen, die zu ver-
meiden sind. Fälle, die in der Realität nicht vorkommen, sollen auch in der
synthetischen Grundgesamtheit ausgeschlossen werden. Es muss also zwi-
schen Stichprobennullen und strukturellen Nullen unterschieden werden.
Stichprobennullen sind Fälle, die zwar in der Realität vorkommen, aber
im Rahmen einer Stichprobe nicht erfasst wurden. Sobald tiefer gegliederte
Kreuztabellen für Unterebenen gebildet werden, kann dieser Fall sehr oft
auftreten. In der Praxis ist dann in Kreuztabellen mit sehr vielen unbesetz-
ten Zellen zu rechnen.

Strukturelle Nullen hingegen sind Fälle, die auch in der Realität
nicht vorkommen. Beispiele für strukturelle Nullen sind Nichterwerbstätige,
die dennoch eine Stellung im Beruf haben, Personen unter 15 Jahren, die
erwerbstätig sind, oder weibliche Wehrdienstleistende.

Zu unterscheiden ist zwischen harten und weichen Editing-Regeln
sowie zwischen direktem und indirektem Editing. Harte Editing-Regeln sind
solche Regeln, die unbedingt erfüllt sein müssen. Bei weichen Regeln ist
dies nicht der Fall. Wenn Änderungen am Datensatz vorgenommen werden,
um Editing-Regeln zu erfüllen, handelt es sich um direktes Editing. Falls
Editing-Regeln implizit erfüllt werden, spricht man von indirektem Editing.
Erzeugte Variablenkombinationen für Personen sollten in sich logisch sein.
Das heißt zum Beispiel, dass eine sechsjährige Person noch nicht Mutter
sein kann. Daneben ist auch wichtig, Haushalte und Adressen in sich logisch
aufzubauen und die soziodemografischen Profile zu nutzen (vgl. Melhuish
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et al. 2002).
Eine wichtige Bedeutung hat der Anteil der Nullzellen. Nach dem

Editing sollten Zellen, die strukturelle Nullen sind, auch wirklich den Wert
0 aufweisen, während Zellen, die Stichprobennullen waren, auch einen Wert
aufweisen können, der größer als null ist. Logische Inkonsistenzen können
besonders oft bei der synthetischen Datenerzeugung auftreten. Deshalb
muss der Datensatz evaluiert werden. Nach dem Editing muss überprüft
werden, wie sich das Editing-Verfahren auf die Struktur des Datensatzes
auswirkt, so wie beispielsweise Chambers (2003) die Auswirkungen von
Editing auf Imputation evaluiert. Es stellt sich beispielsweise die Frage, ob
sich Lage- oder Streuungsmaße durch das Editing verändert haben. Eine
Möglichkeit, dies zu erfassen, sind Sensitivitätsanalysen.

3.6. Datenschutz
Wenn ein synthetischer Datensatz erzeugt wird, weil der reale Datensatz
aus Gründen der Geheimhaltung nicht veröffentlicht werden kann, soll-
te es das Hauptziel sein, den Datensatz so anzulegen, dass Personen im
synthetischen Datensatz nicht mit Personen aus dem tatsächlichen Leben
verbunden werden können. Es ist aber zu beachten, dass die Struktur des
Datensatzes gerade in hier erhalten bleiben muss.

In der heutigen Zeit ist es möglich, viele Datensätze miteinander
zu matchen. Deshalb gewinnt der Datenschutz immer mehr an Bedeutung.
Dabei kann die Bedeutung je nach Aggregationsniveau unterschiedlich groß
sein. Für Mikrodaten sind andere Dinge zu berücksichtigen als für aggre-
gierte Daten. Truta (2004) stellt Möglichkeiten vor, das Risiko der Offen-
legung für maskierte Daten einzuschätzen. Betrachtet man Kreuztabellen,
so sind vor allem niedrig besetzte Zellen problematisch. Longhurst et al.
(2007) sehen vor allem bei Zellen mit weniger als zwei Einträgen Daten-
schutzprobleme.

Dale und Elliot (2001) sowie Duncan und Lambert (1989)
stellen jeweils ein Maß vor, um den Grad des Risikos der Offenlegung
zu quantifizieren. Im ersten Fall wird eine Wahrscheinlichkeit der Offen-
legung berechnet. Diese hängt zusammen mit der Größe der Unterstichpro-
be, der Frage, ob eine Merkmalskombination einzigartig ist, und der Frage,
ob sich die Merkmalskombination exakt in der Unterstichprobe wiederfin-
den lässt (vgl. Dale und Elliot 2001, S. 429f.). In eine ähnliche Rich-
tung gehen Drechsler und Reiter (2008, S. 5). Sie stellen Möglichkeiten
vor, um den Grad der Geheimhaltung zu untersuchen. In diesen Arbeiten
werden Wahrscheinlichkeiten der Identifikation berechnet. Skinner (2007)
beschäftigt sich ebenfalls mit der Frage, wie zu verhindern ist, dass einzel-
ne Elemente identifiziert werden können, und wie der Grad an Datenschutz
gemessen werden kann.

Im Folgenden wird eine Möglichkeit vorgestellt, den Datenschutz zu
quantifizieren. D ist ein Set von veröffentlichten Datensätzen. Für jeden
Eintrag in D kann die Wahrscheinlichkeit, eine Einheit richtig zu matchen,
folgendermaßen berechnet werden (vgl. Drechsler und Reiter 2008, S.
6):
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Pr(J = j|t,D,M) =
∫
Pr(J = j|t,D, Yrep,M)Pr(Yrep|t,D,M)dYrep.

(3.39)

t0 ist die eindeutige Kennung für die Beobachtung, die entlarvt werden soll,
und dj0 ist die Kennung einer weiteren Beobachtung, die für das Ziel gehal-
ten wird. Für die Person, welche die zu schützende Beobachtung aufdecken
will, ist es das Ziel, dass dj0 = t0. Diese Person will also Pr(J = j|t,D,M)
für j = 1, . . . , s + 1 berechnen. J ist die Zufallsvariable, die gleich j ist,
wenn dj0 = t0.

Der Eindringling wird entscheiden, ob die Wahrscheinlichkeit der
Identifikation für j = 1, . . . , s groß genug ist, um die Identifikation als
richtig zu erklären. Weil die Person die tatsächlichen Werte von Yrep nicht
kennt, muss er oder sie über die möglichen Werte integrieren.

M ist eine beliebige Information, die über Simulationsmodelle ver-
öffentlicht wird. j ist einer der Datenpunkte im Basisdatensatz. Die Infor-
mationen, die der Angreifer hat, werden mit t bezeichnet. Yrep umfasst alle
Werte, die durch die multiple Imputation ersetzt werden müssen.

Muralidhar und Sarathy (2006, S. 663) berechnen als Maß für
Datenschutz den Anteil der Variabilität, der durch die zu schützende Va-
riable erklärt wird. Das Risiko der Offenlegung kann mit record linkage
ermittelt werden (vgl. Shlomo 2010). Domingo-Ferrer und Franconi
(2006) geben einen Überblick über die Privatheit in statistischen Daten-
banken.

Andere Regeln, die das Risiko zur Offenlegung behandeln, beschäftig-
en sich eher mit Tabellen, beispielsweise die t-threshold-Regel. Hier wird
davon ausgegangen, dass das Risiko der Offenlegung einer Zelle gegeben
ist, wenn die Zahl der Beobachtungen kleiner t ist, also 0 < n < t (vgl.
Cox 2011, S. 2) . Die p-percent-Regel ist eine weitere Möglichkeit, das Ri-
siko der Offenlegung zu quantifizieren. Bei dieser Regel geht es darum, den
zweitgrößten Wert mit dem größten Wert zu vergleichen. Dieses Verhältnis
darf eine gewisse vorher festgelegte Prozentzahl nicht überschreiten.

Eine Möglichkeit, Arten von Datenschutz gegeneinander abzugren-
zen, ist die Unterscheidung in attribute disclosure von Cox und Sande
(1979), inferential disclosure von Dalenius (1977) und population model
disclosure from microdata von Palley und Siminoff (1986).

Von attribute disclosure spricht man, wenn es die veröffentlichten
Daten möglich machen, besser auf eine einzelne Person zu schließen, als
dies ohne die Veröffentlichung möglich gewesen wäre. Dies funktioniert
so, dass zunächst ein Individuum über die Kombination von Merkmals-
ausprägungen erkannt wird und dann weitere Merkmale dieser Person durch
die veröffentlichten Daten herausgefunden werden können. Dies kann an-
hand eines Beispiels verdeutlicht werden: Sofern alle Arbeitnehmer einer
Berufsgruppe den gleichen Lohn haben, dann findet attribute disclosure
statt, wenn der Durchschnittslohn dieser Berufsgruppe veröffentlicht wird.

Mit inferential disclosure ist hingegen das Problem angesprochen,
dass jegliche Veröffentlichung von Daten die Wahrscheinlichkeit erhöht,
dass mehr über einzelne Individuen bekannt ist. Überhaupt keine Daten
zu veröffentlichen, ist der einzige Weg, dies zu verhindern. Deshalb wird oft
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auch von disclosure limitation und nicht von disclosure prevention gespro-
chen (vgl. Fienberg 2005, S. 464).

Mit einem population model könnten wiederum die Ergebnisse eines
geschätzten und veröffentlichten Modells verwendet werden, um basierend
auf diesem Modell eine Vorhersage zu machen und darüber Informationen
über einzelne Individuen zu erhalten. Veröffentlicht werden dabei Variablen,
die unter Datenschutzaspekten unkritisch sind. Diese Variablen werden als
Kovariaten in ein ebenfalls veröffentlichtes Modell gesteckt und eine Vor-
hersage für die kritischen Variablen gemacht (vgl. Trottini 2003, S. 57).

Vogel (2011) bewertet das Offenlegungsrisiko bei Nutzung von Da-
tenfernverarbeitung. Anhand von Ergebnissen aus der multivariaten Daten-
analyse können unter Umständen sensible Informationen offen gelegt wer-
den. Ein Risiko ist beispielsweise aufgrund der Schwerpunkteigenschaft des
Regressionsmodells gegeben. Je weniger Informationen preisgegeben wer-
den, desto besser ist ein Datensatz gegen die Offenlegung geschützt, desto
geringer ist allerdings dann auch der Nutzwert für die Wissenschaft. Der
nächste Bereich von Anforderungen behandelt diesen Punkt, es geht um
die Nutzbarkeit der Daten.

3.7. Nutzbarkeit der Daten
Ein Bereich von Anforderungen, der teilweise einige der oben bereits ge-
nannten Anforderungen miteinander vereint, ist die Datennutzbarkeit (Eng-
lisch data utility). Damit ist gemeint, dass bei deskriptiven und induktiven
Untersuchungen für die synthetische Grundgesamtheit das gleiche Ergeb-
nis erzielt werden sollte, wie das für den Originaldatensatz der Fall ge-
wesen wäre. Diese Anforderung kommt in Gomatam et al. (2004) zur
Sprache. Drechsler und Reiter (2008) wenden das Prinzip der Daten-
nutzbarkeit auf einen synthetischen Datensatz des IAB an. Dieser Ansatz
überprüft die Datennutzbarkeit nach der Anwendung von Imputationsme-
chanismen. Aber auch für andere Ansätze der Synthetisierung kann diese
Art der Überprüfung zum Einsatz kommen. Beispielsweise evaluieren Mu-
ralidhar und Sarathy (2006) die Datennutzbarkeit nach Einsatz des
data shuffling.

Den in Abschnitt 3.6 erwähnten Maßen stehen die Maße zur Nutz-
barkeit der Daten gegenüber:

• Relativer Unterschied in Cramer’s V (RCV)

• Mittelwertvariation

• Mittlere prozentuale Änderung

• Mittlere absolute Differenz

Generell besteht ein Trade-Off zwischen Geheimhaltungszielen und
Datennutzbarkeit. Die Nutzbarkeit wäre am höchsten, wenn der Original-
datensatz oder ein möglichst gering veränderter Datensatz verwendet würde
(vgl. Drechsler und Reiter 2008, S. 3). In diesen Fällen kann aber nicht
sehr stark auf die Geheimhaltung geachtet werden. Ziel ist es, möglichst
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genaue Aussagen über Mikrostrukturen zu machen, ohne dass die einzelne
Person wiedererkannt werden kann.

Bei der Nutzbarkeit der Daten wird untersucht, wie viel Sinn Ana-
lysen auf synthetischen Datensätzen machen. Dabei können zu einen ganz
allgemein die Verteilungen zwischen Originaldatensatz und synthetischem
Datensatz untersucht werden oder es können zum anderen Modelle unter-
sucht werden, die entweder den einen oder den anderen Datensatz als Basis
haben. Für den ersten Fall können Distanzmaße wie die Kullback-Leibler-
oder Hellinger-Distanz eingesetzt werden (vgl. Drechsler und Reiter
2008, S. 8).

Um zu beurteilen, wie groß die Nutzbarkeit synthetischer Daten ist,
kann zudem ein Überlappungsmaß erstellt werden. Es werden dazu die
Konfidenzintervalle von zwei Schätzern benötigt. Das Konfidenzintervall
für den Schätzer auf den realen Daten wird mit dem Konfidenzintervall,
berechnet auf den synthetischen Daten, verglichen. Dadurch lässt sich der
durchschnittliche overlap, beschrieben in Drechsler et al. (2008a, S. 118),
berechnen:

Jk = 1
2(Uover,Var − Lover,Var

Uorig,Var − Lorig,Var
+ Uover,Var − Lover,Var

Usyn,Var − Lsyn,Var
), (3.40)

wobei Uover,Var die obere und Lover,Var die untere Grenze der Überlappung
zwischen den Konfidenzintervallen für den Schätzer β sind. Je nach Art der
verwendeten Daten – synthetisch oder original – werden dann die Bezeich-
nungen orig und syn vergeben.

Vergleich anhand von Regressionsmodellen

Die Qualität der synthetischen Daten wird oftmals beurteilt, indem Statisti-
ken basierend auf den synthetischen Werten mit solchen verglichen werden,
die auf den Ausgangsdaten basieren. Es besteht also eine Parallele zu der
Beurteilung von Regressionsmodellen. Viele Anpassungsmaße für Regressi-
onsmodelle, im Englischen auch measures of fit genannt, sind in Knudsen
und Fotheringham (1986a) zu finden. Knudsen und Fotheringham
(1986b, S. 129) unterscheiden drei verschiedene Bereiche von Anpassungs-
maßen. Diese werden in informationsbasierte Statistiken, generelle Distanz-
maße und traditionelle Statistiken gegliedert. Unter informationsbasierte
Statistiken werden Maße wie Φ, Ψ und die Entropie zusammengefasst. Bei
den generellen Distanzmaßen geht es darum, vorhergesagte Werte von beob-
achteten Werten abzuziehen (vgl. Knudsen und Fotheringham (1986b,
S. 131)). Die bekanntesten traditionellen Statistiken sind das R2 und die χ2-
basierten Statistiken (vgl. Knudsen und Fotheringham 1986b, S. 132).
Im Allgemeinen geht es dabei um die Beurteilung der Anpassungsgüte von
Modellen.

Drechsler et al. (2008a, S.117) und Drechsler et al. (2008b,
S. 16) verwenden Regressionsmodelle, um die Originaldatensätze mit den
synthetischen (in diesem Fall imputierten) Datensätzen zu vergleichen. Der
Originaldatensatz und der synthetische Datensatz sind jeweils Basis für
Regressionsmodelle, die dann anhand der geschätzten Parameter verglichen
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werden. Bei diesem Beispiel ist zu beachten, dass die beiden Datensätze,
die miteinander verglichen werden, gleich groß sind.

Ein solcher Vergleich der Ergebnisse für Parameterschätzwerte ist
auch in Tanton et al. (2007, S. 12) zu finden. Dies wird anhand eines Bei-
spiels in Abbildung 3.18 verdeutlicht. Es wurden zwei Regressionsmodelle
auf den frei verfügbaren AU-SILC Daten gerechnet. Die abhängige Varia-
ble war im ersten Modell das Einkommen, wie es im Ausgangsdatensatz
enthalten ist. Im zweiten Modell wurde als abhängige Variable ein leicht
anonymisiertes Einkommen verwendet. Die unabhängigen Variablen waren
in beiden Fällen Alter und Stellung im Beruf. Auf der y-Achse wurden die
Parameterschätzwerte für das erste Modell abgetragen. Auf der x-Achse
sind die Parameter zu finden, die auf anonymisierten Daten geschätzt wur-
den. Zur Anonymisierung wurden 125 Gruppen gebildet und anstelle der
tatsächlich beobachteten Werte die Gruppenmittelwerte eingesetzt. Wenn
die Anonymisierung keinen Einfluss auf die Nutzbarkeit der Daten hätte,
müssten alle Parameter auf der Winkelhalbierenden (rote Linie) liegen.
Tatsächlich sind aber leichte Abweichungen zu sehen.
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Abbildung 3.18.: Vergleich von Regressionsschätzwerten

Der Vergleich von Regressionskoeffizienten sollte als Mittel der Eva-
luation durch andere Mittel flankiert werden, da sonst zum Beispiel die
Anzahl der strukturellen Nullen, der fehlenden Werte und der Ausreißer
unberücksichtigt bleibt.

Mateo-Sanz et al. (2004) verwendet den Begriff data utility für
die Beurteilung der erzeugten synthetischen Grundgesamtheit. Chin und
Harding (2006) benutzen für die Validierung ihrer synthetischen Small-
Area-Schätzer den Vergleich zu tatsächlichen Werten für die Small-Areas.
Allerdings merken sie auch an, dass diese tatsächlichen Werte in vielen
Fällen nicht vorhanden sind und die Validierungsergebnisse daher nur als
grobe Approximation gelten dürfen (vgl. Chin und Harding 2006, S. 53).
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Mitra und Reiter (2006) berechnen Konfidenzintervallüberdeck-
ungsraten (englisch coverage rates) für die Schätzer auf den synthetischen
Daten.

In Abbildung 3.19 ist eine sogenannte confidentiality map darge-
stellt. Zu sehen ist der Zusammenhang zwischen Risiko der Offenlegung und
Nutzbarkeit der Daten. Daraus wird ersichtlich, dass ein Trade-Off zwischen
diesen beiden Zielen besteht. Insgesamt sollen Daten veröffentlicht werden,
die möglichst nützlich sind, aber auf der anderen Seite die Schranke des
Zumutbaren, was Datenschutz anbelangt, nicht überschreiten.
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Abbildung 3.19.: Skizzierte Darstellung des Zusammenhangs zwischen Ri-
siko der Offenlegung und Nutzbarkeit der Daten
In Anlehnung an Duncan et al. (2001).





4. Methoden zur
Datenerzeugung

Nachdem das vorhergehende Kapitel die Anforderungen an eine syntheti-
sche Population zum Thema hatte, werden in diesem Kapitel Methoden
präsentiert, um Grundgesamtheiten so zu erstellen, dass sie die gestellten
Anforderungen so weit wie möglich erfüllen. Wie im vorherigen Kapitel
bereits erläutert, ist ein synthetischer Datensatz von besonders hoher Qua-
lität, wenn er in seiner Struktur den realen Daten ähnelt. Struktur ist dem-
zufolge auch das Schlüsselwort dieses Kapitels und spielt eine besondere
Rolle bei der Benennung der Abschnitte. Zur Datenerzeugung stehen ei-
ne ganze Reihe möglicher Methoden zur Auswahl. Diese werden nun nach
einem kurzen Übersichtsabschnitt der Reihe nach vorgestellt. Zur Veran-
schaulichung werden immer wieder kleine Anwendungsbeispiele verwendet.
Darunter sind auch Datensätze, die im Internet frei verfügbar gemacht wur-
den. Die großen Anwendungsbeispiele werden dann in Kapitel 5 vorgestellt.

Bei den zu erstellenden Daten kann zwischen verschiedenen Typen
unterschieden werden. Es muss berücksichtigt werden, welche Ausgangs-
daten zur Verfügung standen. Ein 100 Prozent synthetischer Datensatz
zeichnet sich dadurch aus, dass für die Erzeugung keinerlei Vorinforma-
tionen aus anderen Datensätzen verwendet wurden. Ein solcher Datensatz
könnte allein aufgrund von logischen und aufeinander aufbauenden Annah-
men erzeugt worden sein. Auf die Annahme, dass die Daten stetig sind,
könnte beispielsweise die Annahme folgen, dass den Daten die Normalver-
teilung zugrunde liegt. Deshalb werden diese Vorgehen im Folgenden als
strukturgebende Verfahren bezeichnet. Im Fall der strukturgebenden
Verfahren sollte nach der Erzeugung überprüft werden, ob die vorher fest-
gelegten notwendigen Bedingungen erfüllt wurden. In diesem Fall werden
dann Strukturen überprüft, es wird von strukturprüfenden Verfahren
gesprochen werden. Anders stellt sich die Situation dar, wenn zur Erstel-
lung des synthetischen Datensatzes bereits Mikrodaten verwendet werden.
Die Daten könnten im einfachsten Fall repliziert werden. Es geht in diesem
Fall eher darum, die Struktur, die schon in den Mikrodaten enthalten ist,
zu erhalten. Daraus leitet sich die Namensgebung strukturerhaltender
Verfahren ab. Bei dieser Ausgangssituation spielt zumeist der Datenschutz
die entscheidende Rolle. Bei der Disaggregation wird ebenso versucht, die
Struktur, die bereits in den Daten enthalten ist, zu erhalten. Je nachdem
welches Skalenniveau vorausgesetzt wird, sind unterschiedliche Methoden
der Erzeugung anzuwenden.

Wie diese Bezeichnungen bereits implizieren, geht es bei der Daten-
erzeugung vor allem darum, eine Struktur zu erzeugen, zu erhalten oder
zu überprüfen. Bestehen bereits Daten, können diese zur Evaluation der
synthetischen Daten verwendet werden.
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Die Verfahren zur Erzeugung von synthetischen Grundgesamtheiten
wurden in vier verschiedene Klassen eingeteilt. Die Reihenfolge, in der die
Verfahren vorgestellt werden, orientiert sich an dem Grad der vorhandenen
Informationen. Zunächst werden Methoden vorgestellt, die eher in Modell-
basierten Simulationen verwendet werden, der Umfang der notwendigen
Vorinformationen also relativ gering ist. Anschließend werden Methoden
präsentiert, die eher datenintensiv sind. Dabei handelt es sich um Metho-
den, bei denen explizit ein Mikrodatensatz als Basis bereit stehen muss. Im
Extremfall geht es darum, die Daten zu verfälschen (siehe Abschnitt 4.3)
oder zu berichtigen (siehe Abschnitt 4.4).

Im Folgenden werden diese unterschiedlichen Methoden vorgestellt
und klassifiziert. In einer Modell-basierten Simulation werden Annahmen
über die Verteilung und deren Parameter getroffen. Dies bedeutet, dass der
Grad an Information klein ist. Wenn multidimensionale Daten aus soge-
nannten Superpopulationsmodellen erzeugt werden, muss bereits eine An-
nahme über Korrelationen getroffen werden. Der Grad an Informationen ist
schon höher. Noch höher ist der Grad an Informationen, wenn eine synthe-
tische Grundgesamtheit auf Basis von Stichprobendaten erzeugt wird. In
diesem Fall befindet man sich bereits in der Nähe einer Design-basierten Si-
mulation. Zunächst werden im Folgenden also eher parametrische Verfahren
vorgestellt, bevor dann in den folgenden Punkten ein fließender Übergang
zu nicht-parametrischen Verfahren vollzogen wird.

In der Literatur existieren bisher wenig Ansätze, in denen die Me-
thoden der Datenerzeugung übersichtlich dargestellt, strukturiert und mit-
einander verglichen werden. Oftmals wird darauf verzichtet, verschiedene
Methoden der Datenerzeugung auszuprobieren und vorzustellen oder die
Besonderheiten der Daten zu analysieren. In anderen Arbeiten ist ein sol-
cher Vergleich auf zwei oder weniger Methoden beschränkt. Huang und
Williamson (2001) vergleichen zum Beispiel die synthetic reconstruction
und combinatorial optimization für die Erzeugung von Mikrodaten. Dieser
Vergleich wird anhand einer Stichprobe anonymisierter Einträge des Zen-
sus im Vereinigten Königreich aus dem Jahr 1991 durchgeführt. In Modell-
basierten Simulationen ist es üblich, den datenerzeugenden Prozess zu Be-
ginn der Arbeit kurz vorzustellen. Die hierfür am häufigsten verwendeten
Methoden werden in Abschnitt 4.1.1 vorgestellt.

Bei der Methode der synthetic reconstruction (siehe Abschnitt 4.3.4)
werden Zufallszahlen aus bedingten Verteilungen gezogen. Diese werden
von veröffentlichten Kreuztabellen abgeleitet (Huang und Williamson,
2001). Dagegen nutzt die combinatorial optimization die Prozedur des re-
weighting aus.1 Beide Methoden haben den Vorteil, dass Daten aus ver-
schiedenen Quellen miteinander verbunden werden können. Um dies zu
gewährleisten, werden oftmals Verfahren angewendet, die mit dem itera-
tive proportional fitting (IPF) verwandt sind. Norman (1999) gibt eine
praktische Einführung in die IPF-Prozedur.

1 Zur Erklärung von reweighting siehe Harms (2004).
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4.1. Strukturgebende Verfahren
Bei strukturgebenden Verfahren sind nur die Rahmenbedingungen gege-
ben, und der eigentliche Datensatz wird dann unter Beachtung dieser Rah-
menbedingungen erzeugt. Beispielsweise können Variablen erzeugt werden,
indem aus vorher bestimmten Verteilungen Zufallszahlen gezogen werden.
Es geht bei dieser Klasse von Methoden mehr darum, eine Basis zur Simu-
lation zu erzeugen, und weniger darum, bereits vorhandene Daten vor der
Offenlegung zu schützen.

Um die erwünschten Parameter in der synthetischen Population zu
treffen, könnte ein stochastisches Modell verwendet werden. In diesem Fall
könnten logische Bedingungen allerdings nur schlecht erfüllt werden. Wenn
der Grad der Nutzbarkeit der synthetischen Daten besonders hoch sein
soll, ist es sinnvoll, die Daten mit Hilfe der Vorhersage basierend auf einem
Regressionsmodell oder mittels Imputation zu erzeugen.

4.1.1. Stochastische Modelle
Bei diesen Verfahren handelt es sich um Verfahren zur Datenerzeugung, die
nur wenig Informationen voraussetzen. Man spricht in diesem Zusammen-
hang auch von Superpopulationsmodellen. Bei der Superpopulation handelt
es sich um die Klasse der Möglichen Verteilungen (vgl. Stenger 1986, S.
237ff.). Vorteil dieser Methoden ist die Tatsache, dass die Daten zumeist
recht schnell erzeugt werden können. Deshalb bieten sich die Verfahren
zur Anwendung innerhalb der Modell-basierten Simulation an. Die Daten
werden innerhalb von jedem Simulationsschritt neu erzeugt. Für den ein-
fachsten Fall müssen nur der Verteilungstyp und die zugehörigen Parameter
festgelegt werden. Mindestens ein Einflussparameter unterliegt zufälligen
Einflüssen. In den meisten Fällen wird aus theoretischen Verteilungen ge-
zogen.

Die Verteilung muss entsprechend der Art der zu erzeugenden Da-
ten gewählt werden. Grundsätzlich ist die Unterscheidung in kategoriale
und stetige Daten wichtig. Ziehungen aus einer Gleichverteilung sind bei-
spielsweise die einfachste Möglichkeit stetige Daten zu erzeugen. Teilweise
müssen aber auch Momente höherer Ordnung mit den a-priori Vorstellun-
gen korrespondieren. Das Statistik-Programm R bietet eine ganze Reihe
Funktionen, um Zufallszahlen nach unterschiedlichen Verteilungen zu er-
zeugen (in Tabelle 4.1 sind einige Beispiele enthalten).

Wenn Daten erzeugt werden, indem aus einer Verteilung gezogen
wird, liegt die Annahme zugrunde, dass es sich um identisch verteilte Zu-
fallsvariablen handelt und diese untereinander statistisch unabhängig sind
(iid-Eigenschaft, vgl. Stocker 2010, S. 91). Diese Annahme ist aber nur
selten realistisch. Oftmals unterscheiden sich die Messobjekte bei realen Da-
ten in Dimensionen, die nicht beobachtet werden konnten. In diesem Fall
handelt es sich um Mischverteilungen und es geht darum, die Mischanteile
zu bestimmen. Hierfür verwendet Duller (2003) die Maximum-Entropie-
Methode.

Oft wird aus multivariaten Normalverteilungen gezogen, um eine
synthetische Grundgesamtheit zu erzeugen. In diesem Fall ist es dann auch
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möglich, eine Korrelationsstruktur direkt mitzugeben. Baker (2008) stellt
Möglichkeiten vor, wie sich ausgehend von bekannten Randwerten multi-
variate Verteilungen konstruieren lassen. Aus diesen Verteilungen können
dann Werte gezogen werden. Es handelt sich dabei um sogenannte genera-
tive Modelle. Die Resultate sind mehr ideale als reale Objekte. Merugu
und Ghosh (2003) verwenden aber beispielsweise diese Modelle, um Da-
tenschutz zu realisieren.

Neben intervallskalierten Daten werden allerdings auch nominal-
oder maximal ordinalskalierte Daten benötigt. Für diese Daten muss dann
die geeignete Verteilungsfamilie gefunden werden. Lunn und Davies (1998)
erzeugen korrelierte binäre Variablen.

Beispielsweise mit der Funktion rmvbin im Paket bindata können
multivariate Binärdaten erzeugt werden. Beispiele für Verteilungen, aus de-
nen gezogen werden kann, sind weiterhin die Poisson- und die Γ-Verteilung.
Die Poisson-Verteilung (siehe Gleichung 4.1) ist zur Erzeugung von Zähl-
daten geeignet:

Fi‖πi ∼ Poisson(Nπi). (4.1)

Die Γ-Verteilung eignet sich beispielsweise zur Verwendung der Vor-
hersage des zukünftigen Kurses von tropischen Wirbelstürmen (vgl. Schlitt-
gen 2003, S. 226), aber auch als Lebensdauerverteilung bei der Zuverlässig-
keitsuntersuchung oder der Modellierung von Bedienungszeiten (vgl. Storm
2007, S. 76)

Nπi ∼ Γ(α, β). (4.2)

An dieser Stelle bleibt es bei der Vorstellung von nur zwei Vertei-
lungen. Viele weitere wichtige Verteilungen können in Kleiber und Kotz
(2003), Johnson und Kotz (1972) sowie Johnson et al. (1997.) nach-
geschlagen werden. Die stochastischen Modelle eignen sich besonders gut,
wenn es wichtig ist, einige wenige besonders bedeutende Parameter der
Verteilung genau zu erfüllen. Beispiele für Superpopulationsmodelle sind
in Tabelle 4.1 aufgeführt (vgl. Graham und Penny 2005, S. 6):

Tabelle 4.1.: Zufallszahlen in der statistischen Umgebung R
Befehl Verteilung Wichtigste Parameter
runif Gleichverteilung n, min, max
rnorm Normalverteilung n, mean, sd
rpois Poisson-Verteilung n, lambda
... ... ...

Mit der Funktion cluster.Gen aus dem R-Paket ClusterSim ist es
möglich, Daten geklumpt zu erzeugen. Hier können verschiedene Modelle
angegeben werden, nach denen die Daten dann erzeugt werden. Modell 1
bezeichnet das einfachste Modell, in dem aus Gleichverteilungen gezogen
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wird. In Abbildung 4.1 werden die mit dem Paket erzeugten Daten dar-
gestellt. In beiden Grafiken werden die Daten anhand einer scatterplot-
Matrix visualisiert. Die Farben werden dabei je nach Zugehörigkeit zu ei-
nem Cluster vergeben. In der linken Grafik wird für ein Wertepaar jeweils
ein Quadrat gezeichnet. Je näher die Werte beieinander liegen, desto klei-
ner ist die Fläche dieser Rechtecke. In der rechten Grafik ist der Landkreis
umso größer, je häufiger die jeweilige Merkmalskombination auftritt.

Abbildung 4.1.: Geklumpte Daten erzeugt mit cluster.Gen

Der Nachteil an diesem Typ von Methoden ist, dass Besonderhei-
ten der realen Daten zumeist nur schlecht nachgebildet werden können.
Beispielsweise sind im österreichischen public use file2 für 2007 sehr vie-
le Personen enthalten, die 80 Jahre alt oder älter sind. Dies liegt daran,
dass es sich bei der letzten Altersklasse um eine offene Klasse handelt. Die-
ser Peak lässt sich mit den in diesem Kapitel vorgestellten Verfahren nur
mithilfe eines zweistufigen Prozesses darstellen. In Abbildung 4.2 sind die
Klassen mit der höchsten Anzahl an Beobachtungen orange eingefärbt. Vor
allem die unterste und die oberste Altersklasse würden bei der Generierung
Probleme bereiten.

2 Dieser Datensatz wird vom österreichischen Statistischen Bundesamt unter
http://www.statistik.at/web_de/services/mikrodaten_fuer_forschung_
und_lehre/kostenloser_download_von_testdaten/index.html bereitgestellt.

http://www.statistik.at/web_de/services/mikrodaten_fuer_forschung_und_lehre/kostenloser_download_von_testdaten/index.html
http://www.statistik.at/web_de/services/mikrodaten_fuer_forschung_und_lehre/kostenloser_download_von_testdaten/index.html
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Abbildung 4.2.: Histogramm des Alters in AU-SILC 2007 (PUF)

Zähldaten können nur aus Elementen der Menge N bestehen. Ne-
gative Werte dürfen nicht auftreten. Oft ist zudem die Zahl von Ereignis-
sen pro Gruppe nach oben beschränkt. Bei dieser Art von Daten kann es
zu Überdispersion kommen, das heißt, dass die Daten deutlich mehr Va-
riabilität aufweisen, als im Modell unterstellt wird (vgl. Fahrmeir et al.
2007, S. 197). Bei der Unterdispersion ist die Varianz dagegen geringer
als erwartet. Um herauszufinden, ob ein Fall von Unter- beziehungsweise
Überdispersion bei Zähldaten vorliegt, kann die Varianz mit dem Mittel-
wert verglichen werden. Liegt die Varianz deutlich über dem Mittelwert, so
liegt Überdispersion vor.

Bei vielen Variablen kann eine sehr hohe Anzahl von Nullwerten auf-
treten. Wenn es sich um Zähldaten handelt, können zero-inflated-Verteil-
ungen mit den Funktionen innerhalb des gamlss.dist-Paketes erzeugt wer-
den. Wenn der Einfluss von Über- und Unterdispersion untersucht werden
soll, können die Daten mithilfe der Conway–Maxwell–Poisson-Verteilung
erzeugt werden. In dieser Verteilung ist jeweils ein Parameter für die Über-
und Unterdispersion enthalten. Die Funktion, um diese Verteilung zu erzeu-
gen, ist im Paket compoisson enthalten. Winkelmann (2008) beschreibt
die sogenannten generalisierten Poisson-Verteilungen.3

Wie in Abschnitt 3.1 bereits angedeutet, leiten sich spezifischere An-
forderungen aus der Aufgabe ab, Einkommensdaten zu erzeugen. In diesem
Fall gibt es oft schon sehr genaue Vorstellungen, wie die Verteilung später

3 Sehr viele unterschiedliche Verteilungen für Poisson-Modelle sind auch im R-Paket
lmomco enthalten.
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auszusehen hat. Hier stellt sich das Problem der hohen Anzahl an Nullwer-
ten, weil viele Personen kein Einkommen beziehen. In Abbildungen 4.3 und
4.4 wird dies deutlich. Hier wurden die Einkommen aus zwei public use files
visualisiert. In Abbildung 4.3 wird das Nettoeinkommen im public use file
des AU-SILC 2007 dargestellt. In Abbildung 4.4 wird das Nettoeinkommen
im public use file der deutschen Lohn- und Einkommensteuerstatistik
2001 dargestellt.4 Auch wenn die Einkommen im Fall der Lohn- und Ein-
kommensteuerstatistik trunkiert sind, so weisen doch beide Einkommen
ähnliche Charakteristika auf. In beiden Fällen ist der Anteil der Nullein-
kommen sehr hoch. Zudem handelt es sich jeweils um eine rechtsschiefe
Verteilung. Im Fall des AU-SILC-Einkommens ist auch zu sehen, dass sehr
viele Ausreißer im Datensatz enthalten sind.5

Einkommen AU−SILC
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Abbildung 4.3.: Histogramm Jahreseinkommen in Euro AU-SILC

4 Dieser Datensatz wird vom Forschungsdatenzentrum unter http://www.
forschungsdatenzentrum.de/bestand/lest/cf/2001/index.asp bereitgestellt.

5 An dieser Stelle ist zu beachten, dass nur ein Ausschnitt der Verteilung visualisiert ist.

http://www.forschungsdatenzentrum.de/bestand/lest/cf/2001/index.asp
http://www.forschungsdatenzentrum.de/bestand/lest/cf/2001/index.asp
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Einkommen Steuerstatistik
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Abbildung 4.4.: Histogramm Jahreseinkommen in Euro Steuerstatistik
(Ausschnitt)

Auch in diesem Fall sollte ein zweistufiges Verfahren verwendet wer-
den. Zunächst kann aus einer Binomialverteilung, dann aus einer anderen
Verteilung gezogen werden. Die Modellierung von Einkommen mit diesem
Verfahren wird von Alfons und Kraft (2010) durchgeführt. In jedem Fall
ist es schwierig, die bei Einkommensverteilungen auf der rechten Seite auf-
tauchenden fat tails zu modellieren. Graf et al. (2011b) schlagen deshalb
die GB2 vor, um die Einkommen des EU-SILC-Datensatzes zu schätzen.
Kleiber und Kotz (2003, S. 196) geben darüber hinaus eine Übersicht,
in welchen Studien die GB2-Verteilung verwendet wurde, um die verschie-
densten Formen von Einkommen zu modellieren.

Der Begriff der Markov-Kette ist im Zusammenhang mit der Mo-
dellierung stochastischer Ereignisse von besonderer Bedeutung (vgl. Ste-
land 2009, S. 133). Bei einer Markov-Kette handelt es sich um ein System,
das sich in einem von 1, . . . ,m möglichen Zuständen befindet. Die Menge
S = {1, . . . ,m} wird als Zustandsraum bezeichnet. Die Zufallsvariablen
x0, . . . , xT wiederum beschreiben diesen Zustandsraum. Die Wahrschein-
lichkeit für das Eintreten zukünftiger Ereignisse hängt nur von dem vor-
hergehenden Zustand ab. Diese Markov-Kette kann nun auch verwendet
werden, um Daten zu modellieren.

Diese Modelle sind in der Small-Area-Literatur sehr weit verbrei-
tet. Superpopulationsmodelle werden zumeist als Basis für die Simulati-
on verwendet. Exemplarisch können die Arbeiten von Datta und Lahiri
(2000), González-Manteiga et al. (2007), Sakshaug und Raghuna-
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than (2010) oder der Kommentar zur Arbeit von Robinson (1991) von
Campbell genannt werden. Eine vollständige oder wenigstens überblicks-
artige Darstellung der Literatur würde aber den Rahmen dieser Arbeit
sprengen.

Superpopulationsmodelle kommen auch in vielen anderen Bereichen
der Statistik zur Anwendung. Bei Graham und Penny (2005) ist die
Wahl eines geeigneten Superpopulationsmodells ein vorbereitender Schritt
zur später folgenden multiplen Imputation. Graubard und Korn (2002)
behandeln die Inferenz für Superpopulationsparameter unter der Benut-
zung von Stichprobendaten und stellen Möglichkeiten vor, die Inferenz für
Parameter von Superpopulationsmodellen zu berechnen.

Die Small-Area-Verfahren funktionieren besonders gut, wenn die
Areas bezüglich der Kovariaten homogen sind und die Heterogenität in-
nerhalb der Areas möglichst groß ist. In diesem Fall ist der Small-Area-
Schätzer im Grunde der synthetische Schätzer. Heterogenitäten lassen sich
mit diesem Verfahren nicht besonders gut abdecken. Mit Superpopulations-
modellen lassen sich eher homogene Daten erzeugen. Um die Schwächen
von Small-Area-Schätzern aufzudecken, müssen Heterogenitäten für Mi-
krostrukturen erzeugt werden.

4.1.2. Generierung von Mikrostrukturen
Wie bereits anhand des Einkommensbeispiels in Abschnitt 4.1.1 zu sehen
war, kommt es bei Simulationen in den Wirtschafts- und Sozialwissenschaf-
ten vor allem darauf an, die Besonderheiten der Daten zu berücksichtigen.
Wenn beispielsweise aus Verteilungen gezogen wird, dann besagt die iid-
Eigenschaft, dass jedes Element unabhängig von den anderen gezogen wird.
Wie bereits in Abschnitt 3.3 erläutert, treten die Objekte in Datensätzen
der Wirtschafts- und Sozialwissenschaften aber oft in Gruppen auf. Es
kann beispielsweise nicht davon ausgegangen werden, dass der Bildungs-
abschluss des Kindes unabhängig vom Bildungsabschluss der Eltern ist.
Gerade in Deutschland wird eine geringe intergenerationale Bildungsmobi-
lität beobachtet. Dieser Widerspruch zwischen der iid-Eigenschaft und der
Berücksichtigung der Abhängigkeit der Ausprägungen bei einer Gruppe von
Objekten muss überbrückt werden. Bei strukturgebenden Verfahren kommt
es demzufolge besonders darauf an, diese Methoden mit Möglichkeiten der
sinnvollen Erzeugung von Mikrostrukturen zu ergänzen. Die Zugehörigkeit
zu administrativen Einheiten, Haushalten und Anschriften gehört zu den
wichtigsten Informationen eines Survey-Datensatzes. Diese Informationen
können für die Konzeption des Stichprobendesigns von enormem Interesse
sein.

Bei der Erzeugung solcher Mikrostrukturen müssen Einheiten sinn-
voll zu Gruppen zusammengefasst werden. Ein Beispiel hierzu lässt sich der
Aufgabenstellung im Zensus-Stichprobenforschungsprojekt entnehmen. Im
gelieferten faktisch anonymisierten Datensatz war neben dem Alter, dem
Geschlecht, dem Familienstand und der Nationalität der Personen die Zu-
gehörigkeit zu Anschriften bekannt. Keine Informationen waren hingegen
bezüglich der Aufteilung auf Haushalte vorhanden. Diese ist aber in einigen
Zusammenhängen besonders wichtig.
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An dieser Stelle lassen sich Parallelen zu anderen Wissenschaftsbe-
reichen erkennen, in denen es ebenfalls darum geht, Elemente möglichst
logisch zu Gruppen zusammenzufassen. Ney (2001) und Och (2005) be-
schäftigen sich mit dieser Problematik bei der automatischen Übersetzung
von Texten. Hier müssen einzelne Wörter, über die auch bestimmte Infor-
mationen vorhanden sind (beispielsweise ob es sich um ein Objekt, Prädikat
oder Subjekt handelt), in einer logischen Reihenfolge zusammengesetzt wer-
den. Das Prinzip lässt sich auf die möglichst logische Zusammensetzung von
Personen zu Haushalten übertragen. Der Haushaltsvorstand könnte dann
sinnbildlich als Subjekt angesehen werden.

Bei der Generierung von Haushaltsstrukturen muss zwischen zwei
Fällen unterschieden werden. zum einen gibt es den Fall, dass schon Vor-
informationen bestehen, und zum anderen den Fall, dass der Datensatz
komplett neu erzeugt wird. Im Folgenden wird in einem Beispiel nun der
Fall behandelt, bei dem Informationen vorhanden sind.

Gegeben ist die Variablenkombination fJ1 = f1, . . . , f2, . . . , fJ . Da-
bei handelt es sich um Personen mit verschiedenen Ausprägungen, die alle
in einer Adresse wohnen und zu Haushalten zusammengefasst werden sol-
len. Die Variablenkombination eI1 = e1 . . . e2, . . . , eI wiederum beschreibt
eine mögliche Zusammenfassung von Personen zu Haushalten. Diese Zu-
sammenfassung wird dann folgendermaßen gebildet (in Anlehnung an Och
2003, S. 161):

êI1 = arg maxPr(eI1|f I1 ). (4.3)

Pr(e|f) ist eine Wahrscheinlichkeitsverteilung, wobei die Ausgangs-
aufteilung der Haushalte in einer Adresse für f und die Zielaufteilung der
Haushalte für e gegeben ist. Diese Verteilung ist allerdings unbekannt. Des-
halb wird die Verteilung Pr(e|f) durch p(e|f) approximiert. Es wird nun
eine Zusammenstellung von Personen zu Haushalten innerhalb einer Adres-
se gesucht, sodass der Verlust (Abweichung der Aufteilung der Personen auf
Haushalte von der wahren Aufteilung) möglichst gering ist. Diese Kosten
werden mit L(e, e′, f) bezeichnet. Eine Entscheidungsregel für den minima-
len Verlust ist dann gegeben durch:

ê(f) = argmineL(e, e′, f) · Pr(e|f). (4.4)

Bei einer sogenannten 0-1-Verlustfunktion wird nun angenommen,
dass L(e, e′, f) = 0, wenn e und e′ gleich sind und L(e, e′, f) = 1, wenn
dies nicht der Fall ist. Die Maximum-a-posteriori Entscheidungsregel ist
dagegen gegeben durch:

ê(f) = argmaxe Pr(e|f). (4.5)

Es gibt nun drei Aufgabenbereiche, die erfüllt werden müssen. Zu-
nächst muss ein Modell gefunden werden, das Personen in einer Adres-
se möglichst gut auf Haushalte aufteilt, sodass p(e|f) möglichst nah an
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Pr(e|f) liegt. Danach geht es in einem zweiten Schritt darum, die Pa-
rameter des Modells zu schätzen. Dies kann beispielsweise mit dem EM-
Algorithmus oder einem maximum- likelihood-Ansatz geschehen. In einem
dritten Schritt werden dann heuristische Suchalgorithmen angewandt, um
tatsächlich für jede Adresse die beste Haushaltsverteilung zu finden.

Bei dieser Vorgehensweise kann es vorkommen, dass das Modell fehl-
spezifiziert ist und die Schätzfunktion nicht erwartungstreu ist. In diesem
Fall kann das Bayes-Risiko (wird auch Bayes-Fehler genannt) ein wichtiges
Gütekriterium sein (vgl. Meintrup 2004, S. 477f.). Beim Training des Al-
gorithmus kann es ebenfalls zu Fehlern kommen, etwa bei der Suche nach
der richtigen Haushaltsaufteilung.

Wenn von dem Beispiel des Zensus-Stichprobenforschungsprojekt
ausgegangen wird, dann dient der Mikrozensus als Basisverteilung. Es wird
dann davon ausgegangen, dass jede Kombination von Personen zu Haus-
halten, die im Mikrozensus vorkommt, auch eine potenziell mögliche Kom-
bination für die Bildung von Haushalten im Melderegister ist. Allerdings
wird die Wahrscheinlichkeit für manche Kombinationen geringer ausfallen
als für andere. Beispielsweise ist es unwahrscheinlich, dass eine Adresse,
in der hauptsächlich verheiratete Personen wohnen aus vielen Einperso-
nenhaushalten besteht. Es resultieren also immer Kombinationen von zwei
Sets, die miteinander verglichen werden.

Dieser Ansatz, Mikrostrukturen zu erzeugen, hat den Vorteil, dass
mit unterschiedlich guten Vorinformationen gearbeitet werden kann. Aller-
dings ist er sehr rechenintensiv und für das Beispiel des Zensus-Stichproben-
forschungsprojekt wegen der großen Anzahl an Personen und Anschriften
nur schwer anzuwenden. Ein alternatives Verfahren ist die stochastische Er-
zeugung anhand von Mikrosimulationsmodellen, wie es im Folgenden be-
schrieben wird.

4.1.3. Mikrosimulationsmodelle zur Datenerzeugung
Birkin und Clarke (1989) sowie Polettini (2003) schlagen die Mikro-
simulation zur Generierung von synthetischen Daten vor. Im ersten Fall
werden Einkommensdaten erzeugt, während es im zweiten Fall um die Er-
zeugung von Wirtschaftsdaten geht. Es handelt sich hierbei um eine Kombi-
nation von iterative proportional fitting (IPF) und Monte-Carlo-Ziehung.6

Bei diesen Methoden werden künstliche Daten auf Basis eines Wahr-
scheinlichkeitsmodells gezogen, welches auf Basis von beobachteten Werten
geschätzt wird. Es geht darum, die Struktur in den beobachteten Daten
zu erhalten. Die vorgestellten Methoden gehören auch zu den strukturer-
haltenden Methoden, und die Beschreibung wäre am besten in Kapitel 4.3
aufgehoben. Dieses Beispiel zeigt jedoch gut die Verflechtung der einzelnen
Typen von Verfahren. Betrachtet man das Ziehen von künstlichen Objekten
aus einem Wahrscheinlichkeitsmodell und geht davon aus, dass dieses Mo-
dell auf vorhergehenden Überlegungen basiert und diese nicht empirisch
unterbaut sind, dann ist es sinnvoll, als Grundlage zunächst die Monte-
Carlo-Ziehung zu erläutern, bevor später das iterative proportional fitting

6 Eine gut verständliche Einführung zu Monte-Carlo-Ziehung ist in Kahn (1955) zu
finden.
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quasi als Komplement erklärt wird. Das Ziehen aus einem Wahrscheinlich-
keitsmodell ist ein strukturgebendes Verfahren.

Wenn beispielsweise nacheinander verschiedene synthetische Haus-
haltsmitglieder gezogen werden, wie dies von Williamson (2003) realisiert
wird, dann dient dieser Ansatz als Ausgangsposition für die folgenden Ver-
fahren synthetic reconstruction und iterative proportional fitting.

Der Ablauf des Verfahrens der Mikrosimulation ist in Abbildung 4.5
skizziert. Zunächst wird eine Person gezogen (in diesem Fall ein 27-jähriger
verheirateter Mann). Ausgehend von dieser Information wird eine Wahr-
scheinlichkeit bestimmt, mit der es sich bei der Wohnung um Eigentum
handelt. Anschließend wird eine Zufallszahl gezogen und mit der Wahr-
scheinlichkeit verglichen. Im vorliegenden Beispiel ist die Zufallszahl 0,542
kleiner als 0,7, und somit handelt es sich bei der Wohnung um Eigentum.
Es handelt sich also um ein sequentielles Verfahren.

Abbildung 4.5.: Skizziertes Beispiel für den Ablauf einer Mikrosimulation
zur Datenerzeugung

Quelle: Clarke (1996, S. 3)

4.1.4. Umsortierung
Sobald deutliche Unterschiede zwischen Gruppen vorhanden sind, müssen
die dafür maßgeblichen Einteilungen gefunden werden um diese im synthe-
tischen Datensatz nachzubauen. Der Datensatz muss dann so strukturiert
werden, dass eine große Heterogenität zwischen diesen Gruppen vorhan-
den ist. Dies kann nachträglich durch Umsortierung geschehen. Im Fall des
vorigen Beispiels dürfen Personen allerdings nur innerhalb der Anschrif-
ten zwischen Haushalten verschoben werden und nicht über Adressgrenzen
hinweg. Um Variablen umzusortieren, die aufgrund vorhergehender Schrit-
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te einen inhaltlichen Zusammenhang haben, werden diese Elemente nur
innerhalb vorher definierter Gruppen verschoben. Personen einer solchen
inhaltlichen Gruppe haben beispielsweise die gleiche Altersklasse, das glei-
che Geschlecht und die gleiche Ausbildungsgruppe. Innerhalb solcher Grup-
pen besteht häufig ein Zusammenhang, der mit einem der in Kapitel 3.2
vorgestellten Maße gemessen werden kann.

Wenn nun ein bestimmtes Maß M beurteilt werden soll, dann darf
der Wert dieses Maßes nicht weiter von dem Originalwert für die Ausgangs-
population abweichen, als dies vor der Umsortierung der Fall ist (siehe
Gleichung 4.6)

‖M(Py〈g〉)−M∗ ‖≤‖M(y〈g〉)−M∗ ‖ . (4.6)
M ist in Gleichung 4.6 ein Maß zur Beurteilung der Grundgesamt-

heit. Dieses wird für die Ausgangspopulation (M) und die umsortierte
Grundgesamtheit berechnet (M∗) und miteinander verglichen. M wird auf
die synthetische Population im Ausgangszustand y〈g〉 und auf die umsor-
tierte Population Py〈g〉 angewendet. Beispielsweise darf sich an den Werten
für den Maximalwert und den Minimalwert vor und nach der Umsortierung
nicht viel ändern, und wenn sich eine Änderung ergeben würde, dann dürfte
der Maximalwert nur kleiner sein als vor der Umsortierung.

In der statistischen Umgebung R ist die Umsortierung mit dem Paket
seriation von Hahsler et al. (2008) möglich. Umsortierung und Bewer-
tung können Teil eines Optimierungsverfahrens sein, wie sie in Abschnitt
4.3.7 vorgestellt werden.

Ähnlich kann vorgegangen werden, wenn innerhalb einer Simulation
unterschiedliche räumliche Szenarien miteinander verglichen werden sollen.
Beispielsweise könnte man zur Erzeugung von verschiedenen Szenarien fol-
gendermaßen vorgehen:

Es wird eine synthetische Indexnummer erzeugt, welche die Zu-
gehörigkeit zu einer regionalen Einheit bestimmt. Anschließend werden die
Indexnummern umsortiert, ohne dass die grundlegende Verteilung verändert
wird. Das Ziel bei diesem Vorgehen ist es, verschiedene Szenarien zu entwi-
ckeln, die untereinander vergleichbar sind. Dabei können unterschiedliche
Methoden wie simulated annealing (simulierte Abkühlung) zur Anwendung
kommen. Dieses Verfahren wird in Abschnitt 4.3.7 näher vorgestellt.

4.1.5. Weitere strukturgebende Verfahren
Verfahren, die mit den Superpopulationsmodellen in enger Verbindung ste-
hen, sind Methoden der Erzeugung von Zufallszahlen mittels Copulas. Die-
se sind inverse Verteilungsfunktionen, die funktional zusammengesetzt wer-
den. Copulas können verwendet werden, um Zusammenhänge oder Abhäng-
igkeiten besser zu verstehen (vgl. Valdez 1998). Anders als beim Regres-
sionsmodell wird nicht mehr davon ausgegangen, dass es eine abhängige
und eine oder mehrere unabhängige Variablen gibt. Alle Variablen inter-
agieren innerhalb eines Modells miteinander. Des Weiteren wird von der
Vorstellung Abschied genommen, dass die Variablen multivariat normal-
verteilt sind. Eine beliebige Ausprägung lässt sich nun nicht mehr durch
die Randhäufigkeiten und den Korrelationskoeffizienten beschreiben.
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Wenn nicht mehr von Normalverteilung ausgegangen wird, benötigt
man eine andere Verteilungsfamilie, um die Randverteilung zu beschrei-
ben. Erweiterungen, die über den bivariaten Fall hinaus gehen, sind zudem
schwierig. Assoziationsmaße tauchen in den bedingten Verteilungen auf. Bei
Konstruktionen, die auf Copula-Funktionen basieren, tauchen diese Nach-
teile nicht auf.

Betrachtet werden p gleichverteilte Zufallsvariablen. In diesem Fall
wird nicht angenommen, dass die Zufallsvariablen u1, u2, . . . , up voneinan-
der unabhängig sind.

Die Beziehung zwischen den Variablen kann durch die gemeinsame
Verteilungsfunktion beschrieben werden (vgl. Frees und Valdez 1998,
S.2̃):

C(u1, u2, . . . , up) = Pr(U1 ≤ u1, U2 ≤ u2, . . . , Up ≤ up). (4.7)

Die Funktion C ist hier eine Copula. Wenn zusätzlich noch Randverteilun-
gen

F1(x1), F2(x2), . . . , Fp(xp) (4.8)

gewählt werden, beschreibt die Funktion

C[F1(x1), F2(x2), . . . , Fp(xp)] = F (x1, x2, . . . , xp) (4.9)

eine multivariate Verteilungsfunktion. Diese Funktion wird an den Stellen
x1, x2, . . . , xp mit den bedingten Verteilungen F1, F2, . . . , Fp ausgewertet.

Sklar (1959) zeigte, dass jede multivariate Verteilung F wie in
Gleichung 4.9 geschrieben werden kann. Sklar zeigte auch, dass eine einzelne
Repräsentation als Copula existiert, wenn die Randverteilungen stetig sind
und die Inverse gebildet werden kann. Es gibt eine direkte Verbindung
zwischen Copulas und Abhängigkeitsmaßen (vgl. Frees und Valdez 1998,
S. 1ff.). Beispielsweise kann Kendall’s-τ mithilfe von Copulas geometrisch
interpretiert werden (vgl. Genest und MacKay 1986).

Mit diesen Funktionen kann ein funktionaler Zusammenhang zwi-
schen den Randverteilungsfunktionen einzelner Zufallsvariablen und ihrer
gemeinsamen Wahrscheinlichkeitsverteilung bestimmt werden. Stochasti-
sche Abhängigkeiten können also mithilfe von Copulas modelliert werden
und dies deutlich besser als mit Korrelationskoeffizienten. Die Verwendung
von Copulas ist ein üblicher Weg, wenn es keine klare multivariate Ver-
teilung gibt (vgl. Shaw und Lee 2007, S. 1). Aus Copulas können Zu-
fallszahlen erzeugt werden. Hierzu ist auch das R-Paket copula verfügbar
(vgl. Yan und Kojadinovic 2010). Die Gauß-Copula kann als einfachstes
Beispiel dienen.

Es gibt mehrere Familien von Copulas, die mit Verteilungen ver-
glichen werden können. Neben Copulas für stetige Variablen gibt es auch
Copulas, die speziell für Zähldaten geeignet sind (vgl Genest und Nesle-
hova 2007, S. 475ff., oder Cameron et al. 2004). Meester und MacKay
(1994) beschäftigen sich mit kategorialen Daten in Copulas. Nesleho-
va (2007) zeigt die Transformation einer beliebig verteilten Zufallsvaria-
ble in eine gleichverteilte Zufallsvariable unter der Berücksichtigung von
Abhängigkeitsstrukturen.
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C. Genest et al. (1995) verwenden eine semiparametrische Me-
thode, um die Abhängigkeitsparameter in einer Familie von multivariaten
Verteilungen zu schätzen. Copulas finden sehr oft im modernen Risikoma-
nagement Anwendung (vgl. Alexander et al. 1999). In diesem Kontext
wurde auch das R-Paket QRMlib programmiert, welches oft verwendet wird,
um Copulas zu modellieren.

4.2. Strukturerfassende Verfahren
Die Abgrenzung zwischen strukturgebenden und strukturerfassenden Ver-
fahren ist komplex. Während bei strukturgebenden Verfahren keine empiri-
schen Vorinformation vorhanden sein müssen, ist dies bei strukturerfassen-
den Verfahren der Fall. Dies heißt nicht, dass in strukturgebende Verfahren
keine Daten als Vorinformation eingebaut werden können. Im Gegenteil,
die Datensätze gewinnen dann an Qualität und können besser evaluiert
werden. Die erzeugten Daten können auf eine breitere Basis gestellt wer-
den. Bei strukturerfassenden Methoden handelt es sich demzufolge um eine
Erweiterung der strukturgebenden Verfahren.

Beispielsweise werden Methoden der Clusteranalyse unter dem Über-
begriff der strukturerfassenden Verfahren eingeordnet, da sie dazu beitra-
gen können, die Komplexität und damit die zu schätzenden Parameter zu
verringern. Bei den strukturerfassenden Verfahren spielen Methoden der
stochastischen Überlagerung und Optimierungsalgorithmen, wie sie weiter
unten vorgeschlagen werden, eine besondere Rolle. Wenn das gleiche Modell
zur Erzeugung und zur Schätzung verwendet wird, handelt es sich schnell
um eine self fullfilling prophecy. Die Gefahr, dieser Prozedur zu unterlie-
gen, kann mit dem Einsatz dimensionsreduzierender Verfahren verringert
werden, ohne dass die Grundstruktur der Daten verändert wird.

In jüngster Zeit sind zwar mehr und mehr public use files verfügbar,
allerdings ist es sehr schwierig, Datensätze zu finden, in denen stetige Va-
riablen enthalten sind. Diese Art der Daten sind allerdings gerade bei der
Erklärung der Regression von großer Bedeutung. Hier ist es sinnvoll, public
use files weiter zu synthetisieren, um damit Informationen hinzuzufügen.

4.2.1. Interpolation
Ein einfaches Beispiel, in dem die Struktur der vorliegenden Daten erfasst
und verarbeitet werden soll, ist die Aufgabe vormals stetige nun klassier-
te Daten wieder in ihren Ausgangszustand zurückzuführen. Bei Informa-
tionen bezüglich des Einkommens werden oftmals nur klassierte Daten
veröffentlicht. Ein Beispiel ist der public use file des Mikrozensus von
2002.7 Diesem Datensatz ist das Einkommen nur klassiert zu entnehmen.
Die Klassen und die Klassenhäufigkeiten sind in Abbildung 4.6 visualisiert.

7 Dieser Datensatz wird vom Forschungsdatenzentrum unter http://www.
forschungsdatenzentrum.de/bestand/mikrozensus/cf/2002/index.asp be-
reitgestellt.

http://www.forschungsdatenzentrum.de/bestand/mikrozensus/cf/2002/index.asp
http://www.forschungsdatenzentrum.de/bestand/mikrozensus/cf/2002/index.asp
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Häufigkeit

Kein Einkommen

Unter 150 Euro

150 bis unter 300 Euro

300 bis unter 500 Euro

500 bis unter 700 Euro

700 bis unter 900 Euro

900 bis unter 1100 Euro

1100 bis unter 1300 Euro

1300 bis unter 1500 Euro

1500 bis unter 1700 Euro

1700 bis unter 2000 Euro

2000 bis unter 2300 Euro

2300 bis unter 2600 Euro

2600 bis unter 2900 Euro

2900 bis unter 3200 Euro

3200 bis unter 3600 Euro

3600 bis unter 4000 Euro

4000 bis unter 4500 Euro

4500 bis unter 5000 Euro

5000 bis unter 5500 Euro

5500 bis unter 6000 Euro

6000 bis unter 7500 Euro

7500 bis unter 10000 Euro

10000 bis unter 18000 Euro

18000 Euro und mehr

Ohne Angabe

Selbständiger Landwirt in der Haupttätigkeit

0 1000 2000 3000 4000 5000

Abbildung 4.6.: Klassiertes Monatsnettoeinkommen im public use file des
MZ 2002 (nicht hochgerechnet)

Bei der Interpolation wird aus diskreten Daten eine kontinuierliche
Funktion geschaffen. Es sind also einzelne Werte bekannt, nicht aber die
analytische Beschreibung der Funktion. Diese soll aber an beliebigen Stellen
auswertbar sein. Als Ansatzfunktionen bieten sich Geraden, Polynome und
Splines an. Daneben existieren aber noch andere Möglichkeiten.

4.2.2. Acceptance rejection sampling
Wenn neben der Information über die Zugehörigkeit zu Klassen noch die
empirische Verteilung innerhalb dieser Klassen bekannt ist, kann das accept-
ance-rejection-Verfahren angewendet werden. Gerade bei empirischen Ver-
teilungen von Einkommen handelt es sich oft um komplizierte Funktionen.
Wenn aus einer solchen komplizierten Wahrscheinlichkeitsdichtefunktion
f(x) gezogen werden soll, ist der Umweg über eine einfachere Funktion g(x)
möglich. Diese Funktion g(x) wird so gewählt, dass sie die Ausgangsfunkti-
on f(x) umhüllt, sodass f(x) ≤ cg(x) = h(x) für alle x und eine Konstante
c > 1 gilt. X wird dann aus g(x) gezogen, um jeweils zu entscheiden, ob X
als ein Repräsentant von f(x) gelten kann (vgl. Lange 2010, S. 435). Wie
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diese Methode funktioniert, wird in Abbildung 4.7 skizziert8

Abbildung 4.7.: Skizzierte Funktionsweise des acceptance-rejection-
Verfahrens

Die Durchführung des Verfahrens kann in drei Schritte eingeteilt
werden (vgl. Flury 1990, S. 474):

• Schritt 1. Erzeuge Y aus der Dichte g.

• Schritt 2. Erzeuge U aus einer Gleichverteilung auf dem Intervall
[0, a.g(x)]

• Schritt 3. Wenn U ≤ f(Y ), setze X ← Y , liefere X sonst, kehre zu
Schritt 1 zurück.

Das acceptance rejection sampling wird bei der Erzeugung des AMELIA-
Datensatzes bei der Verstetigung von Einkommensklassen in Abschnitt
5.3.3 angewendet. Das Verfahren ist eine Möglichkeit, eine empirische Ver-
teilungsfunktion anzunähern. Kuk (1993) verwendet eine Kernel-Methode,
mit der die Verteilungsfunktion einer finiten Population unter Existenz
von Zusatzinformationen geschätzt werden kann. Chambers und Duns-
tan (1986) integrieren ebenfalls Zusatzinformationen in die Schätzung. Sie
schätzen die Verteilungsfunktionen auf Basis von Stichprobendaten mittels
eines Modell-basierten Ansatzes. Somit können sie weitere Informationen
über die Bevölkerung zur Schätzung verwenden. Verschiedene Modelle, die
als Grundlage solcher Schätzungen verwendet werden können, werden in
den folgenden Abschnitten vorgestellt.

4.2.3. Regressionsmodelle
Wenn die Daten in ähnlich ausführlicher Form vorliegen wie beim acceptan-
ce rejection sampling, kann man auch versuchen, Modelle zu finden, die sie
8 Abbildung wurde in Anlehnung an http://www.quantum-physics.polytechnique.

fr/physix/wiki/index.php/Fichier:SchemaAlgoMethodeRejet.jpg) erstellt.

http://www.quantum-physics.polytechnique.fr/physix/wiki/index.php/Fichier:SchemaAlgoMethodeRejet.jpg
http://www.quantum-physics.polytechnique.fr/physix/wiki/index.php/Fichier:SchemaAlgoMethodeRejet.jpg
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möglichst genau beschreiben. Modelle wiederum werden im Zusammenhang
dieser Arbeit entwickelt, um eine möglichst genaue Vorhersage zu machen.
Die Vorhersage kann als Obermenge aus Hypothesentests und Schätzung
gesehen werden (vgl. Harrell und Harrell 2001, S. 1). Die Regressi-
on wird nun als Vorbereitung für die Vorhersage betrachtet und dient im
Zusammenhang dieser Arbeit ausdrücklich nicht der inhaltlichen Analyse.

Lineare Regression

Der natürliche Startpunkt für die Vorstellung von Regressionsmodellen ist
die lineare Regression. Ausgangspunkt dafür ist ein Modell Yi = Xiβ + εi,
wobei die εi als unabhängig identisch verteilt nach einer Standardnormal-
verteilung angenommen werden. Xi ist der Zeilenvektor. Ŷi = Xiβ ist dann
der unverzerrte Schätzwert. Die aus diesem Regressionsmodell ermittelten
Koeffizienten können dann zur Vorhersage verwendet werden.

In Abbildung 4.8 ist zu sehen, dass der Zusammenhang zwischen der
abhängigen und der unabhängigen Variable recht gut wiedergegeben wer-
den kann. Allerdings passt sich das Modell in diesem Beispiel auch sehr gut
an die beobachteten Daten an. Für Stichprobendaten sind selten so deut-
liche Zusammenhänge zwischen Variablen zu beobachten. Oftmals müssen
mehrere Kovariaten verwendet werden. Transformationen verwendet man
dann, weil sich die zu schätzenden Beobachtungen nur in einem bestimm-
ten Intervall bewegen dürfen oder der Zusammenhang zwischen Regressand
und Regressoren nichtlinear ist. Prinzipiell sind also die gleichen Punkte zu
berücksichtigen, die auch bei der Datenanalyse mit linearen Modellen von
Bedeutung sind. Eine zusätzliche Eigenschaft von vorhergesagten Werten
ist ebenfalls in Abbildung 4.8 zu erkennen. Zumeist ist die Variation der
vorhergesagten Werte kleiner als die Variation der ursprünglichen Daten.
Es kann nur die erklärte Varianz wiedergegeben werden.
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Abbildung 4.8.: Vorhersage bei linearer Einfachregression

Wenn das lineare Regressionsmodell geschätzt wird, um inhaltliche
Analysen durchzuführen, ist es wichtig, nur Variablen im Modell zu be-
halten, die auch signifikant sind. Zu diesem Zweck kann eine Variablense-
lektion, beispielsweise in Knobelspies und Münnich (2008) beschrieben,
durchgeführt werden. Wenn die lineare Regression der Erzeugung von syn-
thetischen Daten dient, dann kann die Integration solcher Variablen mit
wenig Erklärungsgehalt sogar sinnvoll sein. Diese Variablen können die Va-
riation der vorhergesagten Werte erhöhen. In diesem Punkt weicht das Vor-
gehen vom Prinzip der Sparsamkeit ab, welches bei der Modellanalyse gilt.
Dennoch sollten auch Modelle, die der Vorhersage zugrundeliegen, anhand
von geeigneten Gütekriterien bewertet werden. Vor einer Vorhersage ist al-
so immer zu beurteilen, ob das Modell auch auf die vorhandenen Daten
passt.

Um herauszufinden, wie genau der Schätzwert ist, wird die Vari-
anz des Vorhersagefehlers verwendet. Vorausgesetzt, b und ε0 können als
unkorreliert angenommen werden, hat dieser die Varianz V (Yi − Ŷi) =
(1−Xi(X ′X)−1X ′i)σ2.

Auch bei der Verwendung der linearen Regression zur Datenerzeu-
gung muss untersucht werden, ob die Annahmen der linearen Regressi-
on erfüllt sind. Wenn die X ′X-Matrix beispielsweise im Extremfall nicht
mehr invertiert werden kann, liegt Multikollinearität vor. In diesem Fall be-
steht eine fast lineare Beziehung zwischen den erklärenden Variablen, wel-
che zu unzulässigen Ergebnissen für die Schätzwerte der Regression führt.
Wenn eine erklärende Variable eine exakte lineare Kombination anderer
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erklärender Variablen einschließlich dem Achsenabschnitt ist, spricht man
von exakter Multikollinearität. Dies tritt besonders oft in Modellen mit
sehr vielen Dummy-Variablen auf. Soll die Regression zur Erzeugung syn-
thetischer Daten genutzt werden, ist dieses Problem allerdings nicht von so
großer Bedeutung, da Multikollinearität nur einen kleinen Einfluss auf die
Vorhersage hat (vgl. Verbeek 2005, S. 43).

Wenn Residuen der gemessenen Daten bei einer Regressionsanalyse
nicht die gleiche Varianz haben, spricht man von Heteroskedastizität. In
diesem Fall führt die üblicherweise verwendete Methode der kleinsten Qua-
drate nicht zu guten Ergebnissen. Die Regressionsgerade kann nicht optimal
an die beobachteten Werte angepasst werden. Wenn für die Basisdaten He-
teroskedastizität zu beobachten ist, sollte diese auch in den synthetischen
Daten enthalten sein. Schätzverfahren werden auch daran gemessen, wie
gut sie die Existenz von Heteroskedastizität verarbeiten.

Ein ähnlicher Grundsatz kann auch auf die Existenz von einfluss-
reichen Punkten, Hebelpunkten oder Ausreißern überführt werden. Wenn
sich solche Punkte sich in den Basisdaten wiederfinden, sollten sie auch
in ähnlicher Form in den synthetischen Daten enthalten sein. Wenn ei-
ne Vorhersage auf Basis eines linearen Regressionsmodell gemacht werden
soll, kann es sinnvoll sein, die Ausreißer bei der Modellschätzung zunächst
herauszunehmen und sie nach der Vorhersage wieder einzubauen. Ansons-
ten können die Zusammenhänge zwischen abhängiger und unabhängigen
Variablen gestört werden. Alternativ können robuste Regressionsverfahren
verwendet werden.

Der Nachteil der Regression ist, dass eine Variable als abhängige
Variable ausgewählt werden muss (vgl. Frees und Valdez 1998, S. 2).
Die lineare Einfachregression setzt stetige Daten voraus. Sobald ein ande-
res Skalenniveau vorliegt, müssen die Modelle erweitert beziehungsweise
verallgemeinert werden (vgl. Faraway 2005).

Die logistische Regression

Liegt statt einer metrisch skalierten abhängigen Variable ein binomialer Re-
gressand vor, so kann die logistische Regression verwendet werden. Wenn
diese Art der Daten durch eine herkömmliche lineare Regression modelliert
werden, kommt es zu einigen Annahmeverletzungen. Wird beispielsweise
die Wahrscheinlichkeit dafür modelliert, dass die abhängige Variable den
Wert eins annimmt, so können bei der linearen Regression auch Werte klei-
ner als null oder größer als eins resultieren. Aus diesem Grund wird ein
sogenannter Link bei der Schätzung verwendet. Beispielsweise führt die
Verwendung der kanonischen Linkfunktion zu einigen vorteilhaften statis-
tischen Eigenschaften. Daneben können aber noch einige weitere Linkfunk-
tionen ausgewählt werden. Bei der Wahl einer angemessenen Linkfunktion
müssen vor allem drei Kriterien berücksichtigt werden (vgl. Kruse 1997,
S. 35):

• Eine gute Modellanpassung sollte erreicht werden.

• Der Parameter des linearen Prädiktors sollte interpretierbar sein.
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• Eine einfache suffiziente Statistik sollte existieren, und vorteilhafte
theoretische Eigenschaften sollten gegeben sein.

Eine Möglichkeit für eine Linkfunktion ist die logarithmierte logis-
tische Funktion:

Logit(p) := log

(
p

1− p

)
. (4.10)

Die logistische Funktion ist immer symmetrisch um ihren Wendepunkt und
hat einen s-förmigen Verlauf, es wird also ein nichtlinearer Zusammenhang
zwischen der abhängigen Variable und den unabhängigen Variablen unter-
stellt. Dieser ist in Abbildung 4.9 visualisiert.
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Logit(p)

p

Abbildung 4.9.: Die Logitfunktion

Auf Basis dieser logistischen Regression ist ähnlich wie bei der li-
nearen Regression eine Vorhersage von Modellen möglich. Diese Art der
Regression eignet sich also ebenfalls für die Erzeugung von synthetischen
Daten. Im Zusammenhang mit Stichprobendaten werden Logitregressionen
verwendet, um die Teilnahmebereitschaft einer Person an einer Umfrage zu
erklären. Ein weiteres Anwendungsgebiet ist die Modellierung von Kar-
teileichen und Fehlbeständen, wie sie beispielsweise von Burgard und
Münnich (2009) durchgeführt wurde.

Wenn die lineare Regression zu Modellierung eingesetzt werden wür-
de, hätte man ein Regressionsmodell der Form p(y = 1|x) = a+ b ·x. Aller-
dings würde das zu unbefriedigenden Ergebnissen führen, da Werte unter-
halb von null und größer als eins auftauchen können. In diesem Fall werden
odds der Form p/(1 − p) verwendet, damit die Werte im gewünschten In-
tervall liegen. Zusätzlich werden die Daten logarithmiert, um Werte größer
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eins zu verhindern. Die Kombination aus beidem nennt sich log-odds (vgl.
Minka 2002).

Die logistische Funktion ist definiert durch (vgl. Backhaus et al.
2003, S. 431):

p = eϕ

1 + eϕ
, (4.11)

wobei ϕ eine latente Variable ist, welche die Verbindung zwischen ei-
ner binären Variable und den unabhängigen Variablen herstellt. Die Regres-
sionskoeffizienten β0 . . . βj spiegeln dabei die Einflussstärke der unabhängig-
en Variablen j wieder. Die logistische Funktion wird auch als Logitlink be-
zeichnet. Schließlich ergibt sich die Gleichung der logistischen Regression
(vgl. Backhaus et al. 2003, S. 431):

pk(y = 1) = 1
1 + e−Lk

(4.12)

mit: Lk = β0 +
J∑
j=1

βj · xkj + uk.

(4.13)

Lk wird dabei auch als Logitwert bezeichnet. Bei der logistischen
Regression werden die Modellparameter üblicherweise mit der maximum-
likelihood-Funktion geschätzt. Die likelihood-Funktion ergibt sich aus (vgl.
Backhaus et al. 2003, S. 437):

Lh =
zk∏
k=1

( 1
1 + e−zk

)yk ·
(
1− 1

1 + e−zk

)
→ max!. (4.14)

Wobei zk beispielsweise die Zahl der Befragten ist. Durch Bildung
des natürlichen Logarithmus erhält man schließlich die log likelihood. Zu-
meist wird die Maximierung dieser Gleichung über den Newton-Raphson-
Algorithmus durchgeführt. Auf Basis der Modellschätzung kann dann eine
Vorhersage durchgeführt werden. Die vorhergesagten Werte können als syn-
thetische Werte gelten. Dies wird in folgendem Beispiel verdeutlicht.

Aus dem public use file des Mikrozensus 2002 stehen die folgen-
den Merkmale zur Verfügung: Geschlecht, Familienstand, Alter, Staatsan-
gehörigkeit, Bundesland und Gemeindegrößenklasse. Auf Basis dieser Ko-
variaten wird ein Logitmodell entwickelt, um vorherzusagen, ob eine Person
erwerbstätig ist oder nicht.

Die Residuen definieren sich bei der logistischen Regression aus der
Differenz zwischen beobachteten und erwarteten Werten. Bei der logisti-
schen Regression sind die Residuen genauso wie die zugrunde liegenden
Daten diskret. Deshalb ist die Interpretation von Graphen der normalen
Residualanalyse oft nicht sinnvoll. Bei der Abbildung 4.10 werden die Resi-
duen in Klassen eingeteilt, dadurch entstehen sogenannte binned residuals.
Diese werden gegen die klassierten erwarteten Werte abgetragen. Dabei
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zeigen die grauen Linien die Grenzen an, in denen 95 % aller binned resi-
duals liegen müssten, wenn das Modell gut angepasst wäre. Die Grenzen
berechnen sich aus dem zweifachen Standardfehler.
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Abbildung 4.10.: Binned residual plot für das Logitmodell zur Schätzung
der Erwerbstätigkeit – MZ PUF 2002

Im Beispiel der Abbildung 4.10 liegen sehr viele Punkte außerhalb
der grauen Grenzen. Dies deutet darauf hin, dass die Anpassungsgüte des
Modells nicht optimal ist. Dies wird auch durch Tabelle 4.2 ausgedrückt.
Wenn die Vorhersage mit den erwarteten Werten übereinstimmen würde,
müsste die Differenz null am häufigsten auftreten. Nun muss angemerkt
werden, dass es sich bei den Daten um einen public use file handelt und die
Kovariaten eventuell nicht optimal gewählt sind. Dennoch wird deutlich,
dass es bei der synthetischen Datenerzeugung Probleme geben kann, wenn
das zugrunde liegende Modell nicht gut genug ist und Häufigkeiten genau
getroffen werden müssen.

Tabelle 4.2.: Differenzen zwischen beobachteten und erwarteten Werten
–1 0 1

0,33 0,29 0,38

Die logistische Regression ist das wichtigste Verfahren, um katego-
riale Antwortvariablen zu modellieren (vgl. Agresti 2002, S. 165). Die An-
wendungsgebiete des Logitmodells werden in Cramer (2003) präsentiert.
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Die Logitregression mit zwei Antwortkategorien steht in enger Verwandt-
schaft zur Diskriminanzanalyse, kann aber als robuster gelten als diese, weil
für die Anwendung weniger Prämissen notwendig sind. Die logistische Re-
gression gehört zu der Klasse der strukturprüfenden Verfahren (vgl. Back-
haus et al. 2003, S. 426ff.). Aus der logistischen Regression lassen sich
die Logitmodelle ableiten (vgl. Diaz-Bone 2003). Um Logitmodelle für
die Modellierung der Daten einzusetzen, ist die Anzahl der Ausprägungen
zu berücksichtigen (vgl. Thompson 2008, S. 117ff.). Um Variablen mit
multinomialen Ausprägungen zu modellieren, werden andere Logitmodelle
benötigt als dies bei Variablen mit nominalen Ausprägungen der Fall ist
(vgl. Backhaus et al. 2003, S. 426ff.). Im Wesentlichen wirken sich die
Unterschiede allerdings nur auf die Wahl des richtigen Gütemaßes aus.

Liao und McGee (2003) schlagen eine Methode zur Adjustierung
der Koeffizienten im logistischen Modell vor. Diese kann vor allem dann ver-
wendet werden, wenn nur kleine Stichprobenumfänge zur Verfügung stehen.
Dies kann bei der Datenerzeugung für Unterebenen sehr relevant werden.
Mit solch kleinen Stichprobenumfängen arbeiten auch Mittlböck und
Schemper (2002). Qu et al. (1992) stellen Modelle für geklumpt auftre-
tende binäre Daten vor. Diese Typen von Modellen lassen sich ebenfalls um
eine räumliche Komponente erweitern (vgl. Lin 2003). Wie weiter oben be-
schrieben, können räumliche Muster eine sehr relevante Anforderung sein.

Multinomiale Logitmodelle

Die Erweiterung der in Abschnitt 4.2.3 vorgestellten Verfahren, sodass ne-
ben binomialen auch multinomiale Daten modelliert werden können, ist für
die Analyse von Kontingenztabellen von großer Bedeutung (vgl. Simonoff
2003, S. 427ff.). Daten, die aus Umfragen der amtlichen Statistik resultie-
ren, sind oft nominal skaliert. Beispiel für einen solchen Fall ist die Varia-
ble Wirtschaftszweig im Mikrozensus (EF120 MZ 2006). In diesem Fall ist
keine Ordnung der Ausprägungen möglich. Mit πk, k = 1, . . . , K wird die
Wahrscheinlichkeit bezeichnet, dass die Ausprägung in eines der j Stufen
einer Variable Y fällt. Ziel ist es, mithilfe einer Matrix von Kovariaten X
eine Funktion zu erstellen, bei der gilt:

K∑
k=1

πk = 1. Die Wahrscheinlich-
keiten müssen sich also zu eins aufsummieren. Eine Ausprägung ist damit
rechnerisch aus den restlichen herleitbar:

πJ = 1− (
J−1∑
k=1

πk). (4.15)

Die Koeffizienten einer der Gleichungen werden auf null gesetzt, die
Referenzkategorie ist somit festgelegt. Die verbleibenden K · (J − 1) Ko-
effizienten werden dann nach dem ML-Prinzip geschätzt. Wie bei den Lo-
gitmodellen in Abschnitt 4.2.3 ist dieses Modell wieder auf den Logits auf-
gebaut. Bei den multinomialen Logitmodellen wird allerdings immer ein
Logit relativ zu einer Referenzkategorie gebildet. Wenn die J- te Katego-
rie die Referenzkategorie ist, dann ist das Logitmodell gegeben durch (vgl.
Agresti 2002, S. 268):
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log
(
πj
πJ

)
= β0j + β1jx1 + . . .+ βKj

xK , j = 1, . . . , J − 1. (4.16)

Insgesamt resultieren daraus J − 1 Gleichungen. Für die Basiskate-
gorie sind alle β gleich null. Der Wertebereich der Logits liegt zwischen −∞
und∞. Eine Erhöhung der unabhängigen Variable Xk vermindert die Rea-
lisierungschance der Kategorie k im Verhältnis zur Referenzkategorie J .
Die Regressionskoeffizienten hängen sowohl von der Wahrscheinlichkeits-
veränderung der interessierenden Kategorie k als auch der Referenzkatego-
rie J ab.

Der Nachteil des multinomialen Logitmodells liegt darin, dass sich
die geschätzten Parameter nur nach mehreren Transformationen interpre-
tieren lassen. Dies fällt allerdings bei der Erzeugung synthetischer Daten
nicht ins Gewicht.

Poisson-Regression

Wie nominale Variablen müssen auch Analysen im Bereich der Zähldaten
den Charakteristiken der zugrunde liegenden Daten gerecht werden. So de-
cken Zähldaten einen nichtnegativen Bereich von Zahlen ab und treten als
diskrete Ausprägungen auf. Bei seltenen Ereignissen kommt es zudem zu
einer asymmetrischen Verteilung. Dies sind die Gründe, warum die Anwen-
dung eines lineares Modells kritisch beurteilt werden muss. Sofern seltene
Ereignisse auftauchen, sollte eine Poisson-Regression verwendet werden. Ei-
ne Annahme in diesem Modell ist, dass sich der Erwartungswert und die
Varianz gleichen (siehe Gleichung 4.17). Beobachtet man allerdings eine
höhere Variation der Daten, kann man von Überdispersion sprechen.

E(Yi) = Var(Yi) = γi. (4.17)

Beim Poisson-Modell wird Y als Poisson-verteilt angenommen, und es wird
der logit Link benutzt, weil µ > 0 ist (vgl. Agresti 2002, S. 125f.)

log µ = α + βx. (4.18)

Durch dieses Modell erfüllt der Mittelwert die exponentielle Beziehung:

µ = exp(α + βx) = eα(eβ)x. (4.19)

Poisson-Modelle eignen sich dazu, Häufigkeiten zu schätzen und vor-
herzusagen. Beispielsweise können einzelne Zellwerte in Tabellen geschätzt
werden, die dann später der Erzeugung dienen können. Allerdings stellt die
Erfüllung der Kohärenz ein Problem dar. Die Zahl der Ausprägungen kann
nur schwer kontrolliert werden. Anwendung finden Poisson-Modelle vor al-
lem in der Versicherungswirtschaft, zum Beispiel, wenn die Wahrschein-
lichkeit des Eintretens von Schadensfällen geschätzt werden soll. Es werden
in diesem Anwendungsbereich nicht unbedingt Mikrodaten benötigt. Die
Antwortvariable nimmt nur Werte größer null an und ist bei der Poisson-
Regression diskret.
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Bekanntermaßen müssen bei der Modellierung mit Zähldaten die
nichtnegative Natur und die Möglichkeit des Auftretens diskreter Aus-
prägungen berücksichtigt werden. Aus diesem Grund bietet sich die Poisson-
Regression zur Modellierung von Zähldaten an. Allerdings werden mit den
Vorteilen der Anwendung einer Poisson-Regression auch Nachteile erkauft.
So ist es beispielsweise schwieriger, die Qualität eines Poisson-Modells zu
beurteilen, als die Qualität eines linearen Regressionsmodells. Anpassungs-
maße sind vorhanden, beispielsweise das von Heinzl und Mittlbock
(2003) entwickelte Pseudo-R2. Dies ist ein Maß für Poisson-Modelle, das
bei Existenz von Unter- oder Überdispersion angewendet werden kann.
Von Cameron und Trivedi (1998) wird die Residualanalyse bei Poisson-
Modellen behandelt.

Eine alternative Methode, Zähldaten zu modellieren sind die Negativ-
Binomial-Modelle. Diese Modelle können vor allem bei einer erhöhten Va-
riation der Daten eingesetzt werden. Eine solche Variation tritt auf, wenn
eine zentrale Annahme der Poisson-Modelle verletzt ist und sich Vari-
anz und Erwartungswert der Größe nach nicht gleichen. Ein Test, um
Überdispersion in Zähldaten aufzudecken, ist in Dean und Lawless (1989)
zu finden. Eine ausführliche Beschreibung der Negativ-Binomialmodelle ist
in Hilbe (2007) enthalten. Negativ-Binomialverteilungen sind im R-Paket
VGAM implementiert.

Diese Art von Modellen können angewendet werden, wenn es dar-
um geht, die Unternehmen einer bestimmten NACE-Klasse pro Gemeinde
zu modellieren. Denkt man an die Automobilindustrie, so wird die Vermu-
tung der erhöhten Variation in den Daten plausibel. In Baden-Württemberg
beispielsweise wird es Gemeinden geben, in denen sehr viele Zulieferer auf-
treten, während die Anzahl solcher Unternehmen in Gemeinden anderer
Bundesländer eher gering sein wird.

4.2.4. Zusammenhangsstrukturen – loglineare
Modelle

Eine schwierige, aber zugleich essenzielle Aufgabe der Generierung synthe-
tischer Daten ist das Erkennen von Zusammenhangsstrukturen zwischen
Variablen. Diese sollten in der synthetischen Grundgesamtheit richtig mo-
delliert werden. Bei Daten mit Kardinalskala kann zur Modellierung und
anschließenden Vorhersage die lineare Regression verwendet werden. Lo-
gistische Modelle können zur Modellierung der Zielvariable verwendet wer-
den, sofern die abhängigen Variable binomiales Skalenniveau hat. Daneben
stehen noch multinomiale oder ordinale Regression zur Verfügung. Die-
se Verfahren sind ebenfalls für ein spezielles Skalenniveau gedacht. Die
genannten Regressionen haben die Gemeinsamkeit, dass jeweils eindeutig
eine abhängige sowie eine oder mehrere unabhängige Variablen dem Mo-
dell zugrundeliegen. Falls es nicht möglich ist, genau in abhängige und
unabhängige Variablen einzuteilen, kommen die loglinearen Modelle zur
Anwendung.9 Die loglinearen Modelle sind den multinomialen Modellen
sehr ähnlich. Gegenstand der Untersuchung sind aber nun ungerichtete
9 Eine ausführliche Beschreibung des Codes zur Durchführung eines loglinearen Modells

in S-Plus ist in Handl (2002) zu finden.
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Zusammenhänge zwischen den Variablen. Die Häufigkeiten der Merkmals-
kombinationen werden in eine Kontingenztabelle übertragen. Ziel der log-
linearen Modelle ist es, ein möglichst einfaches Modell zu finden, das die
Zellhäufigkeiten der Kontingenztabelle dennoch möglichst gut beschreibt.

Als Startpunkt zu Erklärung der loglinearen Modelle kann die Si-
tuation betrachtet werden, in der alle Variablen voneinander unabhängig
sind. Diese Situation ist in Abbildung 4.11 skizziert. Keine Variable be-
einflusst eine der anderen Variablen. Wenn die Unabhängigkeit zwischen
den Variablen vorliegt, können die Zellhäufigkeiten sehr schnell durch die
Multiplikation der Randwerte geschätzt werden.

Abbildung 4.11.: Skizze – Unabhängigkeit zwischen Variablen
Quelle: Pendergast et al. (1996) S. 95

Anders stellt sich die Situation in Abbildung 4.12 dar. Hier ist die
serielle Abhängigkeit zwischen den Variablen skizziert. Eine Abhängigkeit
ist mit einer Verbindung zwischen den Landkreisen symbolisiert. yi,1 hat
einen Einfluss auf yi,2, diese Variable hat wiederum nur auf die Variable
yi,3 Einfluss und yi,3 beeinflusst nur yi,4.

Abbildung 4.12.: Skizze – serielle Abhängigkeit zwischen Variablen
Quelle: Pendergast et al. (1996) S. 95

Daneben ist es auch möglich, dass eine Variable mehr als eine an-
dere Variable beeinflusst. In Abbildung 4.13 ist der Extremfall skizziert, in
dem alle vorhandenen Variablen gegenseitig voneinander abhängen. Diese
Abhängigkeitsstrukur könnte durch ein loglineares Modell modelliert wer-
den. Wenn auch alle Interaktionseffekte berücksichtigt werden, handelt es
sich um ein saturiertes Modell.
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Abbildung 4.13.: Skizze – gegenseitige Abhängigkeit zwischen allen
Variablen

Quelle: Pendergast et al. (1996) S. 95

Zur Motivation eines loglinearen Modells wird eine I × J Kontin-
genztabelle betrachtet. Diese Tabelle enthält Werte einer multinomialen
Stichprobe mit n Elementen. Die relativen Zellhäufigkeiten werden mit πij
bezeichnet. Summiert man alle Zellhäufigkeiten auf, so muss eins resultie-
ren:

∑
i

∑
j

πij = 1 (4.20)

Da das Unabhängigkeitsmodell als Ausgangspunkt dient, können alle
Zellhäufigkeiten µij = n · πij durch Multiplikation der Randhäufigkeiten
dargestellt werden. Die Anzahl der Fälle im Feld i einer Kontingenztafel,
Yi(
∑
Yi = n) kann durch eine Multinomialverteilung beschrieben werden

(vgl. Sachs und Hedderich 2006, S. 600):

P (y1, . . . , ym) = n!
y1!y2! . . . ym!π

y1
1 . . . πym

m . (4.21)

Aus der likelihood-Funktion P = L(π1, . . . , πm|y1, . . . , ym) kann eine
maximum-likelihood-Schätzung abgeleitet werden:

−2 log L = −2
m∑
i=1

yilog πi + Konstante (4.22)

Fasst man das Modell als verallgemeinertes lineares Modell auf, kann
folgende Symbolik verwendet werden (vgl. Sachs und Hedderich 2006,
S. 602f.):

µij = µ · αi · βj. (4.23)

Ähnlich wie beim Logitmodell wird ein Link verwendet, um das ei-
gentliche Modell auf ein lineares Modell zurückzuführen. Durch Logarith-
mieren der Gleichung kann man die Terme mit einer additiven Verknüpfung
darstellen (vgl. Agresti 2002, S. 315).
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log µij = λ+ λXi + λYj . (4.24)
λ = log µ

λXi = log αi
λYj = log βj

λ, λi und λj stehen in dieser Gleichung also für die logarithmier-
ten Effekte. λXi ist der Reiheneffekt und λYj der Zeileneffekt. In diesem
Unabhängigkeitsmodell würden keine Abhängigkeiten zwischen den Varia-
blen bestehen, da kein Term enthalten ist, welcher Interaktionen auffängt.
In den meisten Fällen bestehen aber durchaus Interaktionen zwischen den
Variablen. Deshalb wird das Modell um einen Interaktionsterm λij zu

log µij = λ+ λi + λj + λij (4.25)

erweitert. Für eine Kreuztabelle mit zwei Dimensionen würde dieses Mo-
dell nun dem saturierten Modell entsprechen, da alle möglichen Effekte
enthalten sind. In einem Modell mit mehr Variablen sind auch mehr Ein-
flussfaktoren möglich. Eine Übersicht möglicher Einflussfaktoren in einem
loglinearen Modell ist Tabelle 4.2.4 zu entnehmen:

Tabelle 4.3.: Mögliche Einflussfaktoren in einem loglinearen Modell mit drei
Variablen

Loglineares Modell Symbol

log µijk = λ+ λXi + λYj + λZk (X,Y,Z)
log µijk = λ+ λXi + λYj + λZk + λXYk (XY,Z)
log µijk = λ+ λXi + λYj + λZk + λXYk + λY Zk (XY,YZ)
log µijk = λ+ λXi + λYj + λZk + λXYk + λY Zk + λXZk (XY,YZ,XZ)
log µijk = λ+ λXi + λYj + λZk + λXYk + λY Zk + λXZk + λXY Zk (XYZ)

Das Modell aus Gleichung 4.25 würde zwar allen Abhängigkeiten
zwischen Variablen, nicht aber der Heterogenitäten gerecht, die für die Zu-
sammenfassung von Objekten auftreten können. Es kann ein zusätzlicher
Effekt für eine Schicht auftreten, der für eine andere Schicht in entgegenge-
setzte Richtung wirkt. Um dies zu verdeutlichen, wird das folgende Beispiel
gewählt. Es wird eine Kreuztabelle für mehrere Gemeinden modelliert, die
sich wiederum zu einem Landkreis zusammensetzen.

Wenn die Daten, die dem loglinearen Modell zugrundeliegen, nur auf
übergeordneter Ebene (Beispiel Landkreisebene) verfügbar sind, würde für
jede Einheit (in diesem Fall eine Gemeinde) innerhalb einer übergeordneten
Einheit (Kreis) das gleiche Modell angewandt. Unterscheiden würden sich
die untergeordneten Einheiten (Gemeinden) dann nur in der absoluten Zahl
der einzelnen Merkmalsausprägungen, nicht jedoch in der Abhängigkeits-
struktur zwischen den Variablen. Um dies zu ändern, werden dem Modell
noch weitere Struktureffekte λg hinzugefügt:
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lijg = λ+ λi + λj + λij + λg. (4.26)

Eine Restriktion in diesem Modell betrifft die Zusammenfassung der
Effekte, die sich logarithmiert zu null summieren muss. Die unlogarith-
mierten Effekte müssen sich zu eins aufmultiplizieren. Diese Restriktion
ist wichtig, um die Ergebnisse später als Wahrscheinlichkeitsverhältnisse
interpretieren zu können

I∑
i=1

λi =
J∑
j=1

λj =
M∑
j=1

λij =
G∑
g=1

λg = 0. (4.27)

Die Struktureffekte sorgen also für eine gewisse Variation bei den Va-
riablenzusammenhängen zwischen den Unterebenen. Zu klären ist hier, in-
wiefern die Struktureffekte für die einzelnen Gemeinden bestimmt werden.
Beispielsweise könnte sich der Zusammenhang zwischen Schulausbildung
und Nationalität mit der Gemeindegröße verändern. In diesem Fall würde
der Interaktionseffekt zwischen Gemeindegröße und der Variable Schulaus-
bildung als Struktureffekt dienen. Weitere Beispiele für mögliche Struktur-
effekte sind die Adressgröße, die Haushaltsgröße oder der Ausländeranteil.

Um die Effekte zu beurteilen, kann es hilfreich sein, das Modell wie
ein asymmetrisches Modell zu behandeln. Die Effekte in einer I×2 Tabelle
resultieren dann wie in Gleichung 4.28 beschrieben (vgl. Agresti 2002, S.
315f.):

logit[P (Y = 1|X = i)] =logP (Y = 1|X = i)
P (Y = 2|X = i) (4.28)

=logµi1
µi2

= logµi1 − logµi2

=(λ+ λXi + λY1 )− (λ+ λXi + λY2 ) = λY1 − λY2 .

Ähnliche Eigenschaften ergeben sich, für J > 2. Das Logitmodell
kann verwendet werden, um das loglineare Modell zu interpretieren (vgl.
Agresti 2002, S. 330).

Somit können auch die aus einem loglinearen Modell resultierenden
Koeffizienten in ein Logitmodell eingebaut werden (vgl. Agresti 2002,
S. 330f.). Dieses Logitmodell kann dann wiederum verwendet werden, um
eine Vorhersage zu treffen. Als Ergebnis resultiert ein binomialer Vektor,
der Auskunft darüber gibt, ob ein Eintrag zur fraglichen Kategorie gehört
oder nicht:

logit[P (Y = 1|X = i, Z = k)] = α + βXi + βZk . (4.29)

Loglineare Modelle sind vor allem als Mittel der Dissagregation, d. h.
für die Datenerzeugung interessant. Eine solche Dissagregation führen bei-
spielsweise Arminger et al. (1981) durch. Die Anwendung eines loglinea-
ren Modells in der Datenerzeugung bietet sich an, wenn nur Informationen
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in Form von Kreuztabellen und somit keine Mikrodaten zur Verfügung ste-
hen. Allerdings ist zur Vorhersage der Umweg über andere Modelle nötig.
Alternativ können die geschätzten Zellhäufigkeiten als Wahrscheinlichkeits-
verteilung interpretiert werden.

Basis für loglineare Modelle sind hochdimensionale Kreuztabellen,
sogenannte Hypercubes. Zumeist stehen aber nur zweidimensionale Kreuz-
tabellen zur Verfügung. Somit wird es kompliziert, die Interaktionseffekte
richtig zu modellieren.

4.2.5. Mehrebenenmodelle
Wie in Abschnitt 2.2 bereits beschrieben, können sich Zusammenhänge für
Subgruppen unterscheiden. Die Variation der Zusammenhänge kann unter
Umständen mit Mehrebenenmodellen modelliert werden. Diese Klasse von
Modellen baut auf besonderen Datenstrukturen auf. Dabei geht es um die
Analyse hierarchisch strukturierter Daten. So werden Daten bezeichnet,
die ineinander verschachtelt sind (vgl. Bradford et al. 1997, S. 218). Mit
Mehrebenenmodellen versucht man diese Schichtstruktur aufzugreifen. Es
soll herausgefunden werden, wie die verschiedenen Schichten miteinander
in Verbindung stehen und sich auf die Untersuchungsvariable auswirken.

Ein Beispiel für derart strukturierte Daten sind Abiturnoten von
Schülern an verschiedenen Schulen. Auf der untersten Ebene sollen die Leis-
tungen der Schüler bewertet werden, aber auf der darüberliegenden Ebene
sind auch Informationen über die Klasse, die Schule oder das Bundesland
vorhanden. In einer Mehrebenenstruktur können also mehr als zwei Ebenen
enthalten sein, es ist nur wichtig, dass die Daten hierarchisch strukturiert
sind. Bei der Untersuchung von grundlegenden Kompetenzen sind auch
Informationen denkbar, die sich international unterscheiden. Dies wird bei-
spielsweise in der PIAAC- oder PISA-Studie untersucht.10

Von Mehrebenendaten ist immer dann zu sprechen, wenn man eini-
ge Einheiten als eine Untermenge von anderen Einheiten bezeichnen kann
(vgl. Bradford et al. 1997, S. 219). So können einzelne Personen in geo-
grafischen Einheiten oder Gruppen in Organisationen verschachtelt sein.
Das Interesse an solchen hierarchischen Strukturen kommt daher, dass die
Annahme der Unabhängigkeit für Elemente, die einer Gruppe angehören,
oft nicht mehr gilt (vgl. Goldstein 1991, S. 235). Wenn die Mehrebenen-
struktur von Daten ignoriert wird und das sogenannte naive pooling ange-
wendet wird, muss man mit falschen Standardfehlern rechnen. Das Ziel ist
es, die Varianz der abhängigen Variable auf der untersten Ebene zu verwen-
den. Dabei können Informationen von allen Ebenen herangezogen werden.
Es ist so möglich, verschiedene Analyselevel miteinander zu verbinden. Ein
Modell ist somit weniger anfällig für Missspezifikation. Zudem kann man
die kausale Heterogenität untersuchen. Es lässt sich so herausfinden, ob ein
kausaler Effekt auf unterer Ebene durch Effekte auf höherer Ebene einge-
schränkt oder verstärkt wird. Des Weiteren kann man mit Mehrebenen-
modellen überprüfen, ob sich ein für eine Subgruppe gefundenes Ergebnis
auf andere Subgruppen der gleichen Hierarchieebene übertragen lässt (vgl.

10Mehr Informationen zu der PIAAC-Studie, in der die Alltagsfertigkeiten von Erwach-
senen untersucht werden, sind unter http://www.gesis.org/piaac zu finden.

http://www.gesis.org/piaac
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Bradford et al. 1997, S. 219).
Mehrebenenmodelle eignen sich im Zusammenhang der Datenerzeu-

gung für unterschiedliche Zwecke. Beispielsweise kann man damit, mehr
Heterogenität in die Daten modellieren als dies mit herkömmlichen Regres-
sionsmodellen möglich wäre. Ein einfaches Mehrebenenmodell mit Effekten
auf zwei Ebenen kann folgendermaßen definiert werden (vgl. Bradford
et al. 1997, S. 222):

yij = β0j + β1jxij + εij. (4.30)

yij ist dabei die abhängige Variable auf der untersten Ebene. Die Elemente
auf dieser Ebene werden mit i = 1, . . . Nj indiziert. j ist demgegenüber der
Indikator für die Ebene. xij ist die Hilfsinformation und εij der Störterm auf
unterster Ebene. Der Störterm εij entspricht der Varianz der abhängigen
Variable auf unterster Ebene. Im Prinzip ist dieses Modell ähnlich dem
normalen Regressionsmodell, mit dem Unterschied, dass die β für unter-
schiedliche Ebenen variieren können. Die Regressionskonstante β0j gibt den
Mittelwert für die yij für jede Gruppe j an

β0j = γ00 + γ01zj + δ0j. (4.31)

Dabei ist γ00 der Gesamtmittelwert. β1j wird berechnet durch:

β1j = γ10 + γ11zj + δ1j. (4.32)

Die γ-Parameter bezeichnen die festen Level-2-Parameter, zj bezeichnet
den Level-2-Prädiktor. In diesem Modell sind die δ-Parameter die Störterme.
Die beiden Gleichungen 4.31 und 4.32 beschreiben das Modell komplett,
können aber auch in einer gemeinsamen Gleichung geschrieben werden:

yij = (γ00 + γ01zj + δ0j) + (γ10 + γ11zj + δ1j)xij + εij = (4.33)
γ00 + γ01zj + γ10xij + γ11zjxij + δ0j + δ1jxij + εij.

Die Gruppen sind mit j = 1, . . . , J durchnummeriert, während die Indivi-
duen mit dem Laufindex i bezeichnet sind.

Die Varianz, die den verschiedenen Gruppen zugeordnet werden kann,
wird separiert. Die Intraklassenkorrelation kann geschätzt und die Stan-
dardfehler somit korrigiert werden.

Die Modellierung von Zusammenhängen zwischen Variablen auf Ba-
sis von Stichprobendaten stellen Hox (2002) sowie Gelman und Hill
(2007) vor. Eine Einführung in die Thematik ist in Kreft und De Leeuw
(1998), Snijders und Bosker (1999) sowie Luke (2003) zu finden. Diese
Modelle wurden erweitert, um bessere Approximationen zu erzielen (vgl.
Goldstein und Rasbash 1996). Auf Basis des geschätzten Mehrebenen-
modells ist eine Vorhersage möglich. Diese kann als synthetischer Datensatz
verwendet werden (vgl. Afshartous und de Leeuw 2005, S. 132 ff.).

Häufig wird das R-Paket nlme zur Berechnung von Mehrebenen-
modellen verwendet. Eine Einführung zur Verwendung des nlme Paket ist
unter anderem bei Bliese (2006) zu finden. Die Umsetzung mittels des
R-Pakets lme4 ist in Doran et al. (2007) sowie Bates (2009) beschrie-
ben. de Leeuw und Kreft (1995) diskutieren praktische Probleme im
Zusammenhang mit der Verwendung von Mehrebenenmodellen.
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Mehrebenenmodelle lassen sich auch für binäre Daten anwenden
(vgl. Guo und Zhao 2000 und Have et al. 1998). Carlin et al. (2001)
weiten die Anwendung von Mehrebenenmodellen auf kategoriale Daten aus.
Die Hierarchische Logistische Regression wird in Wong und Mason (1985)
vorgestellt. Langford und Lewis (1998) behandeln Ausreißer in Mehre-
benenmodellen. Jackson et al. (2008) stellt Modelle vor, um Informatio-
nen auf verschiedenen Ebenen miteinander zu verbinden.

4.2.6. Verfahren zur Klassifikation /
Informationsreduktion

Bei der Aufgabe, synthetische Daten zu erzeugen, stellt sich häufig die
Anforderung, die Vielzahl an Informationen aus den Basisdaten auf die
relevantesten zu konzentrieren und diese auf die synthetischen Daten zu
übertragen. Im vorliegenden Fall geht man von einer Vielzahl an Einfluss-
faktoren aus (vgl. Backhaus et al. 2003, S. 260). Dies kann die Betrach-
tung der Zusammenhangsstrukturen sehr aufwändig machen. Klassifikati-
onsverfahren können der Vereinfachung dienen, ohne dass relevante Infor-
mationen außer Acht gelassen werden. An dieser Stelle können explorative
Verfahren zur Anwendung kommen. Die im Folgenden vorgestellten Ver-
fahren können vor allem unterstützend eingesetzt werden. Eine Vielzahl
an Verfahren zur Klassifikation steht zur Auswahl; sie werden teilweise an
dieser Stelle kurz vorgestellt.

Verfahren zur Klassifikation werden gern als Input bei Regressionen
verwendet, um die Zahl der verwendeten beobachteten Variablen zu redu-
zieren. Hier ergibt sich auch der Mehrwert für datengenerierende Prozesse.
In vielen Fällen können nicht alle Informationen gleichzeitig verarbeitet
werden. Es ist also sinnvoll, Verfahren zur Informationsreduktion zu ver-
wenden.

Clusteranalyse

In letzter Zeit erfreut sich die Clusteranalyse einer immer größeren Be-
liebtheit, was unter anderem an den vielseitigen Anwendungsbereichen liegt
(vgl. Fraley 2002, S. 611). Die Clusteranalyse ist ein Verfahren der Muster-
erkennung. Anhand einer Menge von Objekten werden Typologien erstellt.
Die Stichprobe wird so auf Cluster aufgeteilt, dass die Elemente innerhalb
von Clustern deutlich mehr Ähnlichkeit haben als zwischen verschiedenen
Clustern (vgl. Backhaus et al. 2003, S. 490ff.). In einer Situation, in der
ein Basisdatensatz zur Verfügung steht, können synthetische Typologien
erzeugt werden.

Bei der hierarchischen Clusteranalyse werden Objekte in verschiede-
ne Äste eines Baumes einsortiert. Daraus entsteht ein sogenanntes dendro-
gram. Oft wird zur Visualisierung der Clusteranalyse auch ein bannerplot
verwendet. Beide Funktionen sind in dem R-Paket agnes enthalten. Die
hierarchische Clusteranalyse lässt sich wiederum in verschiedene Teilberei-
che untergliedern. So ist hier die agglomerative und die divisive Cluster-
bildung zu nennen. Beim agglomerativen Verfahren werden Cluster Schritt
für Schritt nach einem bestimmten Kriterium zusammengefasst. Zunächst
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bildet dabei jede Beobachtung ein eigenes Cluster. Um die Beobachtungen
in Cluster zu fusionieren, muss dann eine Agglomerationsmethode gewählt
werden. Das kann beispielsweise mittels der Durchschnittsverbindung (ave-
rage linking) realisiert werden. Die Agglomerationsmethode bezieht sich
immer direkt auf ein vorher gewähltes Distanzmaß. Bei der divisiven Clus-
terbildung geht man hingegen von einem großen Cluster aus und versucht
dieses immer weiter zu unterteilen.

Bei der Clusteranalyse gibt es anders als bei anderen statistischen
Methoden keine Unterteilung in abhängige und unabhängige Variable (vgl.
Crawley 2007, S. 731ff.). Grundsätzlich wird bei der Clusteranalyse zwi-
schen hierarchischen und partitionierenden Verfahren unterschieden. In je-
dem Fall muss ein geeignetes Distanzmaß und ein geeignetes Verfahren
gewählt werden. Die Clusteranalyse ist bei jedem Skalenniveau anwend-
bar. Um die Clusteranalyse in R durchzuführen, kann das Paket cluster
verwendet werden. Für die Modell-basierte Clusteranalyse bietet sich das
Paket Mclust an.

Bei der synthetischen Datenerzeugung kann das Clusterverfahren
verwendet werden, um Gruppen von Elementen zu bilden. Diese Grup-
pen können dann beispielsweise als Information in ein Regressionsmodell
einfließen. Im EU-SILC-Datensatz sind beispielsweise Variablen enthalten,
die Auskunft über den Gesundheitszustand einer Person geben. Wenn auf
Basis des EU-SILC-Datensatzes eine Vorhersage des Gesundheitszustands
von Personen in einem synthetischen Datensatz gemacht werden soll, dann
können dazu zuvor erzeugte synthetische Variablen wie Einkommen, Ge-
schlecht und Alter in ein Regressionsmodell integriert werden. Unter Um-
ständen stehen aber sehr viele Informationen zur Verfügung, und ein Ver-
fahren zur Informationsreduktion muss eingesetzt werden.

Als Distanzmaß wird bei den Clusterverfahren oft die euklidische
Distanz verwendet:

dkl = [
R∑
r=1

(xkr − xlr)2]1/2. (4.34)

Man unterschiedet zwei Typen von Algorithmen. Zum einen können
Beobachtungen sukzessive zu Aggregaten und später Clustern zusammen-
gefasst werden. Wird dieses Vorgehen angewendet, handelt es sich um ein
agglomeratives Verfahren. Demgegenüber steht die k-means-Methode, bei
der die Menge an Elementen in überschneidungsfreie Cluster zerlegt wird.
Eine Agglomerationsmethode ist die Methode der kleinsten Quadrate in-
nerhalb der Gruppen nach Ward (vgl. Fraley 2002, S. 611).

Im Rahmen der Datenerzeugung stellt sich oftmals das Problem,
dass Daten entweder nur auf nominalem Skalenniveau oder gemischt ska-
liert vorliegen. Bei gemischt skalierten Variablen unterscheidet Bortz (2005)
drei mögliche Vorgehensweisen. In der ersten Vorgehensweise werden ge-
trennte Clusteranalysen durchgeführt. Um den Grad der Übereinstimmung-
en zu überprüfen, kann entweder das Maß Kappa oder der Rand-Index ver-
wendet werden. In der zweiten Vorgehensweise werden Variablen mit dem
höheren Skalenniveau in das niedrigste vorhandene Skalenniveau übertrag-
en. Bei diesem Vorgehen kommt es allerdings zum Verlust von Informatio-
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nen. In der dritten Möglichkeit wird ein gemeinsames Distanzmaß errechnet
und dieses hinterher aggregiert.

Faktorenanalyse

Der Begriff Faktorenanalyse ist ein Sammelbegriff für verschiedene Verfah-
ren. Dabei handelt es sich um variablenorientierte Methoden. Ziel dieser
Analyse ist es, eine ordnende Struktur in einen größeren Variablensatz zu
bekommen (vgl. Bortz und Schuster 2010, S.385). Dazu versucht man
die Zusammenhänge zwischen beobachteten Variablen mit wenigen latenten
Variablen zu erklären. Es wird dabei ein linearer Zusammenhang angenom-
men. Die beobachtete Variable lässt sich demzufolge als Linearkombination
aus den Ausprägungen der latenten Variablen und einem Fehlerterm zusam-
mensetzen.

Der Faktorenanalyse liegt ein statistisches Modell zugrunde (vgl.
Böker 2010, S. 68), das die Kovarianzstruktur der Daten erklären soll.
Die Faktorenanalyse setzt metrische Variablen voraus. Es handelt sich um
ein exploratives oder hypothesengenerierendes Verfahren. Bestandteile sind
Beobachtungen von m Variablen Y1, Y2, Y3, . . . Ym mit Erwartungswertvek-
tor µ und eine Kovarianzmatrix mit vollem Rang ∑. Die Struktur der
Kovarianz wird durch eine Verschiebung nicht geändert. Es gibt p(p < m)
Faktoren, die mit f1, f2, . . . fp bezeichnet werden.

Yj = λj1f1 + . . .+ λjpfp + εj j = 1, . . . ,m (4.35)

λjk ist die Faktorladung der j-ten Variable auf den k-ten Faktor, εj ist die
spezifische Variation, also die restliche Variation der Variable j. Bei der
Faktorenanalyse werden folgende Annahmen getroffen (vgl. Böker 2010,
S. 69):

1. Unabhängigkeit zwischen allen εj und den λjk,

2. Unabhängigkeit zwischen allen λjk,

3. Erwartungswert null bei allen Faktoren,

4. Varianz eins bei allen λjk,

5. Varianz von εj wird als Einzelvarianz Ψjj bezeichnet,

6. λjk und εj haben jeweils eine multivariate Normalverteilung.

Wegen der sechsten Annahme ist auch Y t multivariat normalverteilt.
frk ist die r-te Ausprägung des k-ten Faktors

Xrj =
p∑

k=1
λjkfrk + εj. (4.36)

In Matrixform sieht das Modell folgendermaßen aus:

Y = Λf + ε (4.37)



Kapitel 4. Methoden zur Datenerzeugung 96

Λ =


λ11 λ12 . . . λ1p
λ21 λ22 . . . λ2p
... ... ... ...

λm1 λm2 . . . λmp

 .

4.38 ist aufgrund der getroffenen Annahmen gültig. Angenommen
wurde, dass die Faktoren unabhängig sind (Vgl. Böker 2010, S. 70).

var(Yj) = λ2
j1 + λ2

j2 + . . .+ λ2
jp + var(εj) =

p∑
k=1

λ2
jk + Ψjj (4.38)

Diese Darstellung ist möglich, da die gemeinsamen Faktoren die Va-
rianz eins haben. h2

j :=
p∑

k=1
λ2
jk ist die Kommunalität, also die durch die Fak-

toren erklärte Varianz. Diese Kommunalitäten sind die Diagonalelemente
in der Matrix ΛΛt. Die Kovarianzmatrix von Y ist ∑ = ΛΛt+Ψ. Ψ ist eine
Diagonalmatrix, die nur auf der Diagonalen mit den Werten Ψ11 bis Ψmm

besetzt ist. Die Gleichung∑
= ΛΛt + Ψ (4.39)

ist sehr bedeutend für die Faktorenanalyse, die Elemente außerhalb der Dia-
gonalen werden von ∑ exakt erklärt. Die Faktorladungen sind äquivalent
zur Zerlegung der Kovarianzmatrix.

Im folgenden Beispiel wurde eine Faktorenanalyse für verschiedene
Einkommenskomponenten im public use file von AU-SILC durchgeführt. Es
wurden vier Faktoren ausgewählt. Unter Loadings sind die Faktorladungen
zu sehen, unbedeutende Ladungen werden nicht ausgegeben.

dat <− data . frame ( py010n , py035n , py100n , pek n , py110g , pek
g , py050n , py090n , py110n , py130n )

f a c t a n a l ( dat , f a c t o r s =4)

Ca l l :
f a c t a n a l ( x = dat , f a c t o r s = 4)

Uniquenesses :
py010n py035n py100n pek n py110g pek g py050n py090n

py110n py130n
0 .005 0 .898 0 .005 0 .005 0 .008 0 .063 0 .102 0 .975

0 .005 0 .955

Loadings :
Factor1 Factor2 Factor3 Factor4

py010n 0 .819 −0.421 −0.382
py035n 0 .276 −0.143
py100n 0 .980 −0.180
pek n 0 .963 0 .251
py110g 0 .996
pek g 0 .949 0 .192
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py050n 0 .348 0 .878
py090n 0 .145
py110n 0 .997
py130n 0 .210

Factor1 Factor2 Factor3 Factor4
SS l oad ing s 2 .698 1 .988 1 .267 1 .026
Proport ion Var 0 .270 0 .199 0 .127 0 .103
Cumulative Var 0 .270 0 .469 0 .595 0 .698

Test o f the hypothes i s that 4 f a c t o r s are s u f f i c i e n t .
The ch i square s t a t i s t i c i s 16343.39 on 11 degree s o f

freedom .

Als nachteilig an der Faktorenanalyse sind die vielen Annahmen ein-
zustufen, die getroffen werden müssen. Problematisch unter dem Aspekt
der Datenerzeugung ist, dass die Faktorenanalyse metrische Variablen vor-
aussetzt, ein Großteil aller Variablen bei Bevölkerungsumfragen aber ka-
tegorial ist (vgl. McCutcheon 1987, S. 6). Ein Klassifikationsverfahren
speziell für kategoriale Daten ist die zur Faktorenanalyse analoge Analyse
von latenten Klassen.

Analyse latenter Klassen

Bei der Analyse latenter Klassen (latent class analysis - LCA) handelt
es sich um ein multivariates Klassifikationsverfahren (vgl. McCutcheon
1987, S. 5ff., und Hagenaars 1998). Dieses Verfahren baut auf der Annah-
me auf, dass jede beobachtete Variable zu einer unbeobachteten, latenten
Klasse gehört. Ziel ist es herauszufinden, wie viele Klassen J sich auffin-
den lassen, durch welche Verteilungsparameter diese Klassen charakterisiert
werden können, und ob die gefundenen Klassen stabil und valide sind. Da-
neben sollen die Klassen wenn möglich, inhaltlich interpretiert werden.

Da Verteilungsannahmen getroffen werden, handelt es sich um ein
Modell-basiertes Klassifikationsverfahren. Hier sind Parallelen zur Modell-
basierten Clusteranalyse zu erkennen. Wenn es darum geht, die Zahl der
Cluster zu bestimmen, ist die Analyse latenter Klassen formal besser abge-
sichert als die Clusteranalyse (vgl. Bacher und Vermunt 2010). Dagegen
hat die Clusteranalyse mehr Anwendungsmöglichkeiten. Insbesondere die
agglomerativ hierarchischen Verfahren können vielfältig eingesetzt werden.
Bei der Clustermethode findet die Zuordnung von Einheiten zu Clustern
deterministisch statt, während bei der Analyse latenter Klassen die Wahr-
scheinlichkeit angegeben wird, dass ein Element einer Klasse zugehörig ist.
Deshalb wird die Analyse latenter Klassen auch probabilistisches Cluster-
analyseverfahren genannt. Es handelt sich jedenfalls um ein exploratives
Verfahren. Für Merkmale liegen Klassen vor. Dies ist die einzige Annahme,
die getroffen wird.

Die Zusammenhangsstruktur zwischen beobachteten Variablen wird
untersucht, um Rückschlüsse auf unbeobachtete Variablen ziehen zu können.
Hintergrund der Vorgehensweise ist die Vermutung, dass der Zusammen-
hang zwischen den beobachteten Variablen auch von latenten Variablen
beeinflusst wird (vgl. Vermunt und Magidson 2003).
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Im folgenden Beispiel wird ein Modell für latente Klassen der Varia-
blen Y1, Y2 und Y3 untersucht. Bei diesen Variablen handelt es sich um die
beobachteten, also manifesten Variablen. Es kann sich um dichotome oder
polytome Variablen handeln. Im vorliegenden Fall haben die drei Variablen
die in Tabelle 4.4 aufgelisteten Skalenniveaus:

Tabelle 4.4.: Skalenniveau der Variablen im Beispiel für die Analyse der
latenten Klassen

Variable Skalenniveau
Y1 Ordinalskala
Y2 Nominalskala
Y3 Quantitativ kontinuierliche Skala

Im folgenden wird die LCA mehrmals durchgeführt um die optimale
Klassenanzahl herauszufinden. Die Merkmale sind innerhalb jeder latenten
Klasse j voneinander unabhängig. Es gilt:

π(Y1, Y2, . . . , YK |j) = π(Yi|j) · π(Y2|j) · . . . π(YI |j). (4.40)

Dabei ist π(Y1, Y2, . . . , YK |j) die gemeinsame Verteilung der Merk-
male. Der Zusammenhang zwischen den Merkmalen kann durch latente
Klassen komplett aufgeklärt werden. Je nach Messniveau wird eine unter-
schiedliche Verteilung für die Merkmale angenommen:

Tabelle 4.5.: Angenommene Verteilung für die Merkmale innerhalb der la-
tenten Klasse

Nominale Merkmale Multinomialverteilung π(yik = r|j) = πkr|j

Ordinale Merkmale Binomialverteilung π(yik = r|j) = πkr|j

Quantitative Merkmale Normalverteilung π(yik|j) = 1
σjk
√

2π∫
e

0,5·(yik−µk|j)2/σ2
k|j

Die Parameter ∆ = (πkr , πk|j, µk|j, σk|j, πj) werden einschließlich der
Anteilswerte mit Hilfe der maximum-likelihood-Methode geschätzt. Die Ver-
teilung f(Yi1, Yi2, . . . , Yik|∆) wird über alle Klassen für Person i spezifiziert.
Dabei soll die empirischen Verteilung bestmöglich abgebildet werden:

L =
n∏
i=1

f(Yi1, Yi2, . . . , Yik|∆)→ max. (4.41)

Eine geschlossene Lösung für die Maximierungsaufgabe ist nicht vor-
handen, deshalb wird die log likelihood (LL) verwendet:

LL = ln(L) =
n∑
i=1

ln(Yi1, Yi2, . . . , Yik|∆)→ max. (4.42)
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Class 3 : p= 0.208
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 iteration 831 : log−lik = −499134.687182334

Abbildung 4.14.: Visualisierung des Ergebnisses der Analyse latenter
Klassen

Es wird mit dem EM Algorithmus geschätzt. Die Analyse latenter
Klassen kann mit dem R-Paket poLCA durchgeführt und visualisiert wer-
den. Dies ist in Abbildung 4.14 zu sehen. Hier wurde die Visualisierung
anhand von Daten des scientific use files von EU-SILC durchgeführt. Im
EU-SILC-Datensatz sind viele Variablen enthalten, die Auskunft über den
Gesundheitszustand geben. Ziel der Analyse latenter Klassen war eine Di-
mensionsreduktion.

Jede Gruppe von roten Balken zeigt die bedingten Wahrscheinlich-
keiten pro latenter Klasse. In dem Beispiel, das Abbildung 4.14 zugrunde
liegt, gibt es drei latente Klassen und somit auch drei Gruppen von ro-
ten Balken. Größere Balken deuten bedingte Wahrscheinlichkeiten an, die
näher an Eins liegen (vgl. Linzer und Lewis. 2007, S. 22).

In dem Beispiel, das in Abbildung 4.14 visualisiert wird, gibt es
kaum Unterschiede zwischen den latenten Klassen, was die Häufigkeit der
Ausprägungen der Variable PH040 betrifft. Mehr Unterschiede sind bei
den Variablen PH030 und PH020 zu erkennen. Diese drei Variablen sind
im EU-SILC Datensatz enthalten. Sie beschreiben den Gesundheitsstatus
einer Person.

4.3. Strukturerhaltende Verfahren
Bei den strukturerhaltenden Verfahren werden Datensätze so verändert,
dass sie veröffentlicht werden können, ohne den Datenschutz zu verletzen.
Es kann nicht mehr auf tatsächliche Elemente zurückgeschlossen werden,
allerdings bleibt die Struktur der Daten erhalten. Ein Überblick ist in Dan-
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dekar et al. (2002b) zu finden. In dieser Arbeit werden verschiedene Ver-
fahren zum Schutz von numerischen Mikrodaten vorgestellt. Darunter be-
finden sich die Verfahren rank swapping und Mikroaggregation.

4.3.1. Stochastische Überlagerung
Es ist zwischen additiven und multiplikativen Überlagerungen zu unter-
scheiden. Der Zufallsfehler kann verändert werden, indem beispielsweise die
üblicherweise zugrunde liegende Normalverteilung in eine Mischverteilung
aus mehreren Normalverteilungen überführt wird (vgl. Rosemann 2007,
S. 420f.).

Die Auswirkungen der stochastischen Überlagerungen auf ein linea-
res Modell ähneln den Auswirkungen von Messfehlern (vgl. Rosemann
2007, S. 420f.). Die Messfehlerproblematik wird bei Fuller (1980) näher
beschrieben. Wenn nur der Regressand additiv überlagert wird, ist es mög-
lich, die Erwartungstreue zu erhalten. Allerdings wird das Vorgehen mit
einer erhöhten Residualvarianz erkauft. Anders ist der Fall, wenn die un-
abhängigen Variablen additiv überlagert werden. In diesem Fall ist mit
einer Verzerrung des OLS-Schätzers zu rechnen. Für den Wahrscheinlich-
keitsgrenzwert ergibt sich beim Vektor des Koeffizientenschätzers β̂ der
Wert plimβ̂ = (Q +∑

ww)−1Qβ. (vgl. Rosemann 2007, S. 423).

Q berechnet sich aus plim
(

X′X
n

)
,∑ww ist in diesem Fall die Varianz-

Kovarianzmatrix plimβ̂ = β − (Q +∑
ww)−1∑

ww β.

4.3.2. Mikroaggregation
Die Mikroaggregation ist eines der bedeutendsten Verfahren für die Anony-
misierung stetiger Daten (vgl. Schmid 2006, S. 49). Das Verfahren wurde in
den 1970er und 1980er Jahren entwickelt und geht auf Feige und Watts
(1972), Paass und Wauschkuhn (1985) und Strudler et al. (1986)
zurück. Die Aggregation auf niedrigster Ebene ist eine sehr populäre Vor-
gehensweise zum Schutz von Individualdaten. Diese Art des Datenschutzes
wird auch von EUROSTAT angewendet (vgl. Defays 1997, S. 221).

Bei der Mikroaggregation werden ähnliche Ausprägungen zu disjunk-
ten Gruppen zusammengefasst (vgl. Rosemann 2007, S. 422 und Domingo-
Ferrer und Mateo-Sanz 2002, S. 189). Dabei müssen sich in jeder
Gruppe mindestens K Elemente befinden. Die jeweiligen Werte in der
Gruppe werden dann durch den Gruppenmittelwert ersetzt. Es ist also
nicht mehr möglich, die Individuen anhand der Daten allein zu identifi-
zieren. Man spricht in diesem Fall auch von der K-Anonymität. G1 . . . Gg

sind die g Gruppen, in welche die Beobachtungen eingeteilt werden. Die-
ses Verfahren hat Auswirkungen auf den Analysewert der Daten. Schmid
(2006) beschäftigt sich mit der Auswirkung der Mikroaggregation auf die
Schätzung linearer Modelle. Sande (2002) beschreibt die Mikroaggregation
in mehreren Dimensionen.

Ein Beispiel, in dem Methoden zum Datenschutz angewendet wur-
den, um Informationen in geografischen Unterebenen zu veröffentlichen, ist
die table-builder-Methode des Australian Bureau of Statistics. Dieses Pro-
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jekt ist im Internet unter http://www.abs.gov.au/CDATAOnline abrufbar.
Dabei werden drei Varianten der Störung verwendet (siehe Dublin: Irish
Organzing Committee 2011).

Spruill (1983) untersucht den Nutzen von maskierten Wirtschafts-
mikrodaten. Dabei verwendet er die Mikroaggregation zur Maskierung der
Daten und untersucht, inwiefern diese Daten noch zur inhaltlichen Analyse
verwendet werden können.

4.3.3. Datenumgruppierung und Datenaustausch
In manchen Anwendungsbeispielen geht es darum, den Originaldatensatz in
seinen Strukturen zu erhalten, aber jegliche Rückschlüsse auf tatsächliche
Personen zu unterbinden. In diesem Fall können die Daten ausgetauscht
oder umgruppiert werden. Im Englischen werden diese Verfahren data swap-
ping und data shuffling genannt.

Bei der Datenumgruppierung wird davon ausgegangen, dass es in
einem Datensatz i = 1, . . . , N Beobachtungen gibt. Darunter sind j =
1, . . . , V Variablen (X), die geheim zu halten sind, und l = 1, . . . , L Varia-
blen (S), die unverändert veröffentlicht werden können. Es wird angenom-
men, dass die beiden Variablen X und S die bekannte Wahrscheinlichkeits-
dichtefunktion f(X,S) haben. Weiterhin werden die maskierten Variablen
mit Y bezeichnet. Diese werden erzeugt durch die bedingte Wahrschein-
lichkeit X gegeben S (vgl. Muralidhar und Sarathy 2006, S. 659)

yi ∼ fX|S(X|S = si). (4.43)

X und Y sind unabhängig, wenn sie durch S bedingt sind. Muralidhar
und Sarathy (2006, S. 659) zeigen, dass mit

fY,S(Y, S) = fX,S(X,S) (4.44)

die Datennutzbarkeit, und mit

fX|S,Y (X|S, Y ) = fX|S(X,S) (4.45)

das Ziel erreicht werden kann, die Offenlegungsgefahr zu minimieren. Bei-
de Verfahren werden angewendet, um numerische Daten zu maskieren (vgl.
Longhurst et al. 2007, S. 2ff.). Das Umgruppieren erlaubt ein hohes Maß
an Datennutzbarkeit und minimiert das Risiko der Offenlegung (vgl. Mu-
ralidhar und Sarathy 2006, S. 658). Mitra und Reiter (2006) wenden
ebenfalls die Umgruppierung an, um Designinformationen als synthetische
Daten veröffentlichen zu können. Es werden Simulationen durchgeführt, um
die Qualität der Inferenzen zu untersuchen.

Es gibt verschiedene Abwandlungen des ursprünglichen Datenum-
gruppierens, beispielsweise die camouflage-Prozedur von Garfinkel et al.
(2009). Dieses Verfahren wird angewendet, um Anfragen aus Datenbanken
gegen die Offenlegung zu schützen (vgl. Gopal et al. 2002, S. 501). Prinzi-
piell wird bei diesem Ansatz eine Kombination aus Störungen und Restrik-
tionen angewendet, wobei versucht wird, die Nachteile dieser beiden Ver-
fahren durch die Kombination zu umgehen. Um Daten zu schützen, die so-
wohl eine räumliche als auch eine zeitliche Dimension enthalten, wird eben-
falls eine spezielle Methode verwendet. Domingo-Ferrer und Sramka

http://www.abs.gov.au/CDATAOnline
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(2011) stellen die swaplocations-Methode vor, um trajectories k-anonymity
zu erreichen. Dies ist ein Teil der Disziplin privacy preserving data mining,
welche wiederum eine Subdisziplin der Computerwissenschaften ist. Die k-
anonymity wurde von Samarati und Sweeney (1998) definiert.

Muralidhar und Sarathy (2006, S. 661) kritisieren an dem Ver-
fahren, dass alle Variablen umgruppiert werden müssen. Es kann also nicht
unterschieden werden zwischen solchen Variablen, die geschützt werden
müssen, und solchen, die für die Öffentlichkeit frei verfügbar sind. Wenn
die Daten verschleiert werden, ist wichtig, dass der Prozess, in dem diese
Verschleierung passiert, nicht nachgebaut werden kann.

4.3.4. Iterative proportional fitting
Bei dem iterative-proportional-fitting-Algorithmus (IPF), der auf Deming
(1943) zurückgeht, handelt es sich um einen äußerst wichtigen Ansatz, wel-
cher vielfältige Anwendungsmöglichkeiten bietet. Der IPF-Algorithmus hat
eine große Bedeutung für loglineare Modelle, da diese durch die Anpassung
der Randverteilungen charakterisiert werden. Der IPF-Algorithmus wird
deshalb häufig zur Schätzung von loglinearen Modellen verwendet.

Gange (1994) nutzt IPF-Modelle, um multivariate kategoriale Va-
riablen zu erzeugen. Oft ist der Ausgangspunkt ein Set von Basisvariablen.
Im Beispiel von Williamson (2002) sind dies Haushaltsvorstände. Dane-
ben ist es auch möglich, mit anderen Variablen zu starten.

Mithilfe der IPF-Prozedur, welche auch unter dem Namen Raking als
eine Gewichtungsmethode bekannt ist, können aus aggregierten Daten dis-
aggregierte Daten abgeleitet werden (vgl. Birkin und Clarke 1989, Nor-
man 1999, Fienberg 2000 sowie Simpson und Tranmer 2005). Bei der
IPF-Prozedur wird eine strukturerhaltende Anpassung durchgeführt. Das
bedeutet, dass vorgegebene Korrelationsbeziehungen berücksichtigt wer-
den. Deshalb wird bei diesen Anpassungen gelegentlich auch von dem Prin-
zip des minimalen Informationsverlusts gesprochen.

Das Ziel der IPF-Prozedur ist, Matrizen iterativ an vorgegebene
Randhäufigkeiten anzupassen. Bei jeder Iteration werden die gerade ge-
wonnenen Verteilungen mit den neuen Randverteilungen reskaliert. In ei-
ner zweidimensionalen Kreuztabelle ist Fijk die Zellhäufigkeit in der i-ten
Reihe, der j-ten Spalte bei der k-ten Iteration (vgl. Wong 1992, S. 340).
Seien Qi und Qj die Randverteilungen (Rand- und Spaltensummen), an die
anzupassen ist, so ergibt sich die folgende Gleichung für die Reihen (vgl.
Norman 1999, S. 4):

Fij(k+1) = Fijk∑
j
Fijk

Qi (4.46)

und entsprechend für die Spalten:

Fij(k+1) = Fijk∑
i
Fijk

Qj. (4.47)

Das Verhältnis der Sollzahl (in diesem Fall Qi) zur Istzahl (hier ∑j Fijk)
wird als Gewicht verwendet und die Zellwerte neu berechnet. Diese An-
passung wird nacheinander für alle Reihen und Spalten durchgeführt. Im
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nächsten Iterationsschritt k + 1 werden dann zur Anpassung die im vor-
herigen Schritt errechneten Zellhäufigkeiten (Fijk) verwendet (vgl. Kopp
2004, S. 91). Die Iteration stoppt, sobald ein Konvergenzkriterium erreicht
ist, also der Unterschied zwischen den aus den errechneten Zellhäufigkeiten
gebildeten Randsummen ∑j Fijk sowie ∑i Fijk und den neuen Bedingungen
Qi sowie Qj ein vorher definiertes Mindestmaß unterschreitet:

δr = max ‖Qk −Qz‖. (4.48)

Wenn δr, also der Betrag aus der Summe der Zellen (Spalten) minus
der Bedingungen für die Zellen (Spalten), kleiner ist als beispielsweise ein
Wert ε, bricht der Algorithmus ab. Simpson und Tranmer (2005, S. 16)
verwenden für ε beispielsweise den Wert 0,0001.

Tabelle 4.6.: Beispieltabelle für das iterative proportional fitting

Gemeinde Personen
EDU =

1

Personen
EDU = 2

# Basispop.
I∑
i=1

Fij1

# Zielpop. Qi

Gemeinde A F11 F12 F1• Q1
Gemeinde B F21 F22 F2• Q2
# Basispop. F•1 F•2 F

Neben der Anwendung für zweidimensionale Kreuztabellen ist auch
eine Anpassung an die Randverteilungen von mehr als zwei Variablen mög-
lich. Dabei wird in einem Iterationsschritt eine Dimension nach der anderen
reskaliert.

Um die IPF-Prozedur anwenden zu können, muss die Frage geklärt
werden, welche Startwerte (Werte für Fij0) verwendet werden. In obiger Ta-
belle 4.6 wären es die hochgerechneten Zahlen aus dem Mikrozensus. Nicht
in allen Fällen stehen allerdings Stichprobeninformationen zur Verfügung.
Informationen sind beispielsweise nicht vorhanden, wenn auf der Ebene
der Gemeinde angepasst wird und die Werte aus dem Mikrozensus auf
dieser Ebene nicht verlässlich genug sind. In solchen Fällen könnten Werte
für den entsprechenden Landkreis eingesetzt werden. Man kann IPF auch
dann verwenden, wenn lediglich Randverteilungen zur Verfügung stehen
(vgl. Williamson 2002, S. 232). In diesem Fall wird für die Startwerte im
einfachsten Fall das Unabhängigkeitsmodell angenommen.

Im R-Paket cat wird bei der IPF Prozedur die Gleichverteilung als
Standardeinstellung verwendet. Wenn beispielsweise die Anzahl der Männer
und Frauen in einer Regionaleinheit und die Altersverteilung bekannt sind,
dann kann die bedingte Verteilung für die gesamte Regionaleinheit simuliert
iterativ angepasst werden. In diesem Fall wären k-dimensionale Verteilun-
gen für die Zielpopulation bekannt. Durch IPF können diese Verteilungen
zusammengeführt werden, sodass die gewünschte mehrdimensionale Ver-
teilung resultiert. Im Fall der Zusammenführung zweier eindimensionaler
Verteilungen würde sich eine zweidimensionale Verteilung ergeben.

Im Vergleich zu den in Abschnitt 4.2.4 vorgestellten loglinearen Mo-
dellen liegen die Vorteile des Verfahrens in einer einfachen Anwendung. Falls
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allerdings die Zellenhäufigkeit null auftritt, ergeben sich Nachteile, sofern es
sich in diesem Fall nicht um eine logische null handelt. Auch nach mehrfa-
cher Anpassung wird der Startwert von null nicht verändert. Teilweise wird
für diese Stichprobennullen deshalb ein hypothetischer Wert, zum Beispiel
die Zahl Eins, eingesetzt. Für den Fall einer strukturell leeren Zelle macht
es Sinn, die Zellhäufigkeit auf Null zu lassen. Für die Sollzahlen Qj und
Qi sollten ebenfalls keine Nullen auftauchen, da sonst bei der Anpassung
durch null dividiert werden müsste. Dieses Problem muss dann durch das
Zusammenlegen von Ausprägungen gelöst werden (vgl. Kopp 2004, S. 91).

Konvergenz wird beim iterative proportional fitting immer herge-
stellt (vgl. Mander 2001, S. 58). Allerdings neigt der IPF-Algorithmus
teilweise zu extremen Gewichten, wenn die Anpassungen in den einzelnen
Dimensionen entgegengesetzt voneinander wirken. In diesem Fall gibt es
die Möglichkeit, Ober- und Untergrenzen bei den Anpassungsgewichten zu
definieren.

Der Vorteil dieses Verfahrens liegt in der einfachen Implementierung,
während der entscheidende Nachteil darin zu sehen ist, dass eine Fehler-
abschätzung nur eingeschränkt möglich ist.

Der IPF-Algorithmus findet eine breite Anwendung in der Wissen-
schaft. Philip Rees (2002) schlägt den IPF-Algorithmus als Möglich-
keit vor, um in den Jahren, in denen keine Zensus durchgeführt werden,
Bevölkerungsschätzer zu entwickeln.

Eine andere Anwendung des IPF liegt im Bereich der Poststratifika-
tion (vgl. Schindler 1999). In welchem Umfang der IPF-Algorithmus auf
die Anpassung von synthetischen Tabellen an Registerdaten angewendet
werden kann, hängt davon ab, inwieweit Flexibilität gegenüber der Einbin-
dung von Zusatzinformationen in die Berechnung der Gewichtung möglich
ist (vgl. Gabler 1991).

Synthetic reconstruction

Die Aufgabe, eine synthetische Grundgesamtheit zu erzeugen, kann als re-
weighting-Problem verstanden werden. Bei dieser Art der Datengenerierung
werden aus einer Basispopulation wiederholt Stichproben gezogen. Dabei
werden die verwendeten Gewichte immer wieder angepasst, je nachdem,
welche Bedingungen erfüllt werden sollen (vgl. Ballas et al. 2005, S. 14).

Mit dieser Grundidee arbeiten eine ganze Reihe von Verfahren, die
im Folgenden genannt werden. Vor allem am National Centre for Social
and Economic Modelling (NATSEM- Institut) der Universität Canberra
wurden auf dem Gebiet einige Arbeiten veröffentlicht (siehe zum Beispiel
Chin und Harding 2006 sowie Tanton et al. 2007). Diese Idee wird
auch am NATSEM Institut beim SYNAGI Algorithmus umgesetzt (vgl.
Melhuish et al. 2002).

Des Weiteren kann die bootstrap-Methode verwendet werden, um
eine synthetische Grundgesamtheit zu erzeugen.11 Aus dem Basisdatensatz
werden in diesem Fall Unterstichproben gezogen. An diese Grundidee ist das
Verfahren der synthetic- reconstruction angelehnt. Dabei werden Tabellen

11Zur Erklärung der bootstrap-Methode siehe Pauls (2003, S. 10)
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verwendet, die auf Augangsdaten berechnet wurden, um synthetische Daten
zu erzeugen. Dieses Prinzip wird auch in folgendem Zitat beschrieben:

”Synthetic reconstruction approach involves the use of Monte-
Carlo-sampling from a series of conditional probabilities, deri-
ved from published census tabulations, to create synthetic da-
ta.“
(Huang und Williamson 2001, S. 1)

Beim synthetic sampling werden Werte mithilfe von bedingten Häufig-
keiten gezogen. Bedingende Variablen sind dabei solche, die entweder be-
reits bekannt sind oder schon erzeugt wurden. Die Vorgehensweise ist in
diesen Verfahren zumeist rekursiv. Die bedingten Häufigkeiten können bei-
spielsweise Hochrechnungen aus anderen Datensätzen sein. Unterschieden
wird zwischen der gebundenen und der freien Hochrechnung. Bei der frei-
en Hochrechnung wird für alle Objekte der gleiche Hochrechnungsfaktor
benutzt. Dieser entspricht zumeist dem umgekehrten Auswahlsatz. Bei der
gebundenen Hochrechnung hingegen werden Informationen aus Randvertei-
lungen (vgl. Sauerbier und Heike 2002, S. 354) und Zusatzinformatio-
nen verwendet (vgl. Stier 1999, S. 150). Sie kann beispielsweise anhand
von Splines durchgeführt werden (vgl. Münnich 1997). Variationen des
synthetic-reconstruction-Ansatzes sind in zahlreicher Form vorhanden, in
den meisten Ansätzen kommt das iterative proportional fitting zum Ein-
satz: Beckman et al. (1996), Voas und Williamson (2000a) sowie Guo
und Bhat (2007).

Für den Fall, dass eine Bevölkerungsumfrage synthetisch nachgebaut
werden soll, müssen sehr viele Variablen erzeugt werden. Durch die Viel-
zahl an möglichen bedingenden Variablen entsteht ein Zielkonflikt. Je mehr
Zusammenhangsstrukturen berücksichtigt werden sollen, desto schwieriger
wird es, die nicht bedingten Häufigkeiten nachzubauen. An dieser Stel-
le können Verfahren zur Informationsreduktion eingesetzt werden. Dabei
bieten sich unterschiedliche Methoden an, die je nach Anforderungen und
Voraussetzungen eingesetzt werden können. Die Verfahren wurden in Ab-
schnitt 4.2.6 näher vorgestellt.

In einer Arbeit vergleicht Tanton et al. (2007) zwei reweighting-
Ansätze, um Schätzwerte für Kleinstgebiete auf Basis von Stichprobendaten
zu gewinnen. Dabei werden die aus der Stichprobe resultierenden Gewichte
so angepasst, dass bekannte Totalwerte besser erfüllt werden. Die dazu
verwendeten Methoden sind zum einen eine generalisierte Regression und
zum anderen die kombinatorische Optimierung.

Die Technik der repeated weighting estimation, die bei der Q2004 von
Boonstra et al. (2004) vorgestellt wurde, lässt sich mit einigen Verfahren
vergleichen, die in anderen Bereichen zur Anwendung kommen. So ist dies
beispielsweise beim general-regression-Schätzer der Fall. Bei diesem Verfah-
ren werden Register- mit Stichprobendaten mittels verschiedener Gewichte
verknüpft (vgl. Boonstra et al. 2004, S. 2).
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4.3.5. Einfache Ergänzungsverfahren
Die Imputation dient der Vervollständigung von Datenmatrizen mit fehlen-
den Daten. Leere Zellen werden dabei mit einem oder mehreren geschätzten
Werten ausgefüllt (vgl. Groves und Fowler 2004, S. 331). Imputation
stellt einen Oberbegriff dar, unter dem mehrere Verfahren verstanden wer-
den können, und wird eingesetzt, wenn item non response vorliegt.

Ergänzungsverfahren können aber auch zur Anonymisierung von Da-
tensätzen verwendet werden (vgl. Göthlich 2007, S. 147f.). In diesem
Fall werden einzelne Werte oder Merkmalskombinationen, die unter Daten-
schutzaspekten kritisch zu beurteilen sind, als fehlende Werte gekennzeich-
net. Vor allem Reiter (2005) setzt die Imputation ein, um Datensätze
zu synthetisieren. Graham und Penny (2005) verwenden ebenfalls die
multiple Imputation zu diesem Zweck.

Zudem kann ein schon bestehender Datensatz ausgeweitet werden.
Voraussetzung hierfür ist die Existenz eines Grundstocks an Variablen für
den ausgeweiteten Datensatz, dann können Ausprägungen für neue Varia-
blen ergänzt werden. Eine andere Möglichkeit, die sich unter der Verwen-
dung von multipler Imputation bietet, ist die Kombination von Datensätzen
(vgl. Kohnen und Reiter 2009). Dies kann beispielsweise für die Praxis
relevant sein, wenn Datensätze aus zwei verschiedenen Ämtern miteinander
verbunden werden sollen.

Im Folgenden werden die Grundlagen der einfacheren Verfahren ge-
klärt. Anschließend wird auf die Anwendung der Imputation für die Syn-
thetisierung der Daten eingegangen.

Mittelwertergänzung

Das einfachste Ergänzungsverfahren ist die Mittelwertergänzung. An den
Stellen, an denen fehlende Werte auftauchen, wird das arithmetische Mittel
oder alternativ der Median bzw. der Modus eingesetzt. Der Vorteil dieser
Methode ist, dass der Mittelwert erhalten wird. Allerdings wird dies mit
dem Nachteil erkauft, dass Verteilungsmaße verzerrt werden. Die Varianz
der imputierten Variablen wird erheblich unterschätzt. Deshalb eignet sich
dieses Verfahren nicht zur Erzeugung von synthetischen Daten. Zusätzlich
werden auch die Verhältnisse zwischen den Variablen gestört (vgl. Spieß
2008, S. 124).

Regressionsimputation

Bei der Regressionsimputation werden die fehlenden Werte durch bedingte
Mittelwerte ersetzt (vgl. Spieß 2008, S. 18). Dabei können die verschiede-
nen, in Abschnitt 4.2.3 vorgestellten Regressionsmodelle verwendet werden.
Die Regressionsimputation wird im Englischen auch als conditional mean
imputation bezeichnet. Es wird dabei folgendermaßen vorgegangen: Zu-
erst wird eine Regression mit vorhandenen Werten gerechnet. Anschließend
können mit Koeffizienten Werte für offene Datenfelder errechnet werden.

Der Vorteil dieses Verfahrens ist, dass die funktionalen Zusammen-
hänge ausgenutzt werden. Die errechneten Werte liegen also auf der Re-
gressionsgeraden: Allerdings können bei der Regressionsimputation Werte
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auftreten, die in der Realität nicht auftreten oder außerhalb eines beobach-
teten Intervalls liegen (vgl. Spieß 2008, S. 18).

Hot-deck-Verfahren

Hot-deck bedeutet das Ersetzen des fehlenden Wertes durch den Wert einer
ähnlichen Beobachtung. Ähnlichkeit wird anhand von zwei Typen von Me-
thoden untersucht. Man unterscheidet hier die random-within-cell-Methode
von der nearest-neighbour-Methode. Die random-within-cell-Methode er-
innert an das Vorgehen beim bootstrapping. Hier werden Einheiten ohne
fehlende Ausprägungen in Imputationsklassen eingeteilt. Die Einheiten in-
nerhalb einer Klasse sollten sich dabei ähnlich sein. Für jeden fehlenden
Wert wird dann eine Ausprägung aus der Imputationsklasse gezogen, um
den fehlenden Wert zu ersetzen. Demgegenüber handelt es sich bei nearest-
neighbour-Methode um einen deterministischen Ansatz, bei dem genau der
Wert der nächsten Einheit eingesetzt wird (vgl. Albers et al. 2009, S.
127).

Es werden Gruppen von donors (oder Spendern) und zu behandeln-
den Werten definiert. Die Gruppe der zu behandelnden Beobachtungen wird
so organisiert, dass sie die gleichen donors haben. Jedem Gruppenmitglied
wird ein Gewicht zugeteilt, die Auswahlwahrscheinlichkeit wird ungleich
aufgeteilt. Es ist möglich, dass die Gewichte auf einem Distanzmaß ba-
sieren. Das hot-deck-Verfahren sollte auf alle fehlenden Werte gleichzeitig
angewendet werden, damit die Zusammenhänge zwischen den Variablen
gleich bleiben (vgl. Albers et al. 2009, S. 127).

Wenn die fehlenden Werte mehrmals ersetzt werden und die bereits
imputierten Werte auch als donors dienen können, dann kann sich die Be-
ziehung zwischen den Kovariaten und den imputierten Werten zwischen
den einzelnen Stufen unterscheiden (vgl. Longford 2005, S.43 ff.). Rao
und Shao (1992) verwenden einen jackknife Schätzer, um die Varianz nach
einer hot-deck-Imputation zu schätzen.

Verwendet man die hot-deck-Methode zur Ersetzung fehlender Da-
ten, so ist zu berücksichtigen, dass die fehlenden Werte zufällig auftreten
sollten missing at random (MAR). Das Fehlendmuster MAR liegt vor, wenn
sich die fehlenden Daten mit den beobachteten Daten erklären lassen (vgl.
Rässler 2006, S. 527). Es können Probleme auftreten, wenn die Annah-
me (MAR) nicht zutrifft. Wenn die fehlenden Werte als synthetische Da-
tensätze definiert werden, dann kann die hot-deck-Imputation als Verfah-
ren der Datenerzeugung gewertet werden. Für den synthetischen Datensatz
ist dann allerdings mit dem Nachteil zu rechnen, dass sich einzelne Werte
nach der durchgeführten Imputation sehr häufig wiederholen können. Die-
ses Verfahren bietet sich vor allem dann an, wenn sich die Häufigkeit der
Kategorien gleich auf die Kategorien verteilt oder der Umfang des syntheti-
schen Datensatz den Umfang des synthetischen Datensatzes nicht deutlich
übersteigt. In diesen Fällen kann das hot-deck-Verfahren Vorteile gegenüber
der in Abschnitt 4.3.6 vorgestellten multiplen Imputation haben (vgl. Reil-
ly 1993, S. 312).



Kapitel 4. Methoden zur Datenerzeugung 108

Cold-deck-Verfahren

Die cold-deck-Imputation ist vom Vorgehen der hot-deck-Verfahren ähnlich.
Insbesondere wenn sie im Kontext der Datenerzeugung eingesetzt wird, ist
kaum ein Unterschied auszumachen. Der Name cold-deck leitet sich von
der Bezugsquelle der Daten ab. Diese ist im Gegensatz zu den hot-deck-
Verfahren extern. Dabei können die fehlenden Daten entweder alle mit
dem gleichen Wert oder mit unterschiedlichen Werten, dann abhängig von
Hilfsvariablen ersetzt werden (vgl. Hohl 2007, S. 35). Beispiele für exter-
ne Quellen sind frühere Forschungen. Wenn Personen in vorherigen Be-
fragungen identifiziert werden können, dann lassen sich unter Umständen
die aktuellen Werte auf Basis früherer Angaben einschätzen. Der Nachteil
der cold-deck-Methode besteht darin, dass sie die enthaltene Unsicherheit
nicht berücksichtigt (vgl. Little und Rubin 2002). Dies führt dazu, dass
sowohl hot-deck als auch cold-deck-Verfahren nur dann zur Datenerzeugung
eingesetzt werden können, wenn wenige Werte zu erzeugen sind.

Es ist zu bedenken, dass Imputation stets mit Unsicherheit behaftet
ist. Bei den zuvor beschriebenen Verfahren wird jeweils nur ein Wert impu-
tiert. Die Unsicherheit, die bei der Imputation zwangsläufig enthalten ist,
wird also nicht in ausreichender Form berücksichtigt. Bei der multiplen Im-
putation wird versucht, diesem Punkt Rechnung zu tragen. Deshalb werden
m > 1 Werte imputiert. Die Statistiken werden dann für jede Imputations-
tabelle (m) berechnet.

Bei der Frage, welche Art der Imputation angewendet werden sollte,
(single oder multiple imputation) kommt es darauf an, wie viele Werte zu
ersetzen sind. Handelt es sich im Verhältnis zur Gesamtzahl an Werten nur
um wenige Werte, die ersetzt werden müssen, kann die single imputation
ein adäquates Mittel sein (vgl. Schafer 1999, S. 7).

Bei der synthetischen Datenerzeugung müssen allerdings zumeist
sehr viele Werte erzeugt werden. Deshalb ist es fraglich, ob die cold-deck
bzw. hot-deck-Verfahren in diesem Fall gut anzuwenden sind.

Bei der singulären Imputation wird nach der Ersetzung nicht mehr
berücksichtigt, dass bei den zu imputierenden Werten eine gewisse Unsi-
cherheit besteht. Der komplette Datensatz könnte richtig sein. Er könnte
aber auf der anderen Seite auch ganz anders aussehen. Bei der singulären
Imputation wird deterministisch vorgegangen, es ist kein Residuum vor-
gesehen. Es kommt unterschätzten Varianzen und signifikanten p-Werten
(vgl. Rässler 2006, S. 529). Um diese Probleme zu umgehen, wurde die
multiple Imputation entwickelt.

4.3.6. Multiple Imputation
Das Prinzip der multiplen Imputation (MI) geht auf Rubin (1978) zurück.
Ein Überblick über die Verfahren der multiplen Imputation und der data
augmentation kann dem Werk von Schafer (1997) entnommen werden.
Bei der multiplen Imputation wird ein erweiterter Mittelwert als Schätzer
für die einzelnen Ausprägungen eingesetzt, die Idee der Regressionsimpu-
tation wird somit wieder aufgegriffen und weiterentwickelt (vgl. Schafer
1999). Dabei wird aus einer a-posteriori-Verteilung fYmis|Yobs der fehlenden
Daten Ymis gegeben der beobachteten Daten Yobs gezogen. Das Ziel ist es,
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den Prozess nachzubauen, der hinter dem Fehlen der Werte vermutet wird.
Es muss also eine adäquate Verteilung zum Nachbauen gewählt werden
(vgl. Schnell et al. 2005, S. 470).

Weil es oftmals schwierig ist, aus der Verteilung direkt zu ziehen,
wird ein zweistufiges Verfahren angewendet (vgl. Münnich und Rässler
2005, S. 236):

1. Zunächst werden zufällige Züge der Parameter Ξ nach der Verteilung
der beobachteten Werte in der a-posteriori Verteilung gezogen.

2. Dann werden zufällige Züge für Ymis nach der bedingenden Verteilung
fYmis|Yobs,Ξ gezogen.

Dies geschieht, weil gilt:

fYmis|Yobs(ymis|yobs) =
∫
fYmis|Yobs,Ξ(ymis|yobs, ξ)fΞ|Yobs(ξ|yobs)dξ (4.49)

Da die bedingende Verteilung immer wieder angepasst wird, ist in
diesem Verfahren ein bayesianischer Gedanke verwirklicht (vgl. Münnich
und Rässler 2005, S. 236). Die aus der multiplen Imputation resultie-
rende Inferenz kann aber auch unter einem frequentistischen Standpunkt
verwendet werden.

Der erste Schritt ist das Imputieren oder Einfüllen von plausiblen
Werten anstelle der fehlenden Werte. Die den Werten zugrunde liegenden
Verteilungen können für jeden fehlenden Wert unterschiedlich sein. Es wer-
den m komplette Datensätze erzeugt, wobei m von der Komplexität des
Fehlendmusters abhängig ist. Die Zahl der imputierten Datensätze sollte
allerdings größer als eins sein, damit eine Varianzschätzung möglich ist.
Desto größer m ist, desto höher ist auch die zu erwartende Effizienz. Mit
der Erzeugung jedes einzelnen Datensatzes kann ein hoher Rechenaufwand
verknüpft sein. Wie klein m gewählt werden kann, hängt davon ab, wie
viel Effizienzverlust in Kauf genommen werden kann. Mit 50 % fehlenden
Werten hat ein Schätzer, der auf fünf Imputationen beruht, eine um 5 %
größere Standardabweichung als ein Schätzer der auf unendlich vielen Im-
putationen beruht.

Der nächste Verfahrensschritt ist die Analyse. Dabei wird jeder der
zuvor erzeugten m Datensätze untersucht. Es werden also m Analysen
durchgeführt. Dabei resultieren m Schätzergebnisse Q1, . . . , Qm. Es wird
ein Varianzschätzwert σ2

m für jedes Schätzergebnis Qm berechnet.
Die Ergebnisse aus dem zweiten Schritt werden anschließend kombi-

niert. Ziel ist es, einen gemeinsamen Schätzwert und eine dazu gehörende
gemeinsame Varianz zu berechnen. Dieser Schritt wird in der englischen
Sprache als pooling bezeichnet. Die Regeln, die zur Kombination der Er-
gebnisse zur Anwendung kommen, sind einfach gehalten. Ein Schätzer für
den imputierten Datensatz wird aus den beobachteten und den fehlenden
Werten berechnet:

QMI = EYM |YO
E[Q(YO, YM)]. (4.50)

Um die Inferenz der multiplen Imputation zu berechnen, muss die
geschätzte totale Varianz generiert werden. Diese setzt sich aus zwei Kom-
ponenten zusammen: Zum einen muss die Varianz der Q im Verhältnis
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zu deren Mittelwert (between imputation variance) berücksichtigt werden.
Zum anderen muss die Varianz aller Q Schätzwerte enthalten bleiben (wi-
thin imputation variance).

Die within-imputation-Komponente wird aus σ2
w = 1

K

K∑
i=1

σ2
k be-

rechnet, während die between-imputation-Komponente der Varianz durch
σ2
b = 1

K − 1
K∑
k=1

(Qk − QMI)2 definiert ist. Mit σ̂2
k = V [Qk] lässt sich die

Gesamtvarianz der Imputation QMI folgendermaßen berechnen:

σ2
MI = (1 + 1

K
)σ2

b + σ2
w (4.51)

Das Verfahren der multiplen Imputation wird normalerweise einge-
setzt, um fehlende Werte zu ersetzen. Rubin (1993) schlug die Verwen-
dung von multipler Imputation zur Erzeugung von synthetischen Daten
vor. Raghunathan et al. (2003), Drechsler et al. (2008a), Reiter
und Drechsler (2007) sowie Reiter (2009) diskutieren diesen Ansatz
im Detail. Teilweise wurde er auch schon auf deutsche Daten angewendet.
Zahlreiche Beispiele sind beim Beschäftigtenpanel zu finden (vgl. Drechs-
ler et al. 2008b).

In der Umsetzung in statistischen Programmen wird das Fehlend-
muster missing at random angenommen. Mit nur einem imputierten Da-
tensatz könnte σ̂2

b nicht berechnet werden.
Die Imputationen funktionieren auch, wenn mehr als ein Parameter

von Interesse ist. Allerdings kann es in diesem Fall schwierig sein, die Ko-
varianzmatrix zu schätzen. Meistens werden mehr Imputationen benötigt
(vgl. Schafer und Schenker 2000).

Die multiple Imputation kann sowohl für stetige als auch für kate-
goriale und binäre Variablen (vgl. Münnich und Rässler 2005) durch-
geführt werden. Annahmen lassen sich bei der multiplen Imputation nicht
vermeiden. Die Imputationsmethode funktioniert am besten, wenn der Feh-
lendmechanismus MAR zutrifft. Die Kovariaten, die den Fehlendmechanis-
mus erklären, sollten auch im Imputationsmodell integriert werden, damit
die Annahmen zutreffen. Die multiple Imputation ist besonders sinnvoll
bei fehlenden Kovariaten. Bei fehlender Untersuchungsvariable kann In-
formation bei Anwendung der multiplen Imputation verloren gehen. Idea-
lerweise sollte im Anschluss an die Imputation eine Sensitivitätsanalyse
durchgeführt werden.

Viele statistische Anwendungen setzen sogenannte rechteckige Da-
tensätze voraus (vgl. Little 1986, S. 1). Damit sind Datensätze gemeint,
die keine fehlenden Werte beinhalten. Imputationsverfahren sind in je-
dem Fall sehr nützlich, um diese fehlenden Werte aufzufüllen, insbesondere
auch, weil die multiple Imputation eine Varianzschätzung ermöglicht (vgl.
Münnich und Rässler 2004). Wenn ganze Datensätze in dieser Weise er-
zeugt werden sollen, hängt die Qualität der synthetischen Daten sehr stark
von der Qualität der zugrunde liegenden Modelle ab.

In der Statistiksoftware R sind in einigen Paketen Lösungen zum Er-
setzen von fehlenden Werten umgesetzt. Das R-Paket mice wird im Rahmen
dieser Arbeit zur multiplen Imputation verwendet.12

12Zu näheren Informationen zu diesem Paket siehe Buuren und Oudshoorn (2000).
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Dabei ist X = (X1, X2, . . . , Xk) ein Set von k Zufallsvariablen, wobei
jede Variable Xi entweder ein fehlender oder beobachteter Wert sein kann:
Xi = (Xobs

i , Xmis
i ). P (X) ist die nicht bedingte multivariate Verteilung

von X (vgl. van Buuren und Oudshoorn 1999, S. 9), und die folgende
Sequenz ist ein Teil eines Gibbs-Samplers, in dem Zufallszahlen nach dem
folgenden Prinzips gezogen werden:

Für X1: ziehe Imputationen X t+1
1 aus P (X1|X t

2, X
t
3, . . . , X

t
k)

Für X2: ziehe Imputationen X t+1
2 aus P (X2|X t

1, X
t
3, . . . , X

t
k)

....
Für Xk: ziehe Imputationen X t+1

k aus P (Xk|X t
1, X

t
2, . . . , X

t
k−1)

Wird nun eine multivariate Normalverteilung für P (X) angenom-
men, dann sind die verwendeten linearen Regressionsmodelle Ziehungen
aus der gewünschten Verteilung. Bei dieser Methode wird eine Variable
nach der anderen imputiert. Um das Imputationsmodell zu spezifizieren,
kann Modellselektion verwendet werden, wie sie beispielsweise von Geyer
(2003) vorgeschlagen wird.

Multiple Imputation ist nicht immer die beste Methode, um mit
fehlenden Werten umzugehen. In manchen Situationen mag es bessere Ver-
fahren geben. Die multiple Imputation ist jedoch einfach zu handhaben und
lässt sich relativ gut implementieren. (vgl. Schafer 1999, S. 2ff.). Durch
die Imputation droht kein Informationsverlust. Der Vorteil der Erstellung
synthetischer Daten mittels Imputation besteht darin, dass statistische In-
ferenzen durch den Nutzer berechnet werden können.

Der Hauptnachteil der Imputation besteht darin, dass sie sehr viel
Zeit in Anspruch nehmen kann. Dies gilt insbesondere für die multiple
Imputation. Während der Arbeit mit der synthetischen Datenerzeugung
hat sich jedoch sehr oft gezeigt, dass auch kurzfristig Änderungen eingebaut
werden müssen.

Des Weiteren sind sehr viele Kriterien bei der Auswahl eines synthe-
tischen Datensatzes zu berücksichtigen. Dies macht den letzten Schritt der
Imputation, die Datenvereinigung, sehr komplex.

Regressionsbäume können zur Imputation verwendet werden (vgl.
Barcena und Tussel 2000, S. 1). Barcena und Tussel (2000) verwen-
den Imputation, um zwei Datensätze miteinander zu verbinden. In Abbil-
dung 4.15 ist diese Situation skizziert. Der Teil der Daten, der in dunkelgrau
dargestellt ist, steht dem Anwender zur Verfügung. Der Teil in grau wird
imputiert.

Neben dem Paket mice gibt es noch zahlreiche weitere Pakete zur Imputation, bei-
spielsweise die R-Pakete YaImpute oder BaBoon.
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Abbildung 4.15.: Verbindung von zwei Datensätzen mittels Imputation
Quelle: Barcena und Tussel (2000), S. 2

Neuronale Netze eignen sich gut zur Imputation, wenn aus den beob-
achteten Daten kein klares Modell abgeleitet werden kann (vgl. Barcena
und Tussel 2000, S. 3).

Zur Erzeugung synthetischer Daten mittels Imputation sind je nach
Zielvariable unterschiedliche Modellklassen notwendig. Die Effizienz der Im-
putation hängt in starkem Maß von der Anpassungsgüte der verwendeten
Modelle ab. Prinzipiell wird versucht, jegliche vorhandene Information für
die multiple Imputation zu nutzen. Beispielsweise sehen Boonstra et al.
(2004, S. 5) bei ihrem Imputationsmodell alle Registervariablen als relevan-
te Zusatzinformationen, die in ihr Modell mit einbezogen werden.

Die multiple Imputation (MI) ist deutlich robuster gegenüber der
Verletzung von Annahmen als die singuläre Imputation. Ein weiterer Grund
für den Einsatz der multiplen Imputation anstelle der singulären Imputati-
on ist, dass Datensätze, die mittels multipler Imputation ergänzt wurden,
später mit gültigen Inferenzen ausgewertet werden können (vgl. Rässler
2006, S. 529). Allerdings ist die multiple Imputation auch mit deutlich mehr
Aufwand verbunden, als dies für die einfachen Ersetzungsverfahren gilt.

4.3.7. Optimierungsalgorithmen
Im Rahmen dieser Arbeit sind Optimierungsalgorithmen an verschiedenen
Stellen anwendbar. Willenborg und De Waal (2001) sehen die Aufgabe,
aus unsicheren Daten sichere zu machen, als ein Optimierungsproblem an.

In Kapitel 5.1 wird die Erzeugung der Zensus-Simulationsgrund-
gesamtheit beschrieben. Hier ist zwar die Zugehörigkeit zu Anschriften,
nicht aber zu Haushalten bekannt. Für die Registerdaten muss also eine
sinnvolle Haushaltsstruktur gefunden werden. Es gibt zahlreiche verschie-
dene mögliche Optimierungsstrategien. Beispielsweise können Algorithmen
und Entscheidungsregeln verwendet werden, die hauptsächlich bei automa-
tischen Übersetzungsprogrammen zum Einsatz gekommen sind.

Ein sehr bekanntes Anwendungsbeispiel ist das Problem des Hand-
lungsreisenden (vgl. Little et al. 1963). Prinzipiell geht es darum, gewisse
Muster zu erkennen und die Elemente in die richtige Reihenfolge zu bringen.



Kapitel 4. Methoden zur Datenerzeugung 113

Simulated annealing

Die simulierte Abkühlung ist ein randomisiertes Verfahren. Dieses Verfah-
ren wurde schon von zahlreichen Wissenschaftlern angewendet (beispiels-
weise Kirkpatrick und Vecchi 1983). Hier sind einer vorher gegebenen
Anzahl von Mikroeinheiten Merkmalsausprägungen mittels einer Initialver-
teilung zuzuordnen, sodass sich eine möglichst gute Approximation ergibt.
Eine Kostenfunktion dient dabei der iterativen Optimierung. Dafür ist ein
Generierungsmechanismus notwendig (vgl. Gyarfas und Quinke 1991,
S. 152 ff.). Eine Startlösung wird iterativ optimiert und die Optimierung
anhand einer Fitnessfunktion überprüft.

Das Optimieren einer Handlungsreise ist ein klassisches Problem,
das mit dem simulated annealing Algorithmus behandelt werden kann. Da-
bei wird nach der kürzesten Route zwischen einer Reihe von Zielpunkten
gesucht, die alle abgefahren werden müssen (vgl. Gerdes et al. 2004, S.
5).

Nachteil bei dieser Methode ist die hohe Rechenintensität. Für große
Datensätze dauert die Durchführung des Algorithmus meist sehr lange. Es
ist sinnvoll, auf möglichst kleiner Ebene anzunähern, da der Algorithmus
für diesen Fall viel schneller konvergiert. Bei zu großen Datensätzen resul-
tieren mit dieser Methode unter Umständen keine befriedigenden Ergeb-
nisse. simulated annealing ist im R-Paket bblme (Funktion mle2) und im
Basispaket Stats (Funktion optim) enthalten. Lundy und Mees (1986)
und Bélisle (1992) beschäftigen sich mit der Konvergenz des annealing
Algorithmus.

4.4. Strukturprüfende Verfahren
Die in den folgenden Abschnitten aufgeführten Verfahren werden zumeist
zur Kontrolle und deshalb eher gegen Ende des datenerzeugenden bezie-
hungsweise datenverändernden Prozesses angewendet. Sie dienen dazu, Feh-
ler wieder auszumerzen, die in den vorhergehenden Schritten in die Daten
gelangt sind. Deshalb sind diese Verfahren auch komplementäre Verfahren.

Unter Editing wird die Modifizierung oder Entfernung von Daten-
punkten verstanden. Diese Datenpunkte widersprechen entweder vorher
festgelegten Regeln und werden mit dem logischen Editing behandelt, oder
sie harmonieren nicht mit der Masse der Daten und werden mit struktu-
rellem Editing bearbeitet (vgl. Sachs und Hedderich 2006, S. 9). Die
Auffassung, welche Verfahrensschritte zum Editing gehören, unterscheidet
sich bei verschiedenen Autoren. Fellegi und Holt (1976) bezeichnen als
Editing beispielsweise nur das Untersuchen der Daten auf mögliche Fehler.
In anderen Arbeiten wie der von Commission (2007) werden zwei verschie-
dene Arten von Editing unterschieden: zum einen das strukturelle Editing,
bei dem etwas falsch sein muss, wenn bestimmte Regeln gebrochen werden.
Zum anderen das statistische Editing, bei dem etwas falsch sein kann (vgl.
Commission 2007, S. 18).

In der Literatur existiert eine Aufteilung in logisches und struk-
turelles Editing. Diese Unterscheidung wird auch von Chambers (2006)
getroffen. Der folgende Abschnitt ist so aufgebaut, dass zunächst auf die
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Verfahren zum logischen Editing eingegangen wird und dann noch ein Ab-
schnitt zum statistischen Editing folgt.

4.4.1. Logisches Editing
Im Folgenden wird vor allem auf das logische Editing eingegangen, das in-
folge von Befragungen nötig wird. Analog können diese Verfahren aber auch
auf das logische Editing nach dem Prozess der Synthetisierung von Daten
angewendet werden. Dabei spielt es keine Rolle, ob die Synthetisierung zur
Anonymisierung oder zur Erzeugung von Daten durchgeführt wurde.

Editing ist ein Instrument, das angewendet wird, um Survey-Fehler
zu beseitigen oder zumindest zu verringern. Viele dieser Survey-Fehler tre-
ten im Zusammenspiel zwischen Interviewern und zu befragenden Personen
auf. In statistischen Ämtern wird ein sehr hoher Aufwand betrieben, um
dieses Editing der Daten durchzuführen. Der für das Editing notwendige
Aufwand ist in der vergangenen Zeit so hoch geworden, dass die Frage an-
gebracht scheint, ob nicht bereits zu viel Editing durchgeführt wird (vgl.
Bethlehem und van de Pol 1998, S. 201 ff.) und dadurch die Vertei-
lung der Daten zu stark beeinflusst werden könnte. Nichtsdestotrotz gibt
es einige Editing-Schritte, die von großer Bedeutung sind. Prinzipiell ist es
wichtig zu untersuchen, welche Effekte das Editing tatsächlich hat.

Die wichtigste Aufgabe des Editings ist es, Fehlerquellen zu identifi-
zieren (vgl. Granquist 1997a, S. 383). Fehler können vor allem aufgrund
falscher oder fehlender Informationen vom Befragten (zum Beispiel durch
Rahmen- und Antwortausfallfehler) oder in der Datensammlung (Messfeh-
ler) entstehen. Es muss zwischen dem Editing von Ausprägungshäufigkeiten
und dem Editing bei einzelnen Merkmalskombinationen unterschieden wer-
den. Ein Ziel des Editing-Prozesses ist die Feststellung von Ausreißern und
Fehlern in den Daten, die für den Datennutzer einen merklichen Unter-
schied machen, ohne dass dieser die betroffene Einheit direkt identifizieren
kann (vgl. Granquist 1997a, S. 381 ff.). Mikro-Editing zielt auf die Be-
seitigung dieser sogenannten fatal edits ab. Es handelt sich in diesem Fall
um die Erkennung von einflussreichen Fehlern. Demgegenüber steht die ef-
fiziente Fehlererkennung. Hier wird zwischen wahren Fehlern und korrekten
Einträgen, die fälschlicherweise als Fehler identifiziert wurden, unterschie-
den (vgl. Chambers 2006, S. 18).

Beim logischen Editing lassen sich alle Regeln auf die Aussage: ”Die-
se Kombination von Merkmalsausprägungen ist nicht möglich“vereinigen.
Es existieren verschiedene Verfahren, um dass Editing durchzuführen, je
nachdem, nach welcher Art von Fehler gesucht wird. Bei Wirtschaftsdaten
kann sich die angewandte Editing-Prozedur je nach Branche unterscheiden
(vgl. Chambers 2006, S. 18). Beispiele für Editing-Regeln werden nun im
Folgenden vorgestellt.

Als Fehler kann eine Zelle verstanden werden, die leer bleibt. Bei-
spielsweise kann definiert werden, dass das Alter für eine Person bekannt
sein muss. Wenn dann die Angabe für das Alter einer Person dennoch fehlt,
muss diese Zelle aufgefüllt werden (vgl. Fellegi und Holt 1976, S. 17).

Oft implizieren Editing-Regeln andere Regeln, man spricht dann von
multiple variable edits. Im Editing-Prozess ist so vorzugehen, dass möglichst
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wenig Werte verändert werden. Randhäufigkeiten sollten nach dem Editing
erhalten bleiben.

Grundsätzlich ist immer zu berücksichtigen, dass viele Bedingun-
gen den Editing-Prozess verkomplizieren. Imputationsregeln sollten sich
aus Editing-Regeln herleiten lassen. Fellegi und Holt (1976) zählen fünf
Möglichkeiten zur Durchführung auf:

1. Originalfragebögen in der Hoffnung überprüfen, dass die Angabe im
originalen Fragebogen richtig ist.

2. Die befragte Person noch einmal direkt kontaktieren.

3. Den Fragebogen manuell so korrigieren, dass die Inkonsistenzen be-
reinigt werden.

4. Die Angaben unter Beachtung bestimmter Regeln zur Erhaltung der
Konsistenz mit dem Computer korrigieren.

5. Alle Merkmalskombinationen entfernen, in denen Fehler auftreten.

Bei synthetischen Daten kommen die ersten beiden Möglichkeiten
nicht in Frage. Die dritte Möglichkeit erscheint bei der Menge der behan-
delten Daten zu aufwändig, während die fünfte Möglichkeit die Zusam-
menhänge zwischen den Variablen systematisch verzerren könnte. Somit
bleibt im Endeffekt nur noch die vierte Möglichkeit.

Logisches Editing spielt also eine entscheidende Rolle im Prozess der
Datengewinnung, ist aber auch wichtig bei der Erzeugung synthetischer Da-
ten. Wenn Originaldaten synthetisiert werden, ist darauf zu achten, dass
nicht durch das Anonymisieren wieder neue Fehler in den Datensatz gelan-
gen und damit das kostspielige Editing noch einmal durchgeführt werden
muss (vgl. Cano und Torra 2011, S. 2). Die Fehlerquellen unterscheiden
sich allerdings zwischen tatsächlichen und synthetischen Daten.

Im Folgenden werden verschiedene Arten des Editings kurz vorge-
stellt und Beispiele zur Veranschaulichung der Bedeutung gemacht. Bei
range edits sollte der zu editierende Wert in einem gewissen Wertebereich
liegen. Das erfasste Alter einer Person sollte beispielsweise in einem Wer-
tebereich zwischen 1 Monat und 120 Jahren liegen. ratio edits zielen auf
das Verhältnis von zwei Werten eines Individuums ab. Das Verhältnis von
produzierter Milch in Litern zur Anzahl der Kühe an einem Bauernhof
sollte beispielsweise zwischen x und y liegen. Unter dem Oberbegriff ba-
lance edits (siehe z. B. Scholtus 2008) werden zumeist anteilige Werte
behandelt. Die prozentuale Zeit, die zuhause, auf der Arbeit oder anderswo
verbracht wird, sollte sich zu 100 % aufaddieren. consistency edits behan-
deln den Zusammenhang zwischen zwei Ausprägungen einer Beobachtung.
Wenn beispielsweise das Alter mit unter 12 Jahren angegeben wird, sollte
der Familienstand die Ausprägung nicht verheiratet haben (vgl. Gro-
ves und Fowler 2004, S. 319).

Editing-Regeln sollten formalisiert werden. Für ein multiple variable
edit kann dies nach Groves und Fowler (2004, S.319) beispielsweise
folgendermaßen umgesetzt werden:
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(AGE < 12 and FST = verheiratet) =Failure or (4.52)
(AGE < 12)

⋂
(FST = geschieden) =F

(AGE < 12)
⋂

(FST = verwitwet) =F
(AGE < 12)

⋂
(FST = getrennt lebend) =F.

Ähnliche Bedingungen für das Editing könnten in der statistischen Umge-
bung R folgendermaßen durchgeführt werden:

FST[AGE<12] <− ” n i cht v e r h e i r a t e t ”

In eckigen Klammern wird eine Bedingung abgefragt. Eine Person,
die eine gegenwärtige Tätigkeit angegeben hat, muss erwerbstätig sein.

Flag <− rep (F , l ength ( Erwerbstyp )
Flag [ S t e l l u ng %in% 1:11 & Erwerbstyp == 1 ] <− T

Der Flag wird auf FALSE gesetzt, wenn die Editing-Regel miss-
achtet wird. Im Folgenden sind weitere Beispiele für Editing-Regeln im
Mikrozensus aufgeführt:

• Eine Person, welche derzeit eine Tätigkeit ausübt, kann nicht jünger
als 15 Jahre sein.

• Wehr- und Zivildienstleistende müssen männlich sein.

• Das Alter von Berufssoldaten kann nicht unter 17 Jahren sein.

• Fachhochschulabsolventen müssen älter als 20 Jahre sein.

Eine Vielzahl weiterer Editing-Regeln ist in United Nations (2001)
zu finden. Von besonderer Bedeutung ist die Evaluation des Editings (vgl.
Granquist 1997b). Es sollte gezeigt werden, welche Auswirkung die Ein-
führung von einzelnen Editing-Regeln hat. Grundsätzlich sollte immer so
wenig wie möglich verändert werden.

Manzari und Reale (2001) stellen die Anwendung von Editing
beim italienischen Zensus aus dem Jahr 2001 vor. Bethlehem und van de
Pol (1998) gehen auf die Zukunftsperspektive des Data Editings ein. Das
von der EU geförderte Projekt EUREDIT beschäftigte sich ebenfalls mit den
Auswirkungen von Editing und Imputation (vgl. Chambers 2001).

de Waal und Quere (2003) stellen einen Algorithmus zur Durch-
führung des automatischen Editings vor. Dieser ist im R-Paket editrules
umgesetzt. Von de Jonge und van der Loo (2011) werden lineare Edits
behandelt. Scholtus (2008) stellt Methoden vor, um Wirtschaftsdaten zu
editieren. Ein weiteres R-Paket, um Editing durchzuführen, ist das Paket
deducorrect, welches in van der Loo et al. (2011) vorgestellt wird.
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4.4.2. Statistisches Editing
In Kapitel 3 wurden Möglichkeiten vorgestellt, mit denen die stochasti-
schen Strukturen eines Datensatzes überprüft werden können. Mit diesen
lässt sich die Qualität eines Datensatzes beurteilen. Werden zu viele der
vorgestellten Maße verletzt, müssen der gesamte Datensatz oder Teile des
Datensatzes neu erstellt werden. Ähnlich wie das logische Editing wird auch
das strukturelle Editing häufig in Kombination mit anderen Methoden zur
Datenerzeugung verwendet.

Im bereits vorgestellten EUREDIT Projekt wurden zwei Arten für sta-
tistisches Editing identifiziert, zum einen effizientes und zum anderen ein-
flussreiches Fehleraufdecken. Bei der zweiten Art von statistischem Editing
werden nur solche Fehler aufdeckt und bereinigt, die später bei der Analyse
zu signifikanten Fehlern führen würden (vgl. Commission 2007, S. 18ff.).

Beim statistischen Editing geht es darum, falsche statistische Eigen-
schaften der synthetischen Grundgesamtheit aufzudecken und zu korrigie-
ren. Das Ziel ist es, für die synthetische Daten eine hohe Datennutzbar-
keit, wie sie in Kapitel 3.7 beschrieben ist, zu erreichen. Um dies zu be-
urteilen, kann die synthetische Verteilung mit der Originalverteilung ver-
glichen werden. Ein Beispiel ist in Abbildung 4.16 zu sehen. Hier wird
das Ergebnis für die synthetische Variable EF401 des Mikrozensus visua-
lisiert. Wenn für eine Person die Ausprägung Eins notiert ist, handelt es
sich um eine erwerbstätige Person. Der Anteil dieser Personen an der Ge-
samtbevölkerung im Landkreis schwankt zwischen 0,25 und 0,55. Für den
Mikrozensus 2006 (rotes Histogram) liegt der Anteil der erwerbstätigen
Bevölkerung im Durchschnitt bei 42 %. Die Ergebnisse für die synthetische
Grundgesamtheit sind in hellgrün abgetragen. Sofern sich die beiden Histo-
gramme überlappen, ist die braune Farbe zu sehen. Es ist zu erkennen, dass
der Median für die synthetische Grundgesamtheit unter dem Median der
Mikrozensus-Population von 2006 liegt. Im vorliegenden Fall würde das
statistische Editing zu dem Ergebnis führen, dass eine Nachbearbeitung
der synthetischen Bevölkerung notwendig wird.

Um das statistische Editing durchzuführen, muss ein Kontrollda-
tensatz vorhanden sein. Dabei muss es sich nicht zwingend um Mikroda-
ten handeln. Aggregierte Daten können den gleichen Zweck erfüllen, bei-
spielsweise können Randwerte einer synthetischen Grundgesamtheit mit
Randwerten einer Ausgangspopulation verglichen werden. Hilfreich ist es,
wenn flexible Aggregationen angefordert werden können (vgl. Commissi-
on 2007). Falls dies nicht möglich ist, kann mit synthetisch erzeugten Da-
tensätzen verglichen werden, die bereits anhand eines statistischen Editings
verifiziert wurden. Manzari und Della Rocca (1999) zeigen Möglich-
keiten auf, dieses umzusetzen.

4.5. Kritischer Vergleich der vorgestellten
Verfahren

Welches das beste Verfahren zur Datenerzeugung ist, hängt davon ab, in
welcher Form Vorinformationen vorhanden sind.
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Abbildung 4.16.: Vergleich zwischen Mikrozensus und Zensus-Simulations-
gesamtheit

Falls Mikrodaten vorhanden sind, können Regressionsmodelle unter-
schiedlicher Art verwendet werden, um basierend auf diesen Modellen ei-
ne Vorhersage zu machen. Welches Regressionsmodell gewählt wird, hängt
von Skalenniveau der jeweiligen zu erzeugenden Variablen ab. Eine linea-
re Regression ist für Zähldaten ungeeignet, bei Binomialdaten sollte ein
Logitmodell verwendet werden.

Allerdings zeigt sich bei der Vorhersage oftmals das Problem, dass
die vorhergesagten Häufigkeiten nicht den Häufigkeiten im Ausgangsmodell
entsprechen (siehe etwa das Beispiel auf Seite 82). Dies kann daran liegen,
dass das Modell nicht gut genug ist. Eine Vorhersage kann nicht die gesamte
Variation in realen Daten wiedergeben. Noch weniger Variation kann durch
Modelle repliziert werden, die eine schlechte Anpassungsgüte haben.

Die vorgestellten Verfahren können dann in einem Imputationsver-
fahren verwendet werden. Klassifikationsverfahren können vor allem un-
terstützend eingesetzt werden. Allerdings können die Variablen in einen
Datensatz auch für die Typenbildung ungeeignet sein (vgl. Bacher und
Vermunt 2010). Um einen systematischen Überblick über die Verfahren
zur Datenerzeugung zu ermöglichen, werden diese im Folgenden noch ein-
mal übersichtlich zusammengestellt.
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Tabelle 4.7.: Übersicht über verschiedene Methoden zur Datenerzeugung
Vorteile Nachteile

Superpopulationsmodelle (Copulas)
• Die Daten können schnell erzeugt
werden.

• Besonderheiten der realen Daten
können nur schlecht nachgebildet

• Eigenschaften der Daten sind be-
kannt.

werden (z. B. logische Bedingungen).

• Die Korrelationsstruktur kann gut
abgebildet werden.

• Mikrostrukturen sind nur schwer
zu integrieren.

• Wenig Informationen sind zur Er-
zeugung notwendig.

Synthetic reconstruction
• Die Kombination verschiedener
Datenquellen ist möglich.

• Stetige Daten können nicht oder
nur durch Kombination mit anderen
Verfahren erzeugt werden.

Kombinatorische Optimierung
• Die grundlegende Datenstruktur
wird nicht verändert.

• Das Verfahren ist sehr rechen-
intensiv.

Modellierung und Vorhersage
• Die Korrelation zwischen den Va-
riablen kann erhalten werden.

• Editing ist in vielen Fällen notwen-
dig.
• Es muss eine abhängige Variable
ausgesucht werden.
• Wenn Heterogenitäten vorhanden
sind, können diese zu Problemen bei
der Schätzung des Standardfehlers
führen.

Singuläre Imputation
• Der Rechenaufwand ist geringer als
bei der multiplen Imputation.

• Die Unsicherheit, die sich bei im-
putierten Werten ergibt, wird nicht

• Die singuläre Imputation funktio-
niert gut, wenn nur relativ wenige
synthetische Werte benötigt werden.

berücksichtigt.

Multiple Imputation
• Es ist möglich, eine gültige Inferenz
zu bilden.

• Die Behandlung gemischtskalierter
Daten ist kompliziert.

• Hohe Nutzbarkeit der Daten ist ge-
geben.

• Große Datenmengen können zu ho-
hem Rechenaufwand führen.
• Die Integration von Designinfor-
mationen ist kompliziert.
• Logische Restriktionen können nur
schwer eingefügt werden.
• Verteilungseigenschaften werden
nur bei einem sehr gutem Modell
erfüllt.
• Der Zufallsfehler wird nicht ausrei-
chend wiedergegeben.
• Die Daten sollten nicht mit glei-
chem Modell erzeugt und geschätzt
werden.
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Editing
• Verfahren kann mit anderen Ver-
fahren kombiniert werden.

• Durch das logische Editing können
erwünschte statistische Eigenschaf-
ten wieder zerstört werden.



5. Anwendungsbeispiele
Wenn Modell-basierte Schätzmethoden auf Daten aus großen Bevölkerungs-
umfragen angewendet werden, sind aufgrund von disproportionalen De-
signs oftmals Gewichte zu berücksichtigen. Das Stichprobendesign kann
einen entscheidenden Einfluss auf die Schätzung haben. Die Evaluation
des Zusammenspiels zwischen komplexem Stichprobendesign und moder-
nen Schätzmethoden kann dann nur innerhalb einer groß angelegten Simu-
lationsstudie durchgeführt werden.

In den Wirtschafts- und Sozialwissenschaften werden häufig Da-
tensätze untersucht, bei denen Standardmethoden angewendet werden kön-
nen, da die Eigenschaften großer Stichproben als gültig angenommen wer-
den dürfen. Anders stellt sich die Situation dar, wenn Ergebnisse für Small-
Areas ausgewiesen werden sollen. In diesen Fällen können nur Simulatio-
nen zeigen, was im Rahmen des Möglichen liegt (vgl. Münnich 2008). In
den letzten Jahren sind neben den schon lange üblichen Disaggregationen
für Geschlecht und Alter auch andere Merkmale Thema der Small-Area-
Schätzung geworden (vgl. Williamson 2002, S. 785).

Aus Simulationen können im Idealfall direkte Schlüsse für das De-
sign einer Stichprobe gezogen werden. Beispielsweise sollte das Design so
angelegt werden, dass sich die Größe der Designgewichte nicht zu stark
unterscheidet (vgl. Münnich et al. 2011, S. 52). Die Auswirkungen, die
aus zu unterschiedlichen Gewichten resultieren, stellen Gelman und Hill
(2007) in ihrer Arbeit heraus.

In ähnlicher Weise kann auch die Struktur der Grundgesamtheit
einen Einfluss auf die späteren Ergebnisse haben. Die Struktur der Daten
realistisch wiederzugeben, ist die besondere Kunst der Datenerzeugung.
Das folgende Kapitel enthält ausgewählte Ergebnisse aus Anwendungsbei-
spielen, in denen Variablen aus Datensätzen oder gesamte Datensätze syn-
thetisch erzeugt wurden.

Dabei wird zunächst auf das Beispiel der Zensus-Simulationsgesamt-
heit eingegangen. Ein Zensus ist per Definition eine Vollerhebung. Nach
einem Paradigmenwechsel in der amtlichen Statistik handelt es sich aber
nun de facto um die größte Bevölkerungsumfrage auf deutschem Boden.
Anschließend wird die Erzeugung des BLUE-ETS-Datensatzes vorgestellt.
Zum Schluss wird das Beispiel der AMELIA-Simulationsgesamtheit darge-
stellt. Bei diesem Anwendungsbeispiel geht es um die Datengrundlage zur
Messung von Armut und sozialer Ausgrenzung. Mit dieser Reihenfolge wird
zum einen die Periodizität der Projekte aufgegriffen, zum anderen bauen
die Erzeugungsmechanismen aufeinander auf. Die Methoden werden zum
Teil wieder aufgegriffen.

Die drei Anwendungsbeispiele wurden ausgesucht, da sich die Struk-
tur der zugrunde liegenden Datensätze sehr stark unterscheidet, aber zur
Datenerzeugung zunächst einmal ein gemeinsames Prinzip angewendet wer-
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den kann, bevor dann jeweils auf die Besonderheiten der Datensätze einge-
gangen wird. Bei dem Datensatz für das Zensus-Stichprobenforschungspro-
jekt und der BLUE-ETS-Simulationsgrundgesamtheit geht es um die Verbin-
dung von Registerdaten mit Stichprobendaten, um somit eine ausreichend
große Basis zur Simulation zu schaffen. Zudem wird das zweite Motiv der
Datenerzeugung, die Synthetisierung aus Datenschutzgründen, wieder auf-
gegriffen. Im Fall der BLUE-ETS-Simulationsgesamtheit und AMELIA soll am
Ende der Datenerzeugung ein Datensatz veröffentlicht werden. Es geht al-
so darum, den Basisdatensatz gegen die Offenlegung sensibler Daten zu
schützen. Im Fall von AMELIA wird ein komplett neuer Datensatz erzeugt,
der allerdings auf den EU-SILC-Daten beruht. Dieser wird anderen For-
schern zur Verfügung gestellt werden.

Für einzelne Variablen wird innerhalb des Zensus-Stichprobenforsch-
ungsprojekt und AMELIA eine Szenarioanalyse durchgeführt. Damit wird auf
ein weiteres Werkzeug eingegangen, das durch die Verwendung syntheti-
scher Daten innerhalb einer Simulation möglich wird.

Jeder der drei Datensätze ist aus unterschiedlichen Gründen inter-
essant für die Wissenschaft. Bei der Zensus-Simulationsgesamtheit ist die
administrative Struktur besonders wichtig. Zudem stellt die große Men-
ge an Daten, die erzeugt werden muss, eine Herausforderung dar. Bei der
BLUE-ETS liegt die Herausforderung vor allem in den Besonderheiten, die
Wirtschaftsdaten bieten. Für den Datensatz im Fall des AMELI-Projekts
gilt dies, weil viele teilweise voneinander abhängige Einkommenskompo-
nenten zu berücksichtigen sind. Zusätzlich muss die räumliche Dimension
berücksichtigt werden.

Die Herausforderungen sind also unterschiedlich, aber der Ablauf
von Erhebung, Konstruktion und Verarbeitung, ist für die drei Anwen-
dungsbeispiele ähnlich. Diese werden im Folgenden kurz vorgestellt, bevor
dann in den Unterabschnitten auf die Besonderheiten der einzelnen Da-
tensätze eingegangen wird.

Die Grundlage des Datenkonstrukts ist zunächst in allen drei Fällen
ein Querschnittsdatensatz. Der erste Schritt besteht nun darin, den Rah-
men der Simulationsgesamtheit zu klären. Im Fall des Zensus ist dies sehr
einfach, da das Melderegister den Rahmen bildet. Für jedes Datenelement
wird dann eine laufende Nummer vergeben, die auch über die Zeit un-
veränderlich ist. Anschließend wird die Reihenfolge festgelegt, in der die
Variablen erzeugt werden. Dabei wird grundsätzlich nach dem Prinzip vor-
gegangen, dass die wichtigsten Variablen zuerst erzeugt werden. Grundlage
für diesen und folgende Schritte ist eine graphische und statistische Da-
tenanalyse. Dabei geht es um die Identifikation von Regelmäßigkeiten und
Mustern. Aufbauend darauf kann dann ein Modell entwickelt werden, nach
dem die Daten erzeugt werden (vgl. Schnell 1994, S. 3).

Die Erzeugung findet in Variablenblöcken statt. Zwischen den er-
zeugten Blöcken können Graubereiche auftreten, in denen die Variablen
nicht ganz unabhängig sind. Die Blöcke sind in Abbildung 5.1 skizziert.
Bei dieser rekursiven Struktur kann der bayesianische Gedanke ins Spiel
kommen.
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Abbildung 5.1.: Blockweise Erzeugung von Variablen

5.1. Die Zensus-Simulationsgrundgesamtheit
Volkszählungen sind die älteste Form von Bevölkerungsumfragen. Schon
in der Bibel ist im Prinzip von einer Volkszählung die Rede, allerdings
wurde damals noch mit anderen Mitteln gearbeitet. In Deutschland wur-
de seit 1987 (West-Deutschland) beziehungsweise 1981 (Ost-Deutschland)
kein Zensus mehr durchgeführt. Dies ist einerseits auf die großen Protes-
te nach dem Zensus von 1987 und andererseits auf die erwarteten Kos-
ten zurückzuführen. Dies sind auch die Gründe, die mit ausschlaggebend
für die Umstellung des Zensusdesigns gewesen sein dürften. Im Jahr 2011
wurde der erste Zensus seit der Wiedervereinigung durchgeführt. Dabei
wurden verschiedene Zielsetzungen verfolgt. So ist der Zensus Entschei-
dungsgrundlage für wirtschaftspolitischen Maßnahmen und Planungen der
Gebietskörperschaften. Die Ergebnisse des Zensus betreffen politische Ent-
scheidungsträger in Bund, Ländern, Gemeinden, der Europäischen Kom-
mission und bei Sozialversicherungen, um nur einige Beispiele zu nennen.
Von hohem Interesse sind bei der europaweiten Zensus-Erhebungsrunde,
zu der der deutsche Zensus gehört, vor allem aktuelle Zahlen zur Gesamt-
bevölkerung, daneben aber beispielsweise auch Arbeitsmarktdaten.1

Zum ersten Mal wurden bei der Durchführung des Zensus im Jahr
2011 Registerdaten verwendet, um Stichprobeninformationen zu verbes-
sern.2 Es wird also ein Paradigmenwechsel vollzogen, da dieser Zensus als
Register-gestützter Zensus geplant wurde. Dies bedeutet, dass nicht, wie
in der klassischen Volkszählung üblich, alle Bürgerinnen und Bürger be-
fragt werden, sondern Melderegister ausgewertet und durch eine Stichprobe
ergänzt werden. Die Stichprobe soll eine Hochrechnung aller nicht im Regis-
ter vorhandenen Informationen ermöglichen. Zur Vorbereitung des neuen
Stichprobendesigns wurde ein vorbereitendes Stichprobenforschungsprojekt
initiiert, das von der Universität Trier und der Gesis bearbeitet wurde.3

Bei der Entwicklung eines geeigneten Stichprobendesigns und der
Bewertung von Schätzverfahren wurde im Rahmen des Projekts eine Simu-
lationsgesamtheit benötigt.4 Daten aus verschiedenen Quellen werden ein-

1 Zu den Problemen und Perspektiven von Zensus siehe Peter Lorscheid (2003).
2 Wiegert und Münnich (2004) untersuchen die Eignung von deutschen Registerdaten

für die Regressionsschätzung.
3 Nähere Informationen zu diesem Projekt sind unter http://www.uni-trier.de/

index.php?id=4779 zu finden.
4 Siehe Gabler et al. (2012) und Münnich et al. (2011b) zur Entwicklung des Stich-

probendesigns.

http://www.uni-trier.de/index.php?id=4779
http://www.uni-trier.de/index.php?id=4779
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gespeist, um diverse Zielsetzungen zu untersuchen. Im Folgenden wird nun
die Generierung des Phase-2-Datensatzes des Stichprobenforschungspro-
jekts beschrieben. Diesem Datensatz gingen zwei weitere Projektdatensätze
voraus, die in dieser Arbeit aber nicht im Detail besprochen werden.5

Im folgenden Abschnitt wird die Vorgehensweise bei der Erstellung
der Zensus-Grundgesamtheit vorgestellt. Die Ergebnisse wurden teilweise
schon in Münnich et al. (2011) vorgestellt. Die erzeugten Variablen sind
in Tabelle 5.10 abgebildet.

5.1.1. Strukturgebende Daten
Die Zensus-Simulationsgesamtheit baut in der Hauptsache auf zwei unter-
schiedlichen Quellen auf. Es stehen die anonymisierten Melderegisterdaten
für Gesamtdeutschland (im Folgenden die MR-Daten) und der Mikrozensus
von 2006 zur Verfügung. Daneben standen noch anonymisiertes Material
des Zensustests und Informationen zur Zusammenlegung von Postleitzahl-
bereichen zu Stadtteilen zur Verfügung. Große Städte werden bei der Ein-
teilung von Stichprobenbasiseinheiten später in Stadtteile zerlegt, deshalb
ist diese Information relevant. Da die MR-Daten als deterministischer Block
angesehen werden können, dienen die 85.790.381 Einträge6 als Rahmen der
Simulation. Es werden also keine neuen Personen hinzusimuliert, sondern
lediglich weitere Variablen für diesen schon vorhandenen Block synthetisch
generiert. Zudem werden einzelne Personen verschiedenen Modellen zufol-
ge (vgl. Burgard und Münnich 2010) als nicht im Melderegister erfasste
(Fehlbestände) oder fälschlicherweise im Melderegister erfasste Personen
(Karteileichen) ausgewiesen (vgl. Magg et al. 2006, Münnich et al. 2009
sowie Burgard und Münnich 2009). Die Grundlage dieser Karteileichen-
und Fehlbestandsmodelle liefert eine anonymisierte Datendatei, die aus dem
Zensustest 2001 resultiert.7 Der Zensustest wurde durchgeführt, um eine
Grundlage für Modelle zu Registermerkmalen zu ermöglichen. Unter die-
sen Merkmalen befinden sich Angaben zur Person wie Geburtsdatum oder
Geschlecht sowie Angaben darüber, ob es sich bei der Anschrift um den
Hauptwohnsitz handelt oder nicht.

Das Melderegister

Wie oben bereits beschrieben sind die Melderegisterdaten eine Hauptsäule
bei der Erzeugung des synthetischen Datensatzes. Grundlage für den ge-
nerierten Datensatz sind also die Variablen aus den Melderegisterauszügen

5 Phase 0 liegen rein synthetische Daten zugrunde, die sich aber an der Realität orientie-
ren. Diese synthetische Grundgesamtheit wurde im Rahmen des DACSEIS-Projekts auf
Basis des Vorgehens von Devroye (1986) erzeugt. Zum genauen Ablauf zur Erzeugung
des Phase 0 Datensatzes siehe Münnich und Schürle (2003). Dieser Datensatz war
die Grundlage für erste Simulationen im Zensus-Stichprobenforschungsprojekt (vgl.
Münnich et al. 2007). In Phase 1 wurden zum einen anonymisierte Melderegister-
daten aus vier Bundesländern um synthetisch generierte Variablen angereichert sowie
erste gesamtdeutsche aggregierte Melderegisterdaten zur Planung herangezogen (vgl.
Münnich et al. 2011).

6 Zu dieser Zahl kommt es durch die Addition von Hauptwohnsitzen und Nebenwohn-
sitzen.

7 Für nähere Informationen zum Zensustest 2001 siehe Schäfer (2004)
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Geschlecht (im Mikrozensus von 2006 findet sich diese Angabe in Varia-
ble EF46), Geburtsjahr (das Alter ist im Mikrozensus 2006 in Variable
EF44 enthalten), Familienstand (im Mikrozensus 2006 in Variable EF49).
Zu diesen Variablen sind im Mikrozensus äquivalente Angaben zu finden.
Daneben sind in den anonymisierten Melderegisterauszügen Angaben zu
Staatsangehörigkeit, Bezugsdatum der Wohnung und Wohnstatus enthal-
ten (eine Übersicht ist in Tabelle 5.1 gegeben). Die zuletzt genannten In-
formationen sind im Mikrozensus nicht oder in anderer Form zu finden.
Bekannt sind zusätzliche Variablen, die die Zugehörigkeit zu einer adminis-
trativen Einheit beziehungsweise zu einem Postleitzahlenbereich oder einer
Adresse anzeigen.8 Diese werden als Strukturvariablen bezeichnet.

Tabelle 5.1.: Melderegistervariablen
Variable MZ Name Code Beschreibung
SEX EF32 Geschlecht 1 männlich

2 weiblich
AGE EF44 Alter metrisch – über 95 jährige eine

Klasse
NAT EF368Staatsan-

gehörigkeit
1 Deutsch

2 Nicht deutsch
8 Doppelte Staatsbürger-

schaft
FST EF49 Familienstand 1 Ledig

2 Verheiratet
3 Verwitwet
4 Geschieden
5 Eingetragene Lebens-

partnerschaft
6 Familienstatus unbekannt

WST - Wohnstatus 0 Alleinige Wohnung
1 Hauptwohnsitz
2 Nebenwohnsitz
9 Wohnungsstatus ungeklärt

Quelle: (Münnich et al., 2012, S. 62)

Neben den in Tabelle 5.2 enthaltenen Ausprägungen waren in den
anonymisierten Daten des Melderegisters noch weitere Nationalitäten ent-
halten, die allerdings aufgrund der Menge an Ausprägungen und aus Gründen
der Anonymität nicht berücksichtigt werden konnten. In Tabelle 5.2 ist ei-
ne Übersicht der wichtigsten Staatsangehörigkeiten enthalten, die auch bei
der späteren Analyse eine Rolle spielen.

8 Nicht bekannt ist die Zugehörigkeit der Personen in einer Adresse zu Haushalten.
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Tabelle 5.2.: Die Ausprägungen der Variable Staatsangehörigkeit
Code Beschreibung
1 Türkei
2 Griechenland
3 Italien
4 Ex-Jugoslawien
5 Osteuropa
6 Andere
9 Deutschland

Die in Tabelle 5.1 dargestellten Variablen sind bis auf Wohnsta-
tus sowohl im Melderegisterdatenbestand als auch im Mikrozensus 2006
enthalten. Da sie somit als Link zwischen den beiden Datensätzen die-
nen können, spielen sie eine gewichtige Rolle bei der Erzeugung weiterer
Variablen. Neben diesen Variablen wurden im anonymisierten Melderegis-
termaterial auch Variablen geliefert, die im Mikrozensus nicht zu finden
sind. Ein Beispiel ist das Datum des Beziehens der Wohnung (Variable
ef109 in den anonymisierten Melderegisterauszügen). Das Bezugsjahr spielt
vor allem bei der Erstellung von Haushaltszusammenhängen eine wichtige
Rolle.

Im Melderegisterdatenmaterial ist die Variable ef9 enthalten. Die-
se bezeichnet den Wohnstatus der Wohnung, in der sich der betreffende
Eintrag befindet. Die Variable hat die Ausprägung 1, wenn es sich um die
alleinige Wohnung des Eintrags handelt, die Ausprägung 2, wenn es sich
um die Hauptwohnung handelt, und 3, wenn es sich um die Nebenwoh-
nung handelt. Aufgrund dieser Variable hat der Datensatz mehr Einträge,
als Personen in Deutschland ansässig sind. Einzelne Personen können im
Datensatz doppelt auftauchen, sofern sie auch eine Nebenwohnung gemel-
det haben. Die Information über Zweitwohnsitze spielt insbesondere für
die Ausarbeitung eines Stichprobendesigns eine gewichtige Rolle und wur-
de deshalb im Datensatz belassen. Andere tatsächliche Personen tauchen
im Datensatz hingegen aus Datenschutzgründen nicht auf.

Im Datenmaterial des statistischen Bundesamtes sind Variablen ent-
halten, die Rückschlüsse auf die Zugehörigkeit eines Eintrags zu einer Adres-
se oder administrativen Einheit zulassen.10 So lässt sich beispielsweise eine
Gemeindezugehörigkeit bestimmen. Die Gemeinden können wiederum in
Gemeindegrößenklassen (GGK) eingeteilt werden, die äquivalent zu den
Gemeindegrößenklassen sind, wie sie im Mikrozensus 2006 verwendet wer-
den (Variable EF563 MZ 06).

Die Variable GGK bietet eine Information über das Umfeld eines
Eintrags. Diese Information kann später genutzt werden, um Kontextin-
formationen in die Erzeugung einfließen zu lassen. Allerdings kann diese
Variable bei der Erzeugung auch Probleme auslösen, wenn eine Gemeinde

9 Wenn Kleinbuchstaben zur Bezeichnung der ef Nummer verwendet werden handelt es
sich um Variablen des Melderegisters.

10Es handelt sich um einen anonymisierten Datensatz, das heißt, dass nicht auf einzelne
Personen zurückgeschlossen werden kann.
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nach Melderegister in eine Klasse eingeteilt wird, die es dem Mikrozensus
2006 zufolge in diesem Landkreis nicht gibt. Teilweise kann dies darauf
zurückzuführen sein, dass sich die Größe der Gemeinden verändert hat. Teil-
weise sind aber auch nicht alle Gemeinden, die im Melderegister enthalten
sind, auch im Mikrozensus enthalten. Bei den anonymisierten Melderegis-
terauszügen sind die Daten nicht zwingend zum gleichen Zeitpunkt erfasst
wie beim Mikrozensus 2006. Ein Matching der Gemeindegrößenklasse aus
dem Mikrozensus zu der Gemeindegrößenklasse im Melderegister ist also
nicht möglich.

In Tabelle 5.3 wird ein Überblick über die Anzahl der verschiedenen
Stichprobenbasiseinheiten nach Bundesländern gegeben. Das Konzept der
Stichprobenbasiseinheiten ist Teil des für den Zensus 2011 ausgearbeiteten
Stichprobendesigns (vgl. Münnich et al. 2011). SDT bezeichnet dabei die
Anzahl der Stadtteile. Bei Städten über 500.000 Einwohnern wurden meh-
rere Stadtteile wie getrennte Gemeinden behandelt. GEM bezeichnet die
Gemeinden mit mehr als 10.000 Einwohnern. Alle Gemeinden, die dieses
Kriterium nicht erfüllen, werden in sogenannten Verbandsgemeinderesten
(VBG) zusammengefasst. Sofern im entsprechenden Bundesland keine Ver-
bandsgemeinden vorhanden sind oder die zusammengefassten Gemeinden
nicht mehr als 10.000 Einwohner haben, werden diese in Landkreisresten
(KRS) gebündelt.

Tabelle 5.3.: Verteilung der SMP-Typen in den Bundesländern
SMP-Typ (abs. Hfk)

Bundesland SDT GEM VBG KRS Summe
Baden-Württemberg 2 244 126 35 407
Bayern 8 216 30 71 325
Berlin 12 0 0 0 12
Brandenburg 0 71 5 14 90
Bremen 3 1 0 0 4
Hamburg 7 0 0 0 7
Hessen 3 168 0 21 192
Mecklenburg-Vorpommern 0 24 30 12 66
Niedersachsen 2 205 68 34 309
Nordrhein-Westfalen 12 339 0 17 368
Rheinland-Pfalz 0 46 122 20 188
Saarland 0 40 0 5 45
Sachsen 4 69 13 22 108
Sachsen-Anhalt 0 60 27 11 98
Schleswig-Holstein 0 53 52 11 116
Thüringen 0 33 6 17 56
Deutschland 53 1.569 479 290 2.391

Quelle: Münnich et al. (2011) S. 42

In Abbildung 5.2 ist die geografische Aufteilung der Stichprobenba-
siseinheiten (Sampling Points) auf die Bundesrepublik Deutschland zu se-
hen11. Dabei ist der SMP-Typ 0 (Stadtteile) gelb eingefärbt. Der SMP-Typ
11Dabei können sich durchaus noch Abweichungen von der Zahl von 2.391 SMP’s erge-
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1 (Gemeinden mit mehr als 10.000 Einwohnern) ist rot eingefärbt. Gemein-
den, die in Verbandsgemeinderesten zusammengefasst werden (SMP-Typ
2), tragen die grüne Farbe, und die Gemeinden, welche in Landkreisresten
zusammengefasst sind (SMP-Typ 3), sind blau eingefärbt.

Abbildung 5.2.: Die Stichprobenbasiseinheiten in der regionalen Aufteilung
Quelle: Münnich et al. (2011) S. 44

Der Mikrozensus

Die Anforderungen bezüglich administrativer Strukturen werden durch An-
passung der MR-Daten erreicht, während für die Erfüllung der inhaltlichen
Anforderungen eher Informationen aus dem Mikrozensus 2006 herangezo-
gen werden. Dieser Datensatz ist also die zweite wichtige Säule der Zensus-
Simulationsgesamtheit.

Für die Informationsgewinnung im Rahmen des Mikrozensus wer-
den seit 1957 ein Prozent aller Haushalte in Deutschland jährlich befragt
(vgl. Sauerbier und Heike 2002, S. 2). Es werden Merkmale zur Struktur
der Bevölkerung, zu Arbeitsmarkt sowie Erwerbsbeteiligung und zu Son-
deraspekten erfasst. Das derzeitige Erhebungsprogramm wurde im Mikro-
zensus-Gesetz vom 17. Januar 1996 festgelegt. Die Teilnahme am Mikro-
zensus ist Pflicht, und ein Haushalt kann maximal vier Jahre in Folge
teilnehmen. Danach gibt es die Möglichkeit, an der Dauerstichprobe zu
partizipieren. Der Mikrozensus wird als Basis zur Berechnung von Quo-
tenstichproben und als Hochrechnungsbasis verwendet (vgl. Drogies 2010,
S. 123ff.). Es handelt sich um eine Stichprobe mit disproportionaler Auf-
teilung, der Datensatz ist aus diesem Grund mit Hochrechnungsfaktoren
ausgestattet (vgl. Gabler 1994, Christians 2005 und Iversen 2007).
Diese können zur Datenerzeugung verwendet werden. Das zugrunde liegen-
de Verfahren wurde bereits in Kapitel 4.3.4 vorgestellt.

Bei dem scientific use file, das vom Statistischen Bundesamt zu For-
schungszwecken veröffentlicht wird und das im Rahmen der Arbeit verwen-
det wurde, handelt es sich um eine 70-Prozent-Stichprobe des Mikrozensus.

ben. SMP ist die Abkürzung für sampling point
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Abbildung 5.3.: Vioplot zur Visualisierung der Unterschiede zwischen re-
lativen Häufigkeiten von hochgerechnetem MZ 2006 und
synthetischer Grundgesamtheit

Die Variable EF750 im Mikrozensus enthält einen Hochrechnungsfaktor
für die Wohnbevölkerung (Personenfaktor). Dieser wird im Folgenden ver-
wendet. Die Variable EF750 fließt dabei mit dem Faktor 100 ein. Sofern
Haushalts- oder Adressenformationen aus dem Mikrozensus verwendet
werden, muss ein anderer Hochrechnungsfaktor angewandt werden.

Mithilfe der Hochrechnungsfaktoren lässt sich die Mikrozensus-Be-
völkerung mit der Melderegisterbevölkerung bezüglich einiger demografi-
scher Variablen vergleichen. Sauerbier und Heike (2002) merken aller-
dings an, dass die Verwendung von Hochrechnungsfaktoren auch durch-
aus kritisch zu hinterfragen ist. Dies ist insbesondere der Fall, wenn die
Hochrechnungsfaktoren für die Mikrosimulation verwendet werden sollen.
Demnach treten vor allem Probleme auf, wenn Hochrechnungsfaktoren ver-
wendet werden, die in ihrer Größe sehr inhomogen sind. In diesen Fällen
kann es zu einer hohen Streuung in der Simulation, Inkonsistenzen und sys-
tematischen Verzerrungen kommen. Um diesen Problemen aus dem Weg zu
gehen, schlagen Sauerbier und Heike (2002) vor, die Mikroobjekte mit
sehr hohen Hochrechnungsfaktoren in Objekte mit niedrigeren Faktoren
aufzugliedern.

Es muss berücksichtigt werden, dass bei den Ergebnissen des Mikro-
zensus 2006 ein Stichprobenfehler auftreten kann, besonders wenn die Er-
gebnisse für Gemeinden hochgerechnet werden. Zudem kann ein Rahmen-
fehler vorliegen, da die Ergebnisse sich nicht auf den gleichen Zeitpunkt
beziehen. Unterschiede zwischen relativen Häufigkeiten von hochgerechne-
tem MZ 2006 und synthetischer Grundgesamtheit werden in Abbildung 5.3
visualisiert. Die Differenzen sind für die Ausprägungen männlich (SEX1)
sowie die fünf Gebäudegrößenklassen (GebGK1-5) visualisiert. Auch diese
Abbildung zeigt, dass die Hochrechnungsfaktoren bei der Mikrosimulation
berücksichtigt werden sollten.
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Die Bedeutung der Mikrostrukturen wurde bereits in Abschnitt 3.3
herausgestellt. Für die Basispopulation des Mikrozensus stellt sich aller-
dings das Problem, dass zwar Informationen zu Haushaltsstrukturen im
Datensatz enthalten sind, nicht aber Informationen über die Zugehörigkeit
einer Person zu einer Anschrift. Für die Zielpopulation, die auf den Melde-
registerdaten beruht, stellt sich diese Situation genau umgekehrt da. Zwar
sind in diesem Fall Informationen darüber enthalten, welche Personen ge-
meinsam in einer Anschrift wohnen, es fehlen jedoch Informationen, wel-
che Personen einer Anschrift einen gemeinsamen Haushalt bewohnen. Aus
diesem Grund werden im folgenden Abschnitt Möglichkeiten vorgestellt,
um die Variable EF570 Gebäudegrößenklasse (Gebäudeschicht) aus dem
Mikrozensus für das Basismaterial des statistischen Bundesamtes nachzu-
bauen.

Um die Strukturen der Haushalte und Anschriften richtig abzubil-
den, muss bekannt sein, welche Parameter diese Strukturen bestimmen.
Es muss analysiert werden, ob sich diese Strukturen zwischen Gemeinden,
Bundesländern oder einzelnen Subgruppen unterscheiden. Erster Schritt
zur Erzeugung von Haushaltsstrukturen ist deren Analyse im Mikrozensus.
Die Analyse der Strukturen folgt nun in den nächsten Absätzen.

Die Gegenüberstellung von Haushalten und Personen einer Anschrift
ist in Abbildung 5.4 zu finden. Hier ist zu sehen, dass eine überwiegende
Anzahl von Anschriften in der Mikrozensus-Bevölkerung nur Haushalte
mit wenigen Personen umfasst (blaue Markierung). Am unteren rechten
Rand der Grafik ist zu sehen, dass es sehr große Anschriften gibt, die nur aus
einem Haushalt bestehen. Bei großen Anschriften, solchen in denen mehr
als vierzig Personen leben, kommt es demgegenüber nicht vor, dass sich
nur zwei oder drei Haushalte in der Anschrift befinden. Dies deutet darauf
hin, dass es sich bei den großen Haushalten in einer einzigen Anschrift um
Anstalten handelt.

Abbildung 5.4.: Anzahl der Personen in Haushalten und Anschriften

Es sind im Mikrozensus verschiedene Variablen enthalten, die Auf-
schluss über die Adressstrukturen geben. Als erste wichtige Variable ist
hier die Gebäudegrößenklasse (EF712) zu nennen. Die Kodierung dieser
Variable ist in Tabelle 5.4 zu sehen.
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Tabelle 5.4.: Kodierung der Variable EF712 im Mikrozensus
Code Beschreibung
1 Kleingebäude (Grundauswahl: Gebäudegrößenklasse 1)
2 mittelgroße Gebäude (Grundauswahl: Gebäudegrößenklasse 2)
3 Großgebäude (Grundauswahl: Gebäudegrößenklasse 3)
4 Gemeinschafts-/Anstaltsunterkünfte (Grundauswahl:

Gebäudegrößenklasse 4)
6 Neubauten (Neubauauswahl: Gebäudegrößenklasse 6)

Tabelle 5.5.: Gebäudegrößenklassen im Mikrozensus
Schicht Art Gebäude Merkmal Gebäude
Erste kleinere Gebäude 1 bis 4 Wohnungen
Zweite mittlere Gebäude 5 bis 10 Wohnungen
Dritte große Gebäude 11 und mehr Wohnungen
Vierte Sonderschicht Gemeinschaftsunterkünfte
Sechste Schicht Neubauten keine Unterteilung nach Größe

Informationen über Adresszusammenhänge lassen sich weiter aus
den Auswahlbezirken entnehmen. Es sind im Mikrozensus Informationen
über die Zahl der Haushalte in einem Auswahlbezirk vorhanden. Auswahl-
bezirke sind synthetisch erstellte Auswahleinheiten, bestehend aus zusam-
menliegenden Gebäuden oder Gebäudeteilen. Da der Mikrozensus eine
Klumpenstichprobe ist, werden die Elemente in der untersten Auswahlebe-
ne komplett erfasst. Bei diesen Klumpen handelt es sich um die Auswahlbe-
zirke (vgl. Destatis 2006, S. 4). Als Grundlage zur Bildung der Auswahl-
bezirke wurde die Volkszählung von 1987 verwendet. Für die neuen Bun-
desländer wurden als Grundlage Angaben aus dem zentralen Einwohner-
melderegister verwendet. Als Einteilung dienten dabei die Gebäudegrößen.
Insgesamt existieren fünf Gebäudegrößenklassen, die aber auf die Klas-
sen eins bis vier und sechs aufgeteilt sind. Es existiert also keine fünfte
Gebäudegrößenklasse (siehe Tabelle 5.5).

5.1.2. Zu erzeugende Variablen
Im Rahmen des Zensus-Stichprobenforschungsprojekts wurde vom Auftrag-
geber ein Rahmenprogramm an Variablen vorgegeben. Diese Variablen wa-
ren fester Teil des synthetischen Datensatzes. Zunächst wurden Karteilei-
chen und Fehlbestände jeweils verschiedenen Szenarien zufolge im Daten-
satz ausgeflaggt, es wurde also kein neuer Datenpunkt hinzugefügt oder
gelöscht. Für ein alternatives Modell zur Erzeugung von Karteileichen und
Fehlbeständen sei auf Isaki et al. (1988) verwiesen. Diese entwickelten Mo-
delle zur Schätzung von Karteileichen für kleine Gebiete im amerikanischen
Zensus.

Bei den weiteren synthetischen Variablen handelt sich bei diesen
Variablen hauptsächlich um Variablen, die das Ausbildungs- und Erwerbs-
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profil einer Person beschreiben. Neben den Ausprägungen sind auch Merk-
malskombination aus verschiedenen Variablen von Interesse. Dies geht vor
allem auf Forderungen von EUROSTAT zurück, die in Abschnitt 5.1.3 noch
näher beschrieben werden.

Die Variable EF310 (Höchster allgemeiner Hochschulabschluss

Die Variable EF310 gibt Auskunft über den höchsten erreichten Schulab-
schluss. Die Variable hat sieben Ausprägungen und ist in Teilen ordinal-
skaliert. Die Ausprägungen Abschluss der polytechnischen Ober-
schule, Ohne Angabe und Entfällt verhindern, dass es sich um eine
komplett ordinalskalierte Variable handelt. In Tabelle 5.6 sind die sieben
Ausprägungen dieser Variable zusammengestellt.

Tabelle 5.6.: EF310 Höchster allgemeiner Schulabschluss
Nr. Beschreibung
1 Haupt-(Volks-)schulabschluss
2 Abschluss der allgemeinbildenden Polytechnischen Ober-

schule der DDR
3 Realschulabschluss (Mittlere Reife) oder gleichwertiger Ab-

schluss
4 Fachhochschulreife
5 Allgemeine oder fachgebundene Hochschulreife (Abitur)
6 Ohne Angabe
7 Entfällt (Kinder unter 15 Jahren, Schüler an allgemeinbil-

denden Schulen;
Personen ohne allg Schulabschluss)

Der Grad des Abschlusses hängt sehr stark mit dem Alter zusam-
men. Dies ist auch an dem hohen Kontingenzkoeffizient (siehe Formel 3.24)
zu erkennen (Tabelle 5.7). Bei den verwendeten Variablen handelt es sich
um das Geschlecht (EF32) , die Altersklasse (AKL), der Familienstand
(EF49), die Gebäudegrößenklasse (EF712), Wirtschaftszweig der Haushalts-
bezugsperson (EF562) und dem Bundesland (EF1).

Tabelle 5.7.: Kontingenzkoeffizient zwischen den Variablen EF310 und MR-
Variablen

EF32 AKL EF49 EF712 EF562 EF1
EF310 0,26 0,42 0,29 0,08 0,25 0,47

Die Variable ISCED

Die ISCED-Stufen basieren auf der Mikrozensus-Variable Höchster be-
ruflicher oder allgemeiner Abschluss (MZ06 EF540). Die einzel-
nen Stufen werden durch die internationalen gebräuchlichen ISCED-Stufen
definiert (vgl. Münnich et al. 2012, S. 67ff.).
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Tabelle 5.8.: Ausprägungen der Variable höchster beruflicher oder allgemei-
ner Abschluss (ISCED) EF540 im Mikrozensus 2006

Code Beschreibung
11 ISCED 1 (Ohne allgemeinen und ohne beruflichen Abschluss)
21 ISCED 2 (Haupt-/Realschulabschluss ohne berufl. Abschluss;

Haupt-/Realschulabschluss mit Anlernausbildung, berufl. Prak-
tikum oder Berufsvorbereitungsjahr; ohne allgemeinen Ab-
schluss, aber mit Anlernausbildung, berufl. Praktikum oder Be-
rufsvorbereitungsjahr)

31 ISCED 3 Abschluss einer Lehrausbildung, Vorbereitungsdienst
für den mittleren Dienst in der öffentlichen Verwaltung)

41 ISCED 4a, b (Hoch-/Fachhochschulreife und Lehrausbildung;
Berufs-qualifizierender Abschluss an einer Berufsfachschule/-
Kollegschule, 1-jährige Schule des Gesundheitswesens)

51 ISCED 5a (Fachhochschule, Hochschule)
52 ISCED 5b (Meister-/Techniker- oder gleichwertiger Fachschul-

abschluss, Abschluss einer 2- oder 3-jährigen Schule des Gesund-
heitswesens, Abschluss einer Fach- oder einer Berufsakademie;
Abschluss der Fachschule der DDR; Abschluss einer Verwal-
tungsfachhochschule
Meister-/Technikerausbildung oder gleichwertiger Fachschulab-
schluss, Abschluss einer 2- oder 3-jährigen Schule des Gesund-
heitswesens, Abschluss einer Fachakademie oder einer Berufs-
akademie)

61 ISCED 6 (Promotion)
90 Keine Angabe
99 Entfällt (Kind unter 15 Jahren)

Erwerbsvariable ILO

Nach dem ILO-Konzept werden Personen als erwerbslos definiert, sofern sie
ohne jegliche Beschäftigung sind, innerhalb der letzten vier Wochen vor der
Befragung aktiv nach einer Erwerbstätigkeit gesucht haben und sofort eine
Beschäftigung antreten könnten. Die Variable ILO wurde aus verschiedenen
Mikrozensus-Variablen zusammengesetzt. Diese Variable basiert auf den
Variablen EF29 (Erwerbstyp) und EF401 (Überwiegender Lebensunterhalt)
im Mikrozensus 2006.

Die Stellung im Beruf EF117

Die Variable Stellung im Beruf (EF117) hat im Verhältnis zu anderen Va-
riablen der Zensus-Simulationsgesamtheit viele Ausprägungen. Deshalb ist
hier besonders darauf zu achten, dass die einfache Häufigkeitsverteilung
stimmt. Die Variable ist Teil der Hypercubes, die von EUROSTAT ein-
gefordert wurden. Eine besondere Herausforderung stellt die Modellierung
der räumlichen Muster dar. Einzelne Ausprägungen können vermehrt in be-
stimmten regionalen Einheiten auftreten. Beispielsweise wird die Kategorie
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Berufssoldat in Gemeinden ohne Kaserne in der Nähe sehr selten auftre-
ten, wohingegen die Gemeinden mit Kaserne in der Nähe deutlich höhere
Anzahlen mit Personen dieser Berufsgruppe aufweisen dürften. Die Vari-
anz der Häufigkeiten in den Gemeinden ist also im Vergleich zu anderen
Variablen recht groß.

Tabelle 5.9.: Ausprägungen der Variable Stellung im Beruf (EF117)
Code Beschreibung
01 Selbstständiger ohne Beschäftigte
02 Selbstständiger mit Beschäftigten
03 Mithelfender Familienangehöriger
04 Beamter, Richter
05 Angestellter
06 Arbeiter, Heimarbeiter
07 kaufm./techn. Auszubildender
08 gewerbl. Auszubildender
09 Zeit-/Berufssoldat (einschl. Bundespolizei und

Bereitschaftspolizei)
10 Grundwehrdienstleistender
11 Zivildienstleistender
12 Entfällt (Nichterwerbstätige)
13 Keine Angabe

Zusammenfassend ist in Tabelle 5.10 eine Übersicht über alle erstell-
ten Variablen enthalten.

Tabelle 5.10.: Synthetische Variablen der Zensus-Simulationsgesamtheit
Kürzel Variable
ISCED-Stufen Höchster berufl. oder allg. Abschluss (EF340 – MZ06)
ILO Erwerbstätigkeit nach ILO-Konzept
EF117 Stellung im Beruf
HHN Haushaltslaufnummer
ZZJ Zuzugsjahr
EWT Erwerbstätigkeit
UBS Überwiegender Lebensunterhalt (EF401 - MZ06)
EF310 Höchster allgemeiner Schulabschluss

Als vorbereitender Schritt zur Generierung neuer Variablen ist zu
untersuchen, welche Abhängigkeiten zwischen den zu erzeugenden Varia-
blen bestehen. Bei der Analyse des zugrunde liegenden Mikrozensus geht es
vor allem darum, wichtige Strukturen zu erfassen, um sie hinterher bei der
Erzeugung richtig wiederzugeben. Die zuvor vorgestellte Variable Gemein-
degrößenklasse spielt dabei eine besondere Rolle, da sie eines der wenigen
Strukturmerkmale für Gemeinden ist, das im Mikrozensus enthalten ist.
Wenn die Struktur der Gemeinde die Variablenausprägungen von Personen
beeinflusst, sollte dies wiedergegeben werden. Sofern dies nicht der Fall ist,
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sollte die Gemeindeinformation weggelassen werden. So sind beispielsweise
die Variablen Gemeindegrößenklasse und Erwerbstätigkeit nach ILO-Status
unabhängig voneinander. Bei der Erzeugung der Variable ILO-Klasse muss
die Größe der Gemeinde also nicht berücksichtigt werden.

In Abbildung 5.5 ist beispielsweise anhand eines Mosaikplots12 vi-
sualisiert, dass im Mikrozensus 2006 eine Abhängigkeit zwischen Bildungs-
niveau und Staatsangehörigkeit vorhanden ist. Die Ausprägungen der Va-
riable ISCED-Stufen sind Tabelle 5.8 zu entnehmen. Die Variable Staatsan-
gehörigkeit (abgetragen auf der x-Achse) hat die Ausprägungen wie in Ta-
belle 5.1. Die Flächen, die die Häufigkeiten der unterschiedlichen Merkmals-
kombinationen widerspiegeln, sind sehr unterschiedlich groß. Zudem sind sie
nicht weiß eingefärbt. Anhand Abbildung 5.5 ist demzufolge zu sehen, dass
die Variable Staatsangehörigkeit aus dem Melderegister-Datenbestand bei
der Generierung der Variable ISCED-Stufen berücksichtigt werden sollte.

Abbildung 5.5.: Abhängigkeit zwischen Staatsangehörigkeit und ISCED-
Stufen im MZ06

Neben der Entscheidung, Variablen als Hilfsinformationen zu ver-
wenden, kann auf Basis der Untersuchung der Abhängigkeit auch ent-
schieden werden, dass einzelne Variablen keine Rolle spielen sollten. Bei-
spielsweise besteht zwischen der Gemeindegrößenklasse (EF563 MZ) und
den ISCED-Stufen kein hoher Zusammenhang. Deshalb sollte die Variable
Gemeindegrößenklasse nicht als Kovariate verwendet werden, um ISCED-
Stufen synthetisch zu erstellen.

In Abbildung 5.6 werden die Zusammenhänge zwischen den Varia-
blen Geschlecht, Nationalität und ISCED-Stufen des MZ 2006 mittels ei-
nes balloonplots13 visualisiert. In den einzelnen Feldern stehen jeweils die
Häufigkeiten der Kreuztabellierung. Je größer die jeweilige relative Häufig-
keit der Ausprägungskombination ist, desto größer sind die abgebildeten
blauen Punkte.

12Zur Interpretation von Mosaikplots siehe Abschnitt 3.2.
13Eine Erklärung ist in Abschnitt A.1.4 auf Seite 219 zu finden.
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Abbildung 5.6.: balloonplot: Geschlecht, Nationalität und ISCED-Stufen
MZ06

Neben den Zusammenhängen zwischen einzelnen Variablen können
auch Zusammenhänge zwischen Ausprägungen einzelner Personen auftre-
ten. Bei einer Überprüfung der beiden Variablen Schulabschluss der ersten
Person14 und Schulabschluss der zweiten Person im Haushalt – Variable
EF310 im MZ 2006 – mit einem χ2-Unabhängigkeitstest ergab sich ein
p-Wert von 2, 2 · 10−16. Damit kann die Nullhypothese, dass die beiden
Variablen stochastisch unabhängig sind, verworfen werden.

In Abbildung 5.7 wurden diese Abhängigkeiten anhand von Mosaik-
plots visualisiert.15 Links ist ein Mosaikplot der Häufigkeiten der Merk-
malskombination Altersklasse16 und Stellung im Beruf17 für den MZ06 zu
sehen. Rechts werden die Häufigkeiten der gleichen Merkmalskombination
für die synthetische Zensus-Simulationsgesamtheit visualisiert. In beiden
Abbildungen ist die Abhängigkeit zu sehen, wenn auch in unterschiedlicher
Form.

14Bei der ersten Person im Haushalt handelt es sich um den Haupteinkommensbezieher,
die zweite Person im Haushalt ist dann die Person mit dem nächsthöheren Einkommen.

15Alle numerischen Bezeichnungen der Bundesländer sind Tabelle A.2 im Anhang zu
entnehmen.

16Eine Altersklasse umfasst immer vier Jahre
17Die Ausprägungen dieser Variable sind in Tabelle 5.9 zu sehen.
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Abbildung 5.7.: Zusammenhang zwischen Altersklasse und Stellung im Be-
ruf (EF117)

Quelle: Münnich et al. (2012, s. 73)

Der Graph verdeutlicht den Verlauf des Erwerbsprofils über die Al-
tersklassen hinweg. Das Alter wurde zur besseren Übersichtlichkeit in 21
Klassen unterteilt. Die erste Klasse besteht beispielsweise aus Personen,
die das 15. Lebensjahr noch nicht erreicht haben. Zur besseren Veran-
schaulichung wurde die 12. Klasse vernachlässigt (entfällt für Nicht-
Erwerbstätige). Bei der Modellierung der Variable Stellung im Beruf
ist also darauf zu achten, dass die Ausprägung vom Alter abhängt.

5.1.3. Spezielle Anforderungen an die
Zensus-Simulationsgesamtheit

Im folgenden Abschnitt werden die Anforderungen, die konkret an die
Zensus-Simulationspopulation gestellt werden, in einem Überblick vorge-
stellt.

Anforderung aus den EUROSTAT-Hypercubes

Die Zensusrunde 2011 wird aufgrund einer Verordnung der Europäischen
Kommission durchgeführt. EUROSTAT stellt Anforderungen an die Da-
ten, die aus Deutschland geliefert werden. So soll es möglich sein, einen
sogenannten Hypercube zu schätzen.

Dabei handelt es sich um eine hochdimensionale Kreuztabelle. Teil
des Zensus-2011-Stichprobenprojekts war es, die Schätzung eines solchen
Hypercubes zu simulieren.

Die Daten der Bundesagentur für Arbeit

Einer der Paradigmenwechsel, die im Rahmen des Zensus 2011 durchgeführt
werden, bezieht sich auf die Verwendung von Registern zur Unterstützung
der Schätzungen. Ein bedeutendes Beispiel in diesem Zusammenhang ist
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Tabelle 5.11.: Überwiegender Lebensunterhalt
Code Variable
1 Erwerbstätigkeit/Berufstätigkeit
2 Arbeitslosengeld I, II

3 Unterhalt durch Eltern, Ehepartner/Ehepartnerin,
Lebenspartner/Lebenspartnerin oder andere

4 Angehörige
Eigenes Vermögen, Ersparnisse, Zinsen,

5 Vermietung, Verpachtung, Altenteil
Sozialhilfe, Grundsicherung

6 Asylbewerberleistungen
7 Leistungen aus einer Pflegeversicherung
8 Sonstige Unterstützungen (z. B. BAföG,

Vorruhestandgeld, Stipendium)
Bezug von Renten/Pensionen

die Verwendung des Melderegisters. Daneben sollte aber auch die Verwen-
dung weiterer Registerdaten geprüft werden. Dafür stehen beispielsweise die
Registerdaten der Bundesagentur für Arbeit. Allerdings ist die Ausgangssi-
tuation hier eine andere, denn die Qualität der Register nicht vergleichbar
mit der Qualität der Melderegister ist. Zudem können vermutlich nur Aus-
sagen über die Anzahl der Erwerbstätigen pro Anschrift gemacht werden.
Das Aggregationsniveau, auf dem Informationen eingespeist werden, ist al-
so ein anderes. Dennoch kann die Schätzung mit diesen Daten eventuell
verbessert werden.18

Editing-Regeln für die Zensus-Simulationsgesamtheit

Die angewendeten Editing-Regeln leiten sich zumeist direkt aus den Gege-
benheiten im Mikrozensus ab. Wenn eine Merkmalskombination aus zwei
Variablen im gesamten Mikrozensus nicht beobachtet wird, dann wird die-
se Merkmalskombination als strukturelle Null definiert. Sofern die Merk-
malskombination nur für einige administrative Einheiten beobachtet wird,
nicht aber in anderen, kann man in den Einheiten, in denen die Kombina-
tion nicht vorkommt, von einer Stichprobennull sprechen.

Die Variable ILO hat sieben Ausprägungen. Für die Ausprägungen
1 und 2 (erwerbstätig und erwerbslos) müssen die Personen mindestens 15
Jahre alt sein. Das ist auch in der folgenden Abbildung 5.8 zu sehen, in der
die relativen Häufigkeiten für einen ILO-Status nach Alter abgebildet sind.
Die Maxima der einzelnen Ausprägungen sind bei ganz unterschiedlichen
Altersgruppen zu finden. Beispielsweise sind unter den Personen zwischen
20 und 33 Jahren besonders häufig Nichterwerbspersonen zu finden (rosa
Kurve).

18Die Integration von Hilfsinformationen auf einem anderen Aggregationsniveau wird
vermutlich zu den großen Herausforderungen der Statistik in den nächsten Jahren
gehören.
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Abbildung 5.8.: Die Häufigkeiten der Ausprägungen der Variable ILO nach
Alter

In Tabelle 5.12 sind ausgewählte Beispiele für Editing-Regeln zu
sehen, die für die Zensus-Simulationspopulation von Bedeutung sind. Die
Ausprägungen der Variable ISCED sind in Tabelle 5.8 auf Seite 133 zu
sehen.

Tabelle 5.12.: Ausgewählte Editing-Regeln für die Zensus-Simulations-
population

Nr. Editing-Regel
1 Personen unter 15 Jahren haben bei der Variable ISCED-Stufen

die Ausprägung 99.
2 Personen, die jünger als 19 Jahre sind, dürfen nicht die Aus-

prägung 51 bei der Variable ISCED-Stufen haben.
3 Personen, die jünger als 17 Jahre sind, dürfen nicht die Aus-

prägung 52 bei der Variable ISCED-Stufen haben.
4 Personen, die jünger als 25 Jahre sind, dürfen keine Promotion

haben.
5 Personen, die älter als 15 Jahre sind, dürfen nicht die Aus-

prägung 99 beim ISCED-Stufen haben.
. . . . . .

Weitere Editing-Regeln und deren Umsetzung in R sind im Anhang
angegeben (Abschnitt A.4).

Die Variable EF310 hat die Ausprägung ”Abschluss der allgemein
bildenden polytechnischen Oberschule der DDR“. Dieser Schultyp umfasste
zehn Klassen. Da die letzten Absolventen diese Art von Schulen im Jahr
1990 verließen, müssen Personen, die diese Ausprägung aufweisen, im Jahr
2006 mindestens 28 Jahre alt sein.
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Das Alter spielt eine bedeutende Rolle bei der Erzeugung der synthe-
tischen Variablen. Bei einigen Variablen gibt es Altersstufen, aus denen sich
direkt eine Editing-Regel ableiten lässt. So darf eine erwerbstätige Person
beispielsweise nicht jünger als 15 Jahre sein. Da sich die relevanten Alters-
stufen von Variable zu Variable unterscheiden, wird das Alter als Ganzes
zur Erzeugung verwendet und dann für jede zu erzeugende Variable indi-
viduell das Alter in Klassen eingeteilt. Eine Aufteilung in Altersklassen ist
notwendig, da die Anzahl der möglichen Merkmalsausprägungen sonst zu
hoch werden würde.

Für die Erstellung synthetischer Grundgesamtheiten ist in vielen
Fällen die richtige Wiedergabe von Adress- und Haushaltsstrukturen von
Interesse.

In Tabelle 5.13 werden die Anforderungen an die Zensus-Simulat-
ionsgrundgesamtheit noch einmal kurz zusammengefasst. Neben den allge-
meinen Anforderungen an einen synthetischen Datensatz, die in Kapitel 3
vorgestellt wurden, gibt es noch spezifische Anforderungen, die sich direkt
aus den Basisdatensätzen ableiten.

Eine weitere Anforderung an die synthetische Grundgesamtheit ne-
ben der Existenz administrativer Strukturen und der richtigen Anzahl an
Ausprägungen ist, dass keine logischen Fehler auftreten dürfen.

Tabelle 5.13.: Anforderungen an die Zensus-Simulationsgesamtheit
1. Die meisten Variablen sind kategorial mit höchstens ordinalem

Skalenniveau
Lineare Regression und Vorhersage kann nicht angewendet werden, Mo-
delle der kategorialen Regression sind nicht ausreichend gut.

2. Hoher Editing-Aufwand
Dichtes Netz von logischen Editing-Regeln, beispielsweise hängen Aus-
bildungsstatus und Erwerbsprofil sehr stark voneinander ab.

3. Mikrostrukturen spielen eine entscheidende Rolle
Die Ausprägungen der Haushaltsmitglieder können voneinander
abhängen.

4. EUROSTAT Hypercubes
Eine hohe Anzahl an Merkmalskombinationen ist zu berücksichtigen.

5. Große Datenmenge
Durch den extrem großen Umfang gehen die Rechenzeiten erheblich in
die Höhe.

5.1.4. Vorgehen zur Erzeugung der
Zensus-Simulationsgesamtheit

Die MR-Daten können als deterministischer Block gesehen werden. Die
85.790.381 Einträge dieser Daten dienen als Rahmen der Simulation. Es
werden keine neuen Personen hinzusimuliert, sondern lediglich weitere Va-
riablen für diesen schon vorhandenen Block generiert. Dieser vorhandene
Block entspricht der gelb eingefärbten linken Seite in Abbildung 5.9.

Es werden Haushaltsstrukturen erzeugt, die nicht im Datensatz ent-
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halten sind. Mit Hilfe des Mikrozensus, der 780.903 Einträge hat, können
unter Berücksichtigung der Hochrechnungsfaktoren Kreuztabellen auf Land-
kreisebene erstellt werden. Daraus resultieren Informationen über Vertei-
lungen, die allerdings nicht tiefer als bis zur Landkreisebene belastbar sind.
Die Simulationspopulationen enthalten demzufolge unterschiedliche Typen
von Variablen.

In Abschnitt 5.1.1 ist zu sehen, dass die Einflüsse auf einen Block von
Variablen vielschichtig sind und sich auf verschiedenen Ebenen auswirken.
Diese Einflüsse sollten in einer synthetischen Grundgesamtheit adäquat ab-
gebildet werden können.

Neben den schon genannten Strukturvariablen gibt es andere Mel-
deregistervariablen, die teilweise leicht umkodiert wurden, und Variablen,
die aus den Informationen des Mikrozensus hinzusimuliert wurden. Dane-
ben gibt es Variablen, die auf Modellen beruhen, etwa Karteileichen und
Fehlbestände sowie Variablen, die für das Stichprobendesign wichtige In-
formationen enthalten (vgl. Burgard und Münnich 2010).

Aufbauend auf den Informationen aus den Einwohnermelderegistern
werden also weitere Blöcke von Variablen hinzusimuliert. Eine multivariate
Verteilung F (x1, x2, . . . , xk) soll bestimmt werden.

Es werden Kreuztabellen unter Verwendung der Hochrechnungsfak-
toren auf Basis der Landkreise erstellt. Diese Kreuztabellen enthalten die
relativen Häufigkeiten der möglichen Merkmalskombinationen. Die relati-
ven Häufigkeiten werden verwendet, damit diese als Wahrscheinlichkeit in-
nerhalb der Ziehungsroutine verwendet werden können. Dieses Vorgehen si-
chert die Variabilität der Ergebnisse zwischen den Landkreisen. Die hochge-
rechneten Ergebnisse aus dem Mikrozensus sind auf Gemeindeebene nicht
verlässlich genug.

Die Kreuztabellen umfassen genauso die jeweils zu generierende Va-
riable wie bedingende Variablen. Die Variablen werden konsekutiv erzeugt.
Es wurde also schrittweise vorgegangen, und es werden die bereits erzeug-
ten synthetischen Variablen zur Erzeugung weiterer Variablen verwendet.
Dieses Vorgehen wurde gewählt, um die Konsistenz zwischen den erzeugten
synthetischen Variablen zu gewährleisten.

Abbildung 5.9.: Datensätze zur Erzeugung der Zensus-Grundgesamtheit

Um die Basis der Stichprobe zu erhöhen, werden für solche Merk-
malskombinationen, die im Mikrozensus für den jeweiligen Landkreis nicht
vorkommen, eine Kreuztabelle zur Ziehung verwendet, die auf Basis der
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Regierungsbezirke gebildet wird. Falls die Merkmalskombination auch hier
nicht auftritt, wird wieder eine Ebene höher, also auf Bundesebene gezogen.
Sollten die Merkmalskombination selbst auf Bundesebene nicht vorhanden
sein, wird die Anzahl der Variablen, in deren Abhängigkeit gezogen wird,
verringert.

Aus diesen loglinearen Modellen resultieren relative Häufigkeiten für
Gemeinden, die entweder mit der Gesamtzahl der Personen in der Unter-
gruppe multipliziert (µij = nij · πij) oder als Ziehungswahrscheinlichkeiten
verwendet werden können. Der Vorteil dieses Verfahrens ist, dass Randbe-
dingungen genau erfüllt werden können. Allerdings kommen auf der ande-
ren Seite keine stochastischen Einflüsse mehr zur Geltung. Das Resultat
ist eine Häufigkeitstabelle auf Gemeindeebene, aus der sich eine Matrix er-
stellen lässt, die dann noch innerhalb der Untergruppen permutiert werden
muss. Dabei können die einzelnen Reihen dieser Matrix zufällig permutiert
werden. Eine andere Möglichkeit ist, diese Permutation mit einem Algorith-
mus durchzuführen, der hinsichtlich eines vorher festzulegenden Maßes op-
timiert wird. Wenn zum Beispiel die Matrix für Frauen mit deutscher Natio-
nalität in einer Altersklasse permutiert wird, können die Ausprägungen der
erzeugten Variablen so lange permutiert werden, bis der Anteil der Merk-
malsausprägungen zwischen den Anschriften ausreichend groß streut. Als
Maß würde sich hier beispielsweise der Intraklassen-Korrelationskoeffizient
anbieten. Die kombinatorische Optimierung kann mittels simulated anne-
aling durchgeführt werden (siehe Abschnitt 4.3.7).

Biographische Einflüsse beziehen sich zu großen Teilen auf Informa-
tionen, die aus dem Einwohnermelderegister bekannt sind. Familienstruk-
turen spielen gerade bei dem Erwerbsprofil eine Rolle. Im Einwohnermelde-
register sind aber keine Informationen darüber enthalten, welche Personen
gemeinsam in einem Haushalt wohnen. Diese Informationen müssen also
simuliert werden. Daneben sind Einflüsse wahrscheinlich, die auf die Um-
gebung zurückzuführen sind. Beispielsweise werden Personen in einer eher
ländlichen Umgebung ein anderes Erwerbsprofil haben, als Personen die in
einer Großstadt wohnen. Neben diesen Einflüssen wird es Einflüsse geben,
die zufällig sind oder nicht ermittelt werden können (unbekannte Einflüsse).

Eine weitere Arbeitshypothese ist, dass Ausprägungen für eine Per-
son im Haushalt abhängig von den Ausprägungen der Variablen für weitere
Personen in einem Haushalt sind. Als erstes Beispiel dient die Variable
Schulabschluss. Es wird also beispielsweise vermutet, dass der Schulab-
schluss der ersten Person in einem Haushalt stochastisch abhängig von dem
Schulabschluss der zweiten Person im Haushalt ist (siehe auch Seite 137).

Die Clusterung innerhalb von Haushalten spielt vor allem eine Rolle
für die Schätzung von Karteileichen und Fehlbeständen, da bei diesen eine
Clusterung auf Haushalte vermutet wird. Karteileichen konzentrieren sich
vor allem auf erwachsene Nachkommen, Geschiedene und Personen, die mit
einem Zweitwohnsitz an der Adresse gemeldet sind (vgl. Scharmer 2003,
S. 38). Zumindest bei den erwachsenen Nachkommen ist zu vermuten, dass
sich die Nachkommen einer Familie ähnlich verhalten. Die Klumpung inner-
halb von Anschriften ist noch wichtiger als die Klumpungen innerhalb der
Haushalte, wenn es um die Schätzung von Karteileichen und Fehlbeständen
geht.
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Für die Abarbeitung der verschiedenen Ziele im Rahmen des Zensus-
Stichprobenprojekts werden zahlreiche Simulationen durchgeführt. Dafür
werden Untersuchungsvariablen und Schichtungsvariablen benötigt. Schich-
tungsvariablen beziehen sich teilweise auf einen Haushalt, beispielsweise
die soziale Stellung des Haupteinkommensbeziehers oder der Haushaltstyp
(vgl. Wolf 2004 und Körner und Nimmergert 2003). Zudem ist die Er-
zeugung der Variablen von Interesse, damit Variablen unter Berücksichtig-
ung der Haushaltsmitgliedschaft erzeugt werden können und somit diesen
Clusterstrukturen Rechnung getragen wird.

Diese Möglichkeit liefert ein weiteres Argument für die bei der Erzeu-
gung der synthetischen Daten gewählte Reihenfolge, zuerst die Haushalts-
zusammenhänge und dann weitere Variablen zu simulieren. Die Abhängig-
keit verschiedener Variablen innerhalb von Haushaltszusammenhängen lässt
sich besser unter Kenntnis der selben bestimmen.

Für jedes Objekt im Datensatz wurde nun abhängig von den be-
reits vorhandenen Ausprägungen (entweder die Melderegistervariablen oder
bereits erzeugte Variablen) Merkmale für die neue synthetische Variable
gezogen. Da sie mithilfe der Wahrscheinlichkeiten in den vorher erzeug-
ten Kreuztabellen gezogen wurden, ist eine realitätsnahe Abbildung der
Abhängigkeitsstrukturen gewährleistet.

Neben der realitätsnahen Abbildung der Verteilungen und der Ab-
hängigkeitsstrukturen ist es vor allem wichtig, die räumliche Variabilität
zu gewährleisten. Verschiedene Maßnahmen werden ergriffen, um diese Va-
riabilität herzustellen. zum einen werden Variablen, die strukturelle In-
formationen enthalten, mit in die Abhängigkeitsstruktur einbezogen. Dies
betrifft beispielsweise die Gemeindegröße.19 Zum anderen ist eine Variabi-
lität zwischen den Landkreisen durch die Hochrechnung der Mikrozensus-
Ergebnisse auf landkreisebene berücksichtigt. Daneben werden die Aus-
prägungen der synthetisch erzeugten Variablen zwischen den Personen mit
gleichen Ausgangsvariablen (die Variablen, die ausschlaggebend für die
Abhängigkeitsstruktur sind) permutiert.20

Zum Schluss wurde noch ein logisches Editing durchgeführt. Sofern
erzeugte Merkmalskombinationen diesem Editing nicht standhielten, wurde
der oben beschriebene Prozess für diese Objekte noch einmal durchgeführt.

Um die Zahl der Input-Variablen bei der Erzeugung der ILO Stufen
zu reduzieren, werden mit der Analyse latenter Klassen die Beobachtungen
im Mikrozensus klassifiziert.

Die Variable Zuzugsjahr

Ein weiterer Untersuchungsgegenstand sind die Migrationsbewegungen. Des-
halb wurde eine Variable Zuzugsjahr von Bürgern mit ausländischer Staats-
bürgerschaft (ZZJ) generiert.

Da in einigen Landkreisen im Mikrozensus 2006 nur wenige Perso-
nen der sechs in Tabelle 5.14 aufgeführten Personengruppen auftauchten,
kam es zu Problemen bei der Datenerzeugung.

19Wünschenswert wäre hier auch die Integration der Variable Adressgröße gewesen, al-
lerdings ist diese Variable im Mikrozensus nicht verfügbar.

20Das Vorgehen zur Permutierung wird in Abschnitt 4.1.4 beschrieben.
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Tabelle 5.14.: Nationalitäten in der Zensus-Simulationsgesamtheit
Code Gruppe
1 Türken
2 Griechen
3 Italiener
4 Ex-Jugoslawier
5 Osteuropäer
6 Andere

Für diese Landkreise werden bei der Datenerzeugung Informatio-
nen aus anderen Landkreisen zur Hilfe herangezogen. Bei einer uneinge-
schränkten Zufallsstichprobe aus der Häufigkeitsverteilung des Mikrozensus
wäre es jedoch zu einer äußerst homogenen Variable gekommen. Um dies zu
verhindern, wird ein Modell zur Schätzung der Populationsparameter ver-
wendet. Auf der Basis dieses Modells wird dann eine Vorhersage gemacht.
Der resultierende Vektor hat die Größe des Simulationsdatenbestands. Zur
Erstellung des Modells wird ein zweistufiges Verfahren nötig, da ein großer
Teil der Personen mit ausländischer Staatsbürgerschaft in Deutschland ge-
boren ist. So wird zunächst ein Mehrebenen-Logitmodell verwendet, um
die Zahl der in Deutschland geborenen Personen mit Migrationshinter-
grund vorherzusagen. Auf die Personen ohne deutsche Staatsbürgerschaft,
die nach diesem Modell nicht in Deutschland geboren wurden, wird dann
ein normales Mehrebenenmodell angewendet, um das Jahr des Zuzugs vor-
herzusagen. Das Alter dient im Nachhinein als Editing-Argument.

In Abbildung 5.10 ist in den oberen Gitterfenstern (rote Linien)
die Entwicklung des Zuzugs der jeweiligen Bevölkerungsgruppe aus Tabelle
5.14 für den Mikrozensus 2006 zu sehen.
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Abbildung 5.10.: Verteilung des Zuzugsjahres im Mikrozensus
Quelle: Münnich et al. (2012, s. 83)

In den unteren Gitterfenstern in Abbildung 5.10 ist die simulierte
Zuwanderung in der synthetischen Grundgesamtheit abzulesen (blaue Li-
nien). Es ist zu sehen, dass die Verteilung der Zuzugsjahre der Ausländer
in der synthetischen Grundgesamtheit nicht identisch mit der Verteilung
der Zuzugsjahre im Mikrozensus. Dabei sollte auch berücksichtigt werden,
dass es sich bei der Mikrozensus-Population um eine hochgerechnete Stich-
probe handelt. Jedoch werden die für die Simulation Eigenschaften, die bei
der Simulation Probleme bereiten könnten, modelliert:

• zweigipflige Verteilungen

• relativ breite Verteilungen

• einzelne extreme Peaks

In jedem Fall muss betont werden, dass die resultierenden Schätz-
ergebnisse nicht den tatsächlichen Gegebenheiten entsprechen werden.

5.1.5. Analyse der Zensus-Simulationsgesamtheit
Im Folgenden wird synthetische Grundgesamtheit analysiert. Dies geschieht
anhand eines Vergleichs mit ausgewählten Ergebnissen der Mikrozensus-
Population. Zunächst wird in Tabelle 5.15 ein Vergleich der relativen Häufig-
keiten in Mikrozensus und der synthetischen Population durchgeführt.
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Tabelle 5.15.: Ausprägungen der Variable ILO
Code Beschreibung Relative Relative

Häufigkeit Häufigkeit
(MZ06) (synth)

1 Erwerbstätige 0,45 0,45
2 Erwerbslose 0,05 0,05
3 Sonstige 0,02 0,02

Nichterwerbspersonen
4 Nichterwerbspersonen

und Rente, Pension,
Eigenes Vermögen,
Pflegeversicherung

0,22 0,23

5 Nichterwerbspersonen
und Unterhalt durch
Eltern/Lebenspartner
usw.

0,25 0,23

6 Nichterwerbspersonen
und sonstige Unter-
stützungen

0,01 0,01

9 Entfällt 0 0

In Abbildung 5.11 ist für alle Stichprobenbasiseinheiten der Anteil
von drei Gruppen an der Gesamtbevölkerung einer Stichprobenbasisein-
heit für das Bundesland Nordrhein-Westfalen zu sehen. Um die Darstel-
lung übersichtlicher zu machen, wurde die Variable EF117 in drei Gruppen
eingeteilt. Dies ist die Gruppe der Angestellten (EF117A), der Beamten
(EF117B) und der Selbstständigen (EF117S). Es ist zu erkennen, dass der
Anteil der angestellten Personen (EF117A) gerade in und um die großen
Städte sehr hoch ist (im Panel ganz links rötlich eingefärbt), während die
Anteile der Beamten (EF117B) und Selbstständigen (EF117S) über die
Stichprobenbasiseinheiten in NRW relativ homogen verteilt sind. Insge-
samt liegen die Anteile dieser beiden Gruppen auch unter dem Anteil der
Ausprägung EF117A. Ähnliche Ergebnisse sind auch für die anderen Bun-
desländer zu beobachten, wie dies in Abbildung 5.12 erkennbar ist.

Abbildung 5.12 zeigt die Anteile der Angestellten für die vier Bun-
desländer Nordrhein-Westfalen (NRW=05), Rheinland-Pfalz (RLP=07), Ber-
lin (BER=11) und Mecklenburg-Vorpommern (MVP=13). Offensichtlich
nimmt Berlin in Bezug auf die Berufsgruppen in der synthetischen Simula-
tionsgesamtheit eine Sonderstellung ein. Hier ist der Anteil der Angestell-
ten an der Gesamtbevölkerung in allen Stichprobenbasiseinheiten (es sind
in Berlin nur Stichprobenbasiseinheiten vom Typ 0 vorhanden) geringer als
die Anteile der Angestellten in den Stichprobenbasiseinheiten der anderen
Länder.
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Abbildung 5.11.: Räumliche Verteilung der Ausprägungen der Variable
EF117 – Stellung im Beruf – für Nordrhein-Westfalen
Quelle: Münnich et al. (2012, s. 75)
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Abbildung 5.12.: Anteil Angestellte EF117
Quelle: Münnich et al. (2012, s. 76)

Im folgenden Fall wird eine Szenarioanalyse durchgeführt. Es werden
zwei verschiedene Versionen der Variable Erwerbsstatus (EWT) erzeugt.
Der Variable EWT90 zufolge sind im Schnitt 53 Prozent der Personen
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der synthetischen Grundgesamtheit erwerbstätig, in der zweiten Version,
der Variable EWT60, sind nur etwas mehr als 10 Prozent der Personen
erwerbstätig, die Korrelation zur Zensus-Variable EWT ist bei EWT90
höher.21 Die Erzeugung dieser Variable ist in (Münnich et al., 2012, S.
83) beschrieben.

In Abbildung 5.13 wird die Korrelation zwischen Zahl der gemelde-
ten und Zahl der erwerbstätigen Personen in einer Adresse nach Bravais-
Pearson dargestellt. Dabei stehen die einzelnen Zahlen für die Bundesländer,
01 beispielsweise für Schleswig-Holstein (siehe Tabelle A.2).

Abbildung 5.13.: Korrelation zwischen Anteil Erwerbstätiger und Adress-
größe Variable EWT60 für die Bundesländer

In der linken Grafik der Abbildung 5.14 ist zu sehen, wie die relativen
Häufigkeiten einer Ausprägung zwischen den einzelnen Stichprobenbasis-
einheiten variieren. Am kleinsten ist diese Variation für die Ausprägungen
männlich und weiblich (erster und zweiter Violinplot). Sehr differiert die
relative Ausprägung Person ist erwerbstätig (ILO= 1).

21Die Bezeichnung 60 bzw. 90 hinter der Abkürzung EWT gibt an, wie stark der Zu-
sammenhang zwischen der Variable EWT in der synthetischen Population und der
entsprechenden Variable in den Registern der Bundesagentur für Arbeit ist.
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Abbildung 5.14.: Korrelation zwischen Registerbevölkerung und Zensus-
Bevölkerung
Quelle: Münnich et al. (2012, s. 66)

In der rechten Grafik der Abbildung 5.14 ist die Korrelation zwei-
er Bevölkerungsgrößen und die Größe der Stichprobenbasiseinheit gegen-
einander abgetragen. Der Korrelation liegt ein Modell I3 zu Grunde, das
in Münnich et al. (2012) näher beschrieben wird. In dieser Grafik sind
zusätzlich unten Dichtestriche integriert, damit sichtbar wird in welchen
Bereichen sich die meisten Punkte befinden.

Je mehr Einträge in der jeweiligen Stichprobenbasiseinheit vorhan-
den sind, desto dunkler ist der jeweilige Punkt gefärbt. Je weiter die Ein-
färbung der Punkte in der rechten Grafik von Abbildung 5.14 Richtung
dunkelblau geht, desto größer ist die durchschnittliche Adressgröße pro
Stichprobenbasiseinheit. Wenn eine Stichprobenbasiseinheit in einem sehr
hellen Grau eingefärbt ist, dann bedeutet dies, dass die mittlere Adress-
größe sehr gering ist. Die kleinste mittlere Adressgröße liegt in der Zensus-
Simulationsgesamtheit bei 2,7 Personen pro Adresse. Die größte durch-
schnittliche Personenanzahl pro Adresse liegt bei 31,4. Diese hohen Durch-
schnittszahlen tauchen hauptsächlich für die Stichprobenbasiseinheiten vom
Typ 0, also Stadtteilen auf. Auf der x-Achse sind die Korrelationen und auf
der y- Achse die Größe der Stichprobenbasiseinheiten abgetragen. Prinzipi-
ell lässt sich ein Zusammenhang feststellen zwischen der Größe der Stich-
probenbasiseinheit und der Korrelation. Dieser Zusammenhang kann aber
darauf zurückgeführt werden, dass in größeren Stichprobenbasiseinheit auch
durchschnittlich größere Anschriften auftauchen.

Ein wichtiges Ziel des Zensus-Stichprobenprojekts ist es, die Schätz-
methoden zur Schätzung der tatsächlichen Bevölkerungszahl vorzuschlagen.
Um dies zu realisieren, wird der synthetischen Grundgesamtheit eine Infor-
mation beigefügt, ob es sich bei der Person um eine Karteileiche oder einen
Fehlbestand handelt. Diese Informationen basieren auf den Ergebnissen
von Logitmodellen. Die Korrelation zwischen der Zahl der unter einer An-
schrift gemeldeten und der Zahl tatsächlicher Bewohner in dieser Anschrift,
wurde mit 0,993 veranschlagt. Ist tatsächlich eine so hohe Korrelation vor-
handen, steht eine extrem starke Hilfsinformation bei der Schätzung der
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Bevölkerung zur Verfügung. Allerdings kann es in Einzelfällen vorkommen,
dass die Korrelation zwischen der Zahl der registrierten Personen und der
Zahl der Personen, die tatsächlich in der Adresse wohnt, deutlich unter
0,993 liegt.

Bei der Analyse der erzeugten synthetischen Grundgesamtheit wer-
den die relativen Häufigkeiten der einzelnen Merkmalsausprägungen mit-
einander verglichen (siehe Abbildung 5.21). Dabei wird der Hochrechnungs-
faktor EF951 zur Hochrechnung der Ergebnisse für den Mikrozensus ver-
wendet.

In Abbildung 5.15 werden innerhalb eines Mosaikplots auch Pearson-
Residuen (siehe Gleichung 3.27) visualisiert. Dieses Mal wird der Zusam-
menhang zwischen Schulabschluss und Geschlecht dargestellt. Die Flächen
des Mosaikplots wurde entsprechend der Pearson-Residuen eingefärbt.
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Abbildung 5.15.: Mosaikplot für Schulabschluss nach Geschlecht

Anhand des geringen p-Werts sowohl für die synthetische Grundge-
samtheit als auch für die Mikrozensus-Population ist zu erkennen, dass
die Nullhypothese (die Zellhäufigkeiten entsprechen dem Unabhängigkeits-
modell) deutlich verworfen werden kann. Blau eingefärbte Flächen be-
deuten, dass die Merkmalsausprägung im restringierten Modell deutlich
häufiger vorkommt als im saturierten Modell. Entsprechend gilt dies um-
gekehrt für die roten Flächen. Im Fall von weiß eingefärbten Flächen ent-
spricht die Häufigkeit dieser Merkmalskombination in der Grundgesamtheit
in etwa der Häufigkeit im Fall der Unabhängigkeit.

In Abbildung 5.16 sind odds-ratios für verschiedene Schichten zu
sehen.
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Abbildung 5.16.: Odds-ratios zwischen Geschlecht und höchstem Schulab-
schluss für die Zensus-Simulationsgesamtheit

In Abbildung 5.17 ist die Beziehung zwischen der Erwerbstätigkeit
und dem Geschlecht für alle Bundesländer zu sehen. Bei den Variablen
Geschlecht und Erwerbstätigkeit handelt es sich um binäre Variablen. Das
Bundesland dient in diesem Beispiel als Schichtvariable.

Es ist zu sehen, dass die Wahrscheinlichkeit, dass ein Mann er-
werbstätig ist, bis zu 2,5-mal so hoch ist (Saarland) wie bei Frauen. In
allen Bundesländern liegt der odds Ratio über eins, das heißt, dass in al-
len Bundesländern die Wahrscheinlichkeit, erwerbstätig zu sein, bei den
Männern höher ist. In Sachsen sind nur 29 % mehr Männer erwerbstätig.
Die im Verhältnis zu Männern höhere Erwerbstätigkeit bei Frauen ist ein
Muster, das vor allem bei den Stadtstaaten und den ostdeutschen Bun-
desländern auftritt. Diese Erkenntnis spricht dafür, bei der Erzeugung der
Erwerbstätigkeit unbedingt die Interaktion zwischen Geschlecht und Bun-
desland zu berücksichtigen.
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Abbildung 5.17.: Chancenverhältnisse für Erwerbstätigkeit und Geschlecht
nach Bundesland für den Mikrozensus 2006

Um den Einfluss verschiedener Variablen auf die Haushaltsgröße zu
testen, werden Poisson-Regressionen durchgeführt. Diese Poisson-Regres-
sionen werden vergleichbar zu den Beispielen in Thompson (2008) aufge-
baut.

Da die Daten nicht direkt zur Verfügung stehen, werden unterschied-
liche Annahmen zur Struktur der Daten gemacht. Dabei wurden extreme
Situationen miteinander verglichen. Ziel der Integration verschiedener Sze-
narien für die Variable EWT war es zu zeigen, welchen Einfluss die Qualität
der Daten der Bundesagentur für Arbeit haben können. In Abbildung 5.18
werden nun die beiden Szenarien der Variablen gezeigt. Die roten Punkte
stellen die Korrelation der 90 Prozent Variable (EWT90) dar, während die
blauen Punkte die Korrelationen der 60 Prozent Variable (EWT60) dar-
stellen.
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Abbildung 5.18.: Vergleich der Korrelation der Variable EWT
Quelle: Münnich et al. (2012, s. 80)

An der Grafik ist zu erkennen, dass die Bezeichnungen EWT60 be-
ziehungsweise EWT90 nicht wörtlich aufzufassen sind. Jeder Punkt steht
für die Korrelation zwischen der Anzahl der Ausprägungen ILO = 1 und
der Anzahl der Ausprägungen EWT = 1 pro Adresse für einen Landkreis.
Die maximale Korrelation für einen Landkreis bei der Variable EWT90
liegt demzufolge bei 0,99 während die minimale Korrelation bei 0,76 liegt.
Für die EWT60 Variable liegt der Minimalwert bei 0,26 und der Maximal-
wert bei 0,89. Die Homogenität ist mittels der verwendeten Methode aus
Regression und Vorhersage nur schwer zu realisieren und auch nicht unbe-
dingt wünschenswert, da eine solche Homogenität nicht der Realität ent-
spricht. Wie schwer die Erzeugung einer solchen erzwungenen Homogenität
ist, zeigte das Beispiel der Erzeugung von Karteileichen und Fehlbeständen.

Mit diesen beiden Versionen der Variable EWT sind also zwei ganz
unterschiedliche Qualitäten für eine Hilfsvariable abgebildet. In Abbildung
5.19 ist zu sehen, dass auch für die synthetische Erwerbstätigkeit eine sinn-
volle räumliche Verteilung besteht. Es ist zu sehen, dass die Erwerbstätigkeit
in den größeren Städten von Rheinland-Pfalz höher ist als in den eher
ländlichen Räumen. Dargestellt wird hier der Anteil der Erwerbstätigen an
der Erwerbsbevölkerung. Die Fläche einer Gemeinde ist blau eingefärbt,
wenn der Anteil der Erwerbstätigen an der Bevölkerung relativ niedrig ist.
Umgekehrt wäre die Fläche der Gemeinde gelb eingefärbt, wenn der Anteil
der Erwerbstätigen besonders hoch wäre.
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Abbildung 5.19.: Räumliche Verteilung des Anteils der Erwerbstätigen an
der Erwerbsbevölkerung

In Abbildung 5.20 ist zu sehen, dass die MR-Daten (linke Grafik)
relativ homogen sind. Dies ist daran zu erkennen, dass die Tropfen im
vioplot relativ stark zusammengestaucht sind. Die Anteile der Personen
im Landkreis, die eine bestimmte Merkmalsausprägung aufweisen, streuen
nicht sehr stark zwischen den Landkreisen.

Abbildung 5.20.: Variation der Häufigkeit von Ausprägungen nach Land-
kreisen im Fall des Melderegisters (links) und für den Fall
der synthetischen Population

Demgegenüber ist in der rechten Grafik der Abbildung 5.20 zu se-
hen, dass diese Anteile für die synthetisch generierten Variablen teilwei-
se sehr viel mehr streuen. Es ist also eine größere Heterogenität gegeben.
Wiederum ist zu berücksichtigen, dass es sich bei den Ergebnissen für den
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Mikrozensus um hochgerechnete Landkreisergebnisse handelt, die teilwei-
se keine verlässlichen Ergebnisse liefern können, und dass den Ergebnissen
der synthetischen Grundgesamtheit eine erheblich größere Anzahl an Un-
tersuchungsobjekten zugrunde lag.

Beim Vergleich von Zensusdaten über mehrere Jahre hinweg ist zu
beachten, dass durchaus falsche oder fehlleitende Ergebnisse resultieren
können (vgl. Sabater und Simpson 2007).

Vergleichsweise kleine Unterschiede in den relativen Verteilungen
sind zwischen den Ausprägungen der Variable Stellung im Beruf zu er-
kennen. In Abbildung 5.21 wurde jeweils die Differenz aus der relativen
Häufigkeit für die synthetische Grundgesamtheit und den hochgerechneten
relativen Häufigkeiten des Mikrozensus 2006 abgebildet. Anhand der Aus-
bildung ist zu sehen, dass die Ausprägung 1 im Mikrozensus relativ gesehen
häufiger vorkommt als in der synthetischen Grundgesamtheit, während sich
die Situation für Ausprägung 3 umgekehrt darstellt.

Abbildung 5.21.: Differenz der relativen Häufigkeiten in der synthetischen
Grundgesamtheit und dem Mikrozensus 2006

In Abbildung 5.22 sind Simulationsergebnisse zu sehen. Geschätzt
werden die Ausprägungen von EF117A (Stellung im Beruf – Angestell-
ter). Abgebildet ist der relative root mean square error (RRMSE) nach
Stichprobenbasiseinheit. Auf der y-Achse ist die logarithmierte Größe der
Stichprobenbasiseinheit abgetragen. Die Größe ist in diesem Fall die Zahl
der mit Erstwohnsitz gemeldeten Personen in der Stichprobenbasiseinheit.
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Abbildung 5.22.: RRMSE – Schätzung von EF117A
Quelle: Münnich et al. (2012, s. 99)

Auf der synthetischen Zensus-Grundgesamtheit werden im Rahmen
des Zensus-Stichprobenforschungsprojekts noch weitere Simulationen durch-
geführt. Die Ergebnisse stehen bei Münnich et al. (2011), Münnich et al.
(2011a) sowie Münnich et al. (2012).

5.2. Die BLUE-ETS-Simulationsgesamtheit
In der Wirtschaftsforschung sind Mikrodaten von besonderem Interesse, um
die Funktionszusammenhänge zwischen einzelnen wirtschaftlichen Kenn-
zahlen besser erklären zu können. Wenn Forscher mit Wirtschaftsdaten
arbeiten, sind sie mit sehr speziellen Eigenschaften der Daten konfrontiert
(vgl. Hidiroglou und Lavallée 2009). Clustereffekte sind zu erwarten.
Die Struktur der Daten kann je nach Wirtschaftszweig oder Region sehr
unterschiedlich sein. Ein klassisches Beispiel für ein Industriecluster sind die
vielen Unternehmen der Automobilindustrie, die gehäuft in Süddeutschland
tätig sind (vgl. Blöcker et al. 2009, S. 1ff.). Diese Cluster spielen eine ent-
scheidende Rolle bei der Industrieförderung, da sie Wachstumsmotoren für
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die gesamte Region sein können. Um diese Cluster zu fördern, ist es wich-
tig zu wissen, welche Rahmenbedingungen einen positiven Effekt auf die
Entwicklung solcher Cluster haben. Um diese Rahmenbedingungen rich-
tig einschätzen zu können, wäre es das Beste, Daten zu diesem Thema zu
erfassen und zu analysieren. Wirtschaftsdaten sind auch wichtig, um die
ergriffenen Maßnahmen später zu evaluieren. Dies ist der Grund für die
enorme Bedeutung, die Wirtschaftsdaten für die Evaluation der Strategie
EUROPE 2020 haben.22

Da im Unternehmensregister nicht alle notwendigen Informationen
zu den Firmen enthalten sind, ist eine Stichprobe das Mittel der Wahl. Um
qualitativ hochwertige Daten zu bekommen, ist es von großer Bedeutung,
ein Stichprobendesign zu entwickeln, das der speziellen Struktur der Daten
Rechnung trägt. Für die Ausarbeitung eines solchen Designs können kom-
plexe Simulationsmethoden verwendet werden, um herauszufinden, welche
Methode sich am besten eignen würde. Basis dieser Simulationen ist wieder
ein synthetischer Datensatz.

Analog zu Bevölkerungsdaten kann im Zusammenhang mit Unter-
nehmen auch von Unternehmensdemographie gesprochen werden. Beson-
ders in Zeiten von ökonomischen Krisen kommt es zu Änderungen in der
Zahl der Unternehmen. Die Demographie der Unternehmen ist also deut-
lich fluider. Weil die Änderungen Einblicke in die Wirtschaftsstruktur eines
Landes geben, ist es interessant, die langfristige Perspektive im Blick zu
behalten. Auch in den synthetischen Daten muss demzufolge eine Längs-
schnittstruktur enthalten sein. EUROSTAT hat eine business demography
working group installiert (vgl. Statistical Office of the European
Communities 2007, S. 9). Die EU business demography feasibility study
bietet Richtlinien, wie mit diesem Thema umgegangen werden kann.

Bei der Wirtschaftsstatistik ist die Problematik gegeben, dass Indi-
katoren aufgrund der regionalen Unterschiede eher auf regionaler als auf
nationaler Ebene benötigt werden. Zudem ist oft die Aufschlüsselung nach
Wirtschaftszweigen von Interesse.

Der Rahmen der Umfrage ist nicht immer so klar wie bei Bevölker-
ungsumfragen. Für regionale Untereinheiten existieren oft nur einige we-
nige Unternehmen. In diesem Fall kann der Stichprobenumfang sehr stark
variieren. Dies kann sehr anspruchsvoll sein, wenn eine Varianzschätzung
durchgeführt werden soll. In manchen Domains kann der Stichprobenum-
fang so klein sein, dass der direkte Schätzer nicht die notwendige Genauig-
keit bringt (vgl. Rao 2005, S. 513).

Dies sind Fragen, die auch im Rahmen des BLUE-ETS (BLUE-enter-
prise and trade statistics) Projekts eine Rolle spielen. Das Projekt wird
von der Europäischen Kommission im Rahmen des 7. Forschungsrahmen-
programms gefördert (vgl. EUROSTAT 2002).23 Es ist im Rahmen der
MEETS-Initiative von besonderem Interesse. Das MEETS (modernistation
of European enterprise and trade statistics) fasst die aktuellen Erforder-
22In der Strategie werden drei Prioritäten gesetzt: Das Wirtschaftswachstum soll smart,

nachhaltig und integrativ sein. Dabei sind vor allem zur Überprüfung der Kohäsion
Daten mit räumlichen Strukturen notwendig. Nähere Informationen sind in Commis-
sion 2010 zu finden.

23Nähere Informationen zu diesem Projekt sind unter www.blue-ets.istat.it/ zu be-
kommen.

www.blue-ets.istat.it/
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nisse mit Bezug auf Wirtschaftsstatistik zusammen und trägt dazu bei, die
Datengewinnung effektiver zu gestalten. Auch im BLUE-ETS-Projekt geht es
darum, das Stichprobendesign von Wirtschaftsdatensätzen zu untersuchen.

Dass sich Ergebnisse je nach gezogener Stichprobe sehr stark unter-
scheiden können, zeigt die Abbildung 5.23. Hier werden aus einem italieni-
schen Wirtschaftsdatensatz24 1.000 Stichproben gezogen. In jedem Gebiet
werden gleich viele Elemente gezogen und jeweils der direkte Schätzer für
den Mittelwert des Umsatzes berechnet. Nach jedem Durchlauf werden für
die Schätzergebnisse eine Reihenfolge der Gebiete ermittelt. Bei gelblichen
Feldern wurde der Rang häufiger realisiert als bei bläulichen Feldern.

Abbildung 5.23.: Rang des Ergebnisses für den direkten Schätzer

Es ist zu sehen, dass relativ wenige Gebiete orange eingefärbt sind.
Wenn der Mittelwert für eine Region bei jeder Stichprobe gleich wäre,
müssten alle Felder orange eingefärbt sein. Die Tatsache, dass die meis-
ten Felder blau und grün eingefärbt sind, zeigt, dass die Ergebnisse je nach
Stichprobe sehr unterschiedlich sind.

Bei dieser kleinen Voruntersuchung wurde nicht nach Domains auf-
geteilt. Das Stichprobendesign spielt bei der relativ großen Stichprobe eben-
falls kaum eine Rolle. Zudem sind nur Ergebnisse eines Landes untersucht
worden. Die Daten sind heterogener, wenn Informationen aus unterschied-
lichen Ländern mit einfließen. Obwohl diese kritischen drei Punkte im Mo-
tivationsbeispiel nicht berücksichtigt werden, fällt die große Variation der
Ergebnisse auf.

Die europäische Perspektive macht die harmonisierte Analyse der
Ergebnisse noch komplizierter, weil in den europäischen Ländern unter-
24Der zugrunde liegende ASIA-Datensatz wird in Abschnitt 5.2.1 näher vorgestellt.
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schiedliche Stichprobendesigns angewendet werden, die nicht zwangsläufig
zu der gleichen Ergebnisqualität führen. Deshalb ist es wichtig zu wissen,
welche Faktoren die Qualität der Schätzergebnisse besonders beeinflussen.

Demzufolge ergeben sich auch einige Besonderheiten, die bei der
Schätzung unbedingt berücksichtigt werden sollten. Um diese auch inner-
halb der Simulationsstudie mit einzubeziehen, müssen die Charakteristika
von Wirtschaftsdaten im Allgemeinen und des zugrunde liegenden Daten-
satzes im Speziellen erfasst werden. Es müssen Methoden gefunden werden,
um die Kombination all dieser Informationen in einem realistischen und
dennoch sicheren Datensatz zu ermöglichen.

Wie bereits herausgestellt wurde, sind Simulationsstudien hilfreich,
um herauszufinden, wie Stichproben gezogen werden sollten und welche
Schätzer sich am besten eignen. Eine Voraussetzung für solch komplexe
Simulationsstudien sind Mikrodaten, in denen die Firmen die unterste Un-
tersuchungseinheit sind. Allerdings sind adäquate Mikrodaten in diesem
Bereich aufgrund von Geheimhaltungsgründen oft nicht vorhanden. Des-
halb wird für das BLUE-ETS-Projekt ein synthetischer Datensatz erzeugt.

Bei der Erzeugung dieses Datensatzes ist auf verschiedene Dinge
zu achten. Es ist wichtig, dass Verflechtungen zwischen Industrien richtig
dargestellt werden. Mikrostrukturen sind beispielsweise vor allem bei Un-
ternehmensagglomerationen von Interesse. Wichtig ist zu wissen, welche In-
dustriebereiche komplementär zueinander sind. Viel wirtschaftswissenschaft-
liches Fachwissen muss die Generierung unterstützen.

Bei den zugrunde liegenden Datensätzen muss penibel auf den Da-
tenschutz geachtet werden. Zusätzlich sind die zur Verfügung stehenden In-
formationen auf mehrere Datensätze verteilt. Keiner der Datensätze enthält
alle notwendigen Informationen, um die Simulationen durchzuführen. Es
müssen also Methoden entwickelt und angewendet werden, die es erlauben,
die Datensätze miteinander zu verbinden und gleichzeitig besonders charak-
teristische Datenpunkte zu maskieren, damit der Datenschutz gewährleistet
ist.

Die Welt der Wirtschaftsstatistik ist sehr reich an verschiedenen
Arten von Unternehmen, die eine große Varietät an unterschiedlichen Cha-
rakteristiken aufweisen. So können beispielsweise sehr schiefe Verteilungen
mit Ausreißern auftreten. In den unterschiedlichen Branchen kann eine sehr
unterschiedliche Anzahl von Unternehmen enthalten sein.

Um die Unternehmen zu klassifizieren, wird die statistische Syste-
matik der Wirtschaftszweige in der Europäischen Gemeinschaft (NACE)
verwendet, die 1970 eingeführt und 1990 überarbeitet wurde. Diese Klas-
sifizierung dient auch als Grundlage für die nationalen Systematiken bei-
spielsweise die ATECO-Klassifizierung in Italien (vgl. Goemann-Singer
et al. 2004, S. 15). Ein Beispiel für die Aufteilung der NACE-Klassen auf die
einzelnen Wirtschaftsbereiche ist Tabelle 5.16 zu entnehmen. Dargestellt ist
ein Beispiel für Unternehmen in Abschnitt A.
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Tabelle 5.16.: Beispiel für NACE-Kodierung

Quelle: http://de.enace.eu/d-01.1.html

Die Unternehmen werden den folgenden Punkten zufolge auf die
Klassen eingeteilt (vgl. EUROSTAT 2007, S. 21):

• die Art der produzierten Waren und Dienstleistungen,

• die Verwendungszwecke der Waren und Dienstleistungen,

• Faktoreinsatz, Verfahren und Produktionstechnik.

Je nach Branche unterscheiden sich die Unternehmen innerhalb der
NACE-Klassen sehr deutlich. Dazu kommt die Problematik, dass sehr vie-
le Branchen zu berücksichtigen sind. Verwendet man beispielsweise die
ATECO-Klassifikation mit vier Stellen, so sind 488 Domains bei der Schätz-
ung zu berücksichtigen. Besonders die Kreuzklassifikation der ökonom-
ischen Klassen mit der regionalen Identifikatoren ist von großer Bedeutung
für die Analyse der italienischen Wirtschaft. Wenn die ATECO-Klassifikat-
ion mit drei Stellen und die Zahl der Mitarbeiter (klassiert) kreuzklassifi-
ziert wird, dann erhält man 1028 Domains. Der dritte Fall, der an die-
ser Stelle von Interesse ist, ist die ATECO-Klassifikation mit zwei Stellen
kreuzklassifiziert mit den Regionen. In diesem Fall erhält man 1086 Do-
mains.

Ein weiterer anspruchsvoller Punkt ist, dass bei den Unternehmens-
daten oftmals eine räumliche Struktur zu vermuten ist. Weiter oben wurde
bereits angesprochen, dass Cluster von besonderer Bedeutung sind. Es kann
beispielsweise vorkommen, dass die gesamte Ökonomie einer Region sehr
stark durch ein Unternehmen geprägt ist.

Andere Herausforderungen resultieren daraus, dass vorbestimmte
Restriktionen bestehen. Beispielsweise gibt es bei Unternehmensstichpro-
ben oftmals Abschneidegrenzen. Wenn diese Grenzen bestehen, sind wenig
oder keine Informationen für kleine Unternehmen verfügbar, und es lassen
sich kaum belastbare Aussagen für die kleinen Unternehmen treffen. Bei
größeren Unternehmen stellt sich die Frage, wie Konglomerate zu beur-
teilen sind. Unterschiede können sich aber auch aufgrund von rechtlichen
Bedingungen ergeben. Ergebnisse könnten unterschiedlich sein je nachdem,
ob Unternehmen in einer Branche freiwillige Angaben machen oder ihre
Zahlen veröffentlichen müssen.

http://de.enace.eu/d-01.1.html
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Das Ziel der Datenerzeugung innerhalb des BLUE-ETS-Projekts ist
es, einen synthetischen Datensatz zu erzeugen, der auch der Wissenschaft
zur Verfügung gestellt werden kann, um Stichprobenziehungs- und Schätz-
methoden auf gleicher Ebene miteinander zu vergleichen. Dies kann als
Teil einer open-source-Forschungsphilosophie verstanden werden (vgl. Bur-
gard et al. 2011).

5.2.1. Strukturgebende Daten
Dem späteren BLUE-ETS-Datensatz liegen unterschiedliche Quellen zugrun-
de. Die koordinierende Institution des BLUE-ETS-Projekts ISTAT stellte
freundlicherweise ein Set von Datensätzen zur Verfügung, das als Basis
für Simulationen innerhalb des BLUE-ETS-Projekts dienen kann. Drei un-
terschiedliche Datensätze stehen damit zur Verfügung. Dabei handelt es
sich um den Datensatz des Archivio Statistico Imprese Attive (ASIA) (vgl.
Giorgi 2009), ein Unternehmensregister das für die Periode zwischen 1996
und 2008 verfügbar ist. Daneben stehen noch zwei Datensätze zur Verfügung,
zum einen ein Datensatz mit Informationen über kleine und mittlere Unter-
nehmen (Piccole et medie Imprese – PMI) und zum anderen ein Datensatz
mit Informationen zu mittelgroßen Unternehmen (Sistema dei conti delle
Imprese – SCI).

Die Domain-Informationen können den ASIA-Archiven, dem SCI-
und dem PMI-Datensatz entnommen werden. Ein Matching zwischen den
Datensätzen ergab, dass 98 % der Unternehmen im SCI-Datensatz auch im
ASIA Register enthalten sind.

Der ASIA-Datensatz

Der ASIA-Datensatz umfasst in der Hauptsache kategoriale Variablen. Es
handelt sich um regionale Identifikatoren der Branche, in der das Unterneh-
men tätig ist und den legalen Status des Unternehmens. Eine Ausnahme
bildet die Variable Einkommen (REV), die stetig ist.

Abbildung 5.24 gibt einen Überblick über die verfügbaren Daten.
Der ASIA-Datensatz (orange eingefärbter Teil auf der linken Seite der
Abbildung) ist zunächst der Populationsrahmen für den Datensatz. Das
bedeutet, dass zunächst für jedes Element im ASIA-Datensatz syntheti-
sche Informationen (graue Felder) hinzugespielt werden. Erst später werden
zur Anonymisierung einzelne Elemente herausgelöscht oder verändert. Die
synthetischen Informationen werden auf Basis von Modellen generiert. Als
Hilfsinformationen für diese Modelle können Variablen verwendet werden,
die sowohl im ASIA- als auch im PMI-Datensatz enthalten sind. In diesem
Fall geht es um den dunkelblauen Teil in Abbildung 5.24.
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Abbildung 5.24.: Übersicht über die Datensätze zur Erstellung der
BLUE-ETS-Grundgesamtheit

Quelle: http://de.enace.eu/d-01.1.html

Die Variablen der Tabelle 5.17 sind sowohl im ASIA- als auch im
PMI-Datensatz enthalten. Allerdings ist an dieser Stelle anzumerken, dass
die Struktur der Variablen zwischen den beiden Datensätzen nicht exakt
gleich ist. So sind beispielsweise im PMI-Datensatz Provinzen enthalten,
die im ASIA-Datensatz vergeblich gesucht werden. Die Erträge sind für
die Unternehmen des PMI-Datensatzes im Schnitt deutlich höher als die
Erträge der Unternehmen im ASIA-Datensatz. Dies könnte beispielsweise
auf das spezielle Auswahlschema des PMI-Datensatzes zurückzuführen sein.

Tabelle 5.17.: Variablen, die sowohl im PMI- als auch im ASIA-Datensatz
enthalten sind

Kürzel Variable
Leg Rechtlicher Status
REV Erträge
PROV Provinz
NACE Branche
EMP Anzahl Beschäftigter

Der PMI-Datensatz

Der PMI-Datensatz ist ein weiterer wichtiger Datensatz zur Erzeugung der
synthetischen BLUE-ETS-Grundgesamtheit. In diesem Datensatz sind Infor-
mationen für Unternehmen enthalten, die maximal 999 Mitarbeiter haben.
Die Zahl der verfügbaren Variablen ist deutlich größer, als dies für das
ASIA-Archiv der Fall ist.

http://de.enace.eu/d-01.1.html
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Tabelle 5.18.: Variablen im PMI-Datensatz (I)
Kürzel Italienisch Deutsch
CII VARIAZIONE RIMANS Veränderung bei Bestand an

Roh- und Verbrauchsmateria-
lien

CRC VAR MATERIE PRIME Veränderung bei Bedarf an
Vorleistungsgütern

CRE VAR MERCI DA RIVENDERE Weiterverkäufe
PTA ACQUISTO GODIMENTO

BENI DI TERZI
Ankauf von Umlaufvermögen
Dritter

LCO COSTO PER IL PERSONALE Arbeitskosten
EMP ADDETTI Zahl der Beschäftigten
TUR FATTURATO Umsatz
CIF VARIAZIONE RIMANENZE Veränderung beim Bestand

von Fertig- und Halbfertigpro-
dukten

PUC ACQUISTI MATERIE PRIME
E MERCI

Beschaffung von Vorleis-
tungsgütern

Tabelle 5.19.: Variablen im PMI-Datensatz (II)
Kürzel Italienisch Deutsch
PUS ACQUISTI SERVIZI Beschaffung von Dienstleis-

tungen
PCG ACQUISTO GODIMENTO

BENI DI4
Kauf von Konsumgütern

OEX ONERI DIVERSI DI GESTIO-
NE

Investitionsausgaben bei der
Verwaltung

EMC IMPRENDITORI Beschäftigte bei Partnern
EMS COADIUVANTI Beschäftigte bei Subunterneh-

mern
ASC VARIAZIONE LAVORI IN

CORSO
Veränderungen bei Zuschrei-
bungen

DEP INCREMENTI IMMOBILIZ-
ZAZIONI

Abschreibungen auf Eigentum
und Ausstattung

ITL ALTRI RICAVI E PROVENTI Ertragssteuern
SCB CONTRIBUTI IN CONTO

ESERCIZIO
Sozialleistungen

... ... ...

Die Variablen in den Tabellen 5.18 und 5.19 sind für das BLUE-ETS-
Projekt von besonderer Bedeutung. Um sie synthetisch zu erzeugen, müssen
sie zunächst analysiert werden, um eventuell vorhandene Besonderheiten
später bei der Erzeugung berücksichtigen zu können. Bei der Analyse sollte
auch festgestellt werden, welche Merkmalskombinationen als besonders kri-
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Abbildung 5.25.: Dichte der logarithmierten Umsätze der Unternehmen im
ASIA Datensatz 1996

tisch eingestuft werden. Es handelt sich dabei vor allem um Merkmalskom-
binationen, die nur sehr selten auftauchen. Der erste Schritt ist also analog
zum ersten Schritt bei der Erzeugung von synthetischen Bevölkerungsdaten.

Beispielsweise fällt bei der Variable Umsatz (TUR) auf, dass der
durchschnittliche Wert des Umsatzes pro Beschäftigten für die Branchen
sehr unterschiedlich ist. In Abbildung 5.25 ist der Umsatz der Unterneh-
men in einer Provinz jeweils mit einer dünnen blauen oder grauen Linie
dargestellt. Es ist zu sehen, dass zwischen den einzelnen Provinzen große
Unterschiede bei der Variable logarithmierter Umsatz bestehen. In dieser
Abbildung wird die Dichte des logaritmierten Umsatzes dargestellt. Eine
graue Linie bedeutet jeweils die Dichte für eine der 316 im ASIA-Datensatz
1996 enthaltenen Gemeinden. Es ist zu sehen, dass der Maximalwert der
relativen Häufigkeit in einzelnen Gemeinden deutlich höher liegt als in an-
deren Gemeinden.

Prinzipiell ist für die verschiedenen europäischen Regionen mit stark
heterogenen Unternehmensstrukturen und -daten zu rechnen. Kleine Un-
ternehmen sind in ihrer Struktur streng von großen weltweit tätigen Kon-
zernen zu unterscheiden. Also ist die Größe des Unternehmens nach Zahl
der Beschäftigten ebenfalls eine Quelle für Heterogenität.

Ein weiteres Charakteristikum der ASIA-Daten ist, dass kaum ei-
ne Verteilung symmetrisch ist. So liegt der Median der Beschäftigten pro
Unternehmen beispielsweise bei 8 Arbeitnehmern, während der Mittelwert
der gleichen Kennzahl bei 58.100 Arbeitnehmern liegt. Bei dieser Kenn-
zahl kann also von einer schiefen Verteilung gesprochen werden. Durch das
Logarithmieren wird bei vielen Variablen eine etwas symmetrischere Vertei-
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lung erreicht. Auf Basis dieser transformierten Variablen lassen sich bessere
Modelle schätzen.

Bei Unternehmensdaten spielen Ausreißer eine bedeutende Rolle,
insbesondere dann, wenn sie in Kombination mit kleinen Stichprobengrößen
auftauchen (vgl. Schmid 2011, S. 2ff.). Dabei sind verschiedene Arten von
Ausreißern zu unterscheiden. Beispielsweise sind outlying domains von ein-
zelnen Ausreißern zu differenzieren. Wichtig ist zu ermitteln, wann welche
Ausreißer eine Rolle spielen.

In Kapitel 3 wurde bereits darauf hingewiesen, dass neben der Ver-
teilung der Variablen auch auf den Zusammenhang zwischen den Varia-
blen zu achten ist. In Abbildung 5.26 ist die Korrelation nach Bravais-
Pearson zwischen den interessierenden Variablen im PMI-Datensatz zu se-
hen. Die Variable REV (Erträge) ist die einzige Variable, die auch im ASIA-
Datensatz enthalten ist. Bei der Erzeugung wird so vorgegangen, dass die
Variable, die die höchsten Korrelationen aufweisen, zuerst erzeugt werden.
In Abbildung 5.26 ist zu sehen, dass LCO (Arbeitskosten) die Variable mit
der höchsten Korrelation zu TUR ist. Diese wird also zuerst erzeugt.

Variablen

V
ar

ia
bl

en

TUR

LCO

PUS

EMP

PUC

OEX

PCG

ITL

CIF

SCB

DEP

EMC

CII

ASC

EMS

TUR LCO PUS EMP PUC OEX PCG ITL CIF SCB DEP EMC CII ASC EMS

1 0.88 0.9 0.87 0.82 0.74 0.69 0.63 0.4 0.26 0.18 0.18 0.07 0.02 −0.06

0.88 1 0.83 0.96 0.7 0.7 0.68 0.64 0.48 0.29 0.21 0.12 0.07 0.04 −0.11
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0.87 0.96 0.82 1 0.7 0.69 0.67 0.63 0.5 0.29 0.2 0.26 0.07 0.04 −0.01

0.82 0.7 0.68 0.7 1 0.57 0.55 0.53 0.37 0.22 0.17 0.16 0.14 0.02 −0.01

0.74 0.7 0.72 0.69 0.57 1 0.58 0.6 0.3 0.24 0.17 0.14 0.04 0.02 −0.1

0.69 0.68 0.69 0.67 0.55 0.58 1 0.52 0.31 0.22 0.16 0.13 0.06 0.03 −0.08

0.63 0.64 0.66 0.63 0.53 0.6 0.52 1 0.29 0.36 0.17 0.09 0.03 0.02 −0.09

0.4 0.48 0.36 0.5 0.37 0.3 0.31 0.29 1 0.16 0.07 0.09 0.05 −0.01 −0.02

0.26 0.29 0.26 0.29 0.22 0.24 0.22 0.36 0.16 1 0.1 0.05 0.02 0.01 −0.04

0.18 0.21 0.19 0.2 0.17 0.17 0.16 0.17 0.07 0.1 1 0.01 0.03 0.04 −0.03

0.18 0.12 0.16 0.26 0.16 0.14 0.13 0.09 0.09 0.05 0.01 1 0.02 0 −0.09

0.07 0.07 0.06 0.07 0.14 0.04 0.06 0.03 0.05 0.02 0.03 0.02 1 0 0

0.02 0.04 0.03 0.04 0.02 0.02 0.03 0.02 −0.01 0.01 0.04 0 0 1 −0.01

−0.06 −0.11 −0.1 −0.01 −0.01 −0.1 −0.08 −0.09 −0.02 −0.04 −0.03 −0.09 0 −0.01 1
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Abbildung 5.26.: Levelplot – Korrelation zwischen den Variablen

Eine weitere Besonderheit von Unternehmensdaten sind die zu er-
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wartenden ausgeprägten räumlichen Muster. Dies ist beispielsweise Abbil-
dung 5.27 zu entnehmen. Hier ist die durchschnittliche Beschäftigungszahl
der Unternehmen im Süden Italiens deutlich geringer als im Norden. Vi-
sualisiert werden Zahlen aus dem ASIA-Datensatz. 25

Abbildung 5.27.: Mittlere Beschäftigungszahl von Unternehmen in den
Provinzen Italiens im Jahr 1999 (ASIA-Datensatz)

Die Werte einzelner Variablen können je nach Gruppenzugehörigkeit
sehr unterschiedlich hoch sein. Daneben kann es aber auch sein, dass der
Wert für ein Unternehmen null ist. Dies kann der Fall sein, wenn ein Unter-
nehmen nur aus einer selbstständigen Person besteht. Für einige Variablen
ist der Anteil der Ausprägungen, die den Wert null aufweisen, relativ hoch.
Dies ist auch in Abbildung 5.28 zu sehen. Offenbar sind im PMI-Datensatz
Nullwerte enthalten.

25Die Karte basiert auf Daten von der Website http://www.vdstech.com/map_data.
htm.

http://www.vdstech.com/map_data.htm
http://www.vdstech.com/map_data.htm
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Abbildung 5.28.: Für sechs Variablen der Anteil der Ausprägungen, die den
Wert null aufweisen (PMI 1999)

Diese Nullwerte können einen erheblichen Einfluss auf Analyseergeb-
nisse haben, wie in den folgenden Abbildungen 5.29 und 5.30 zu sehen ist.
In diesen Abbildung sind die logarithmierten Werte der Variable Investiti-
onsausgaben der Verwaltung (OEX) gegen die logarithmierten Werte der
Variable Umsatz (TUR) geplottet. Zudem wurde jeweils eine Regression
für die Werte einer Branche durchgeführt. Jede der bunten Linien steht für
ein Regressionsmodell in einer spezifischen Branche. Die unabhängige Va-
riable war dabei OEX, während die Variable TUR als abhängige Variable
verwendet wurde. In der Abbildung 5.29 beruhen die Regressionsgeraden
jeweils auf allen Werten dieser Branche, also auch auf den Nullwerten.
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Abbildung 5.29.: xy-Plot für die Auswirkung der Nullwerte auf
Regressionen

In der Abbildung 5.30 werden die Nullwerte in der abhängigen und
unabhängigen Variable ausgespart.

Abbildung 5.30.: xy-Plot für die Auswirkung der Nullwerte auf Regressio-
nen (ohne Nullwerte)
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Es ist zu sehen, dass im Fall der unteren Grafik sowohl die Achsen-
abschnitte als auch die Steigungen näher beieinander liegen und eher das
Zentrum der Daten repräsentieren. Aus den in diesem Abschnitt geschilder-
ten Besonderheiten leiten sich spezielle Anforderungen ab, die im folgenden
Unterabschnitt näher thematisiert werden.

5.2.2. Spezielle Anforderungen an die
BLUE-ETS-Simulationsgesamtheit

In Deutschland gibt es ein Grundrecht auf Datenschutz (vgl. Lehner
und Lachmayer 2009, S. 96f.), das sowohl für natürliche als auch für
juristische Personen gilt. Eine ähnliche Situation wie in Deutschland ist
auch in anderen europäischen Ländern, wie Italien gegeben. Analog zu
Bevölkerungsdaten sorgt die Versicherung des Interwiewers über den Da-
tenschutz dafür, dass die Daten zeitnah komplett und ohne Antwortverwei-
gerung erfasst werden können (vgl. Cox 1995, S. 443). Dieser Versicherung
des Interwiewers gilt es also nachzukommen, wenn ein synthetischer Da-
tensatz veröffentlicht werden soll. Kein tatsächliches Unternehmen darf mit
einem Unternehmen in der synthetischen Grundgesamtheit in Verbindung
gebracht werden. Diese Anforderung kann sich als noch komplizierter her-
ausstellen, als dies bereits für Bevölkerungsdaten der Fall ist. Unternehmen
variieren in ihren spezifischen Charakteristika deutlich mehr als Personen.

Aus der Analyse der zur Verfügung stehenden Daten ergeben sich
wieder die Anforderungen an eine synthetische Grundgesamtheit. Im Fall
der PMI- und ASIA-Daten fallen bei der Datenanalyse vor allem folgende
Punkte auf:

Die Gebiete haben eine sehr unterschiedliche Größe. Bei dieser Be-
obachtung spielt es keine Rolle, ob die Gebiete nach inhaltlichen oder
räumlichen Kriterien eingeteilt werden. Daraus ergeben sich bei der Stich-
probenziehung auch sehr unterschiedliche Stichprobengrößen, falls die ent-
sprechenden Variablen zur Schichtung verwendet werden.

Für die PMI-Daten scheint ein Trade-Off zwischen richtiger Ver-
teilung und richtiger Korrelationsstruktur zu bestehen. Es kann entweder
die Verteilung oder der Zusammenhang zwischen Variablen richtig model-
liert werden. Beides zusammen in einem Modell zu berücksichtigen, scheint
nicht möglich. Für die zu erzeugende synthetische Grundgesamtheit sollte
in jedem Fall eher die Korrelationsstruktur richtig wiedergegeben werden.
Je nachdem, wie hoch die Korrelation ist, lohnt sich die Integration von
Modellen.

Wie in Abbildung 5.28 zu sehen ist, weisen viele Unternehmen für
einige Variablen einen Wert von null auf. Dabei handelt es sich beispiels-
weise um Kosten, die in diesen Unternehmen nicht anfallen. In Abbildung
5.29 ist zu sehen, dass diese Werte Einfluss auf die Datenanalyse haben
können und der Anteil der Nullwerte deshalb für die synthetische Grund-
gesamtheit richtig modelliert werden sollte. Wenn ein Unternehmen für eine
Variable einen Nullwert hat, steigt die Wahrscheinlichkeit, dass für dieses
Unternehmen bei einer anderen Variable ebenfalls ein Nullwert verzeichnet
ist.

In Abschnitt 4.4 werden Editing-Methoden vorgestellt. Auch im Fall
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des BLUE-ETS-Datensatzes gibt es bestimmte Regeln, die für einen syntheti-
schen Datensatz erfüllt sein müssen und je nach Branche variieren können.
Auch hier spielen also logische Restriktionen eine entscheidende Rolle. In
vielen Fällen erfordert die Aufstellung solcher logischer Bedingungen viel
Fachwissen über die einzelnen zu beurteilenden Branchen.

Die Besonderheiten sind in Tabelle 5.20 noch einmal zusammenge-
fasst.

Tabelle 5.20.: Besonderheiten BLUE-ETS-Datensätze
1. Einflussreiche Datenpunkte

Extreme Ausreißer
Teilweise sind auch multivariate Ausreißer möglich.

2. Viele Nullzellen
Teilweise ergeben diese sich aus Editing-Regeln. Es handelt sich also
um strukturelle Nullen

3. Variierende Editing-Regeln
Die Editing-Regeln können je nach Branche unterschiedlich sein.

4. Heterogene Areas/Domains
Auswirkungen auf die Varianzschätzungen

5. Unterschiedliche Struktur der Areas
Heterogene neben homogenen Areas können der Small-Area-Schätzung
Probleme bereiten.

6. Korrelationsstruktur
Korrelation zwischen Variablen unterschiedlich hoch

7. Längsschnittanforderung
Unternehmensdemographie ist fluider als die Bevölkerungsdemo-
graphie.

5.2.3. Vorgehen zur Erzeugung der
BLUE-ETS-Simulationsgesamtheit

Da die meisten Variablen des BLUE-ETS-Datensatzes stetig sind, bietet sich
eine Modellierung mit Regressionsmodellen an. Daran angeschlossen ist
dann eine Vorhersage. Allerdings müssen noch weitere Zwischenschritte ein-
geführt werden.

Exemplarisch wird das Vorgehen anhand der Variable other revenues
and proceeds (OTH) vorgestellt. Folgende Schritte werden bei der Erzeu-
gung der Variablen angewendet:

1. Identifizierung besonderer Ereignisse. Dazu zählen negative Werte,
Nullwerte, extreme Werte.

2. Erzeugung der Nullkomponenten mittels synthetic reconstruction,

3. Schätzung eines Modells für die (logarithmierte) Variable auf dem
PMI-Datensatz mit geeigneten Kovariaten (beispielsweise logarith-
mierter Umsatz bzw. Beschäftigtenzahl, sowie die ersten beiden Zif-
fern der NACE-Klassifizierung, die Provinz und der juristische Status
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(LEG), letztgenannte als Faktorvariablen) zur Bestimmung der Beta-
Koeffizienten. Der Logarithmus wird angewendet, um der Struktur
der Daten Rechnung zu tragen.

4. Berechnung der geschätzten Werte ŷ alsX ·β̂, wobeiX den Kovariaten
aus ASIA und β den Regressionskoeffizienten aus dem PMI-Datensatz
(Schritt 3) entspricht. Dabei ist Sorge zu tragen, dass die Anzahl
der Regressionskoeffizienten der Anzahl der Kovariaten in ASIA ent-
spricht. Die so gewonnenen ŷ weisen im Allgemeinen eine erheblich
andere Struktur als die tatsächlichen Werte aus dem PMI auf, wie
ein Vergleich der Quantile zeigt.

5. Um die Quantile anzugleichen, wird eine der triple-goal-Schätzung
ähnlichen Heuristik angewendet. Mit dieser Art der Schätzung soll-
ten ursprünglich drei Ziele erreicht werden (vgl. Rao 2003, S. 211ff.).
Neben einer richtigen Rangstatistik, sollen auch gute Histogramme
und gute Gebiets-spezifische Schätzer erreicht werden. Die triple-goal-
Schätzung stammt aus der Small-Area-Schätzung. Bei dieser Schätz-
ung wird die zu geringe Streuung der geschätzten Werte durch einen
Korrekturterm aus einer Regression von den Perzentilen der interes-
sierenden Variable im PMI-Datensatz auf die Perzentile der ŷ aufge-
fangen. Da der Zusammenhang nichtlinear ist, sollten Terme höherer
Ordnung eingebaut werden, bis die Anpassung besser wird. Main-
donald (2008, S. 42) zeigt, wie geprüft werden kann, ob die Anpas-
sung durch Verwendung von Polynomen höherer Ordnung verbessert
wurde. Die Variable wird auf Grundlage von Modellen mit Termen
unterschiedlicher Ordnung konstruiert, da eine zu genaue Anpassung
von den geschätzten ASIA-Werten an die realisierten Werte aus dem
PMI-Datensatz bei unterschiedlicher Struktur der Hilfsvariablen nicht
wünschenswert erscheint.

Bei einigen Variablen, beispielsweise bei changes in contract work
in process (CON) ist eine lineare Regression von der logarithmierten Va-
riable auf die Kovariaten für die Unterstichprobe CON > 0 angemessen,
um etwas symmetrischere Verteilungen zu erhalten. Neben dem synthetic-
reconstruction-Ansatz wurde auch ein Logit- und ein Multilevel-Logitmodell
zur Erzeugung der Nullwerte ausprobiert. Allerdings lieferten diese Model-
le bei der Vorhersage nicht die gewünschten Häufigkeiten. Der Anteil der
Nullwerte lag für die Vorhersagen zumeist deutlich unter dem Anteil der
Nullwerte im PMI-Datensatz.

Neben dem Mehrebenen-Regressionsmodell und einfachen Regressi-
onsmodellen werden zur Erzeugung auch Imputationsmethoden verwendet.
Zur Imputation wurde das R-Paket mice verwendet, das die in Tabelle 5.21
aufgelisteten Methoden anbietet.
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Tabelle 5.21.: Die im R-Paket mice implementierten Imputationsmethoden
Kürzel Methode Niveau
pmm Predictive mean matching (numerisch)
norm Bayesian linear regression (numerisch)
norm.nob Linear regression ignoring model

error
(numerisch)

mean Unconditional mean imputation (numerisch)
2l.norm Two-level normal imputation (numerisch)
logreg Logistic regression (Faktor, )
polyreg Polytomous logistic regression (Faktor,

≥ )
polr Proportional odds model (geordnet,

≥ 2 Stufen)
lda Linear discriminant analysis (Faktor,

≥ 2 Kategorien)
sample Random sample from the observed

values
(Alle)

In Abbildung 5.31 ist die Verteilung der Variable COS für den Ori-
ginaldatensatz und verschiedene Methoden zur Erzeugung synthetischer
Daten zu sehen.
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Abbildung 5.31.: Verteilung der logarithmierten Variable Kosten für unter-
schiedliche Imputationsmethoden
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Während die Verteilungen, die mit den Methoden bayesian linear
regression und unconditional mean imputation erzeugt werden, relativ weit
von der Verteilung im PMI-Datensatz entfernt liegen, trifft die Verteilung,
die durch eine zufällige Stichprobe erzeugt wurde, die wahren Werte recht
gut. Allerdings ist bei dieser Methode kritisch zu sehen, dass die bereits vor-
handenen Werte nur repliziert werden. Zudem ist der Zusammenhang zu
anderen Variablen nicht mehr vorhanden. Hier zeigt sich also der oben be-
reits angesprochene Trade-Off zwischen richtiger Verteilung und korrekter
Wiedergabe der Zusammenhänge zwischen den Variablen. Aufgrund dieser
Beobachtung werden die Regressionsmodelle gewählt, um den synthetischen
Datensatz zu erzeugen. Es ist auch anzumerken, dass die Erzeugung einer
synthetischen Grundgesamtheit mittels Imputation sehr aufwändig ist.

5.2.4. Simulationen auf Basis der
BLUE-ETS-Simulationsgesamtheit

Die Nachfrage des privaten Sektors nach Small-Area-Methoden hat in den
letzten Jahren stark zugenommen, weil gerade der Erfolg von kleinen Unter-
nehmen sehr stark von kontextuellen Faktoren abhängt (vgl. Rao 2003, S.
2). Dies ist einer der Gründe für den Einsatz von Small-Area-Methoden im
Zusammenhang mit dem BLUE-ETS-Projekt. Small-Area-Methoden werden
ebenfalls in den Simulationen basierend auf der AMELIA-Grundgesamtheit
eingesetzt (siehe Abschnitt 5.3.5).

Im Rahmen der Simulationsstudie für BLUE-ETS werden inR Simu-
lationsdurchläufen Stichproben aus der synthetischen Simulationsgesamt-
heit gezogen und dann mithilfe von verschiedenen Verfahren geschätzt.
Nähere Informationen zum genauen Vorgehen sind in Kolb et al. (2011)
zu finden. Zu den angewendeten Schätzverfahren zählen auch Small-Area-
Methoden, die im Folgenden kurz präsentiert werden.

Small-Area-Schätzverfahren

Bei der Small-Area-Schätzung geht es darum, Schätzer für kleine Gebie-
te zu entwickeln. Diese können, wie bereits in Abschnitt 2.2 beschrieben,
inhaltlich oder räumlich abgegrenzt werden. Es wird dann von Small Do-
mains oder Small-Areas gesprochen. Ein Beispiel für eine Domain ist eine
Reihe von Unternehmen, die zu einer gemeinsamen Industriegruppe zählen
(vgl. Rao 2003, S. 1). Wenn Kennwerte nur auf Basis der Informatio-
nen aus dieser Gruppe geschätzt werden, spricht man von einem direkten
Schätzer. Auch wenn Hilfsinformationen über die Elemente der Gruppe zur
Schätzung verwendet werden, handelt es sich weiterhin um einen direkten
Schätzer. Diese Gruppe von Schätzer wird auch als Design-basiert bezeich-
net, da die Inferenzen auf Zufallsverteilungen basieren, welche wiederum
durch das Stichprobendesign vorgegeben werden. Modell-unterstützte di-
rekte Schätzer sind ebenfalls Design-basiert. Mithilfe des unterstützenden
Modells kann die Effizienz der Schätzung erhöht werden.

Sobald die direkte Schätzung keine guten Ergebnisse mehr bringt,
kann das betreffende Gebiet als klein bezeichnet werden. Dieser Fall kann
schneller eintreten, wenn Schätzungen für Subgruppen innerhalb von Ge-
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bieten durchgeführt werden (vgl. Rao 2003, S. 2). Oft ist es nicht vor-
herzusehen, für welche Gebiete Probleme auftreten. Außerdem ist es nicht
möglich, alle Nutzungsarten von Stichprobendaten zu antizipieren.

In den Fällen, in denen direkte Schätzverfahren keine befriedigen-
den Ergebnisse mehr bringen, ist es sinnvoll, den borrow-strength-Ansatz zu
verwenden. Bei diesem Ansatz werden interessierende Werte aus benach-
barten Gebieten zur Unterstützung der Schätzung herangezogen. Indirekte
Schätzverfahren werden auch als Small-Area, Modell-abhängige oder syn-
thetische Verfahren bezeichnet (vgl. Rao 2003, S. 2 f.). Das Hauptziel bei
der Verwendung von indirekten Schätzverfahren ist die Verringerung des
mean squared error (MSE).

Small-Area-Verfahren können in zwei Gruppen eingeteilt werden.
Area-level-Modelle werden eingesetzt, wenn keine Hilfsinformationen auf in-
dividueller Ebene zur Verbesserung der Schätzung genutzt werden können.
Unit-level-Modelle werden verwendet, wenn diese Information auf dem un-
tersten Niveau vorhanden ist.

Weiterhin wird zwischen den Design-basierten und den Modell-basier-
ten Schätzverfahren unterschieden. Während im ersten Fall die Werte der
interessierenden Variable yij bei Design-basierten Verfahren als fixe, aber
unbekannte Konstanten betrachtet werden und der Zufall einzig aus dem
verwendeten Stichprobendesign resultiert, werden im zweiten Fall die Rea-
lisationen von yij bei Modell-basierten Verfahren als Ausprägungen einer
Zufallsvariablen gesehen. Die Grundgesamtheit ist dann eine mögliche Aus-
prägung einer unendlichen Superpopulation. Es wird ein Modell postuliert,
welches den Zusammenhang zwischen yij und den Hilfsinformationen xij
beschreiben soll. Dieses Modell erlaubt bei Vorliegen von Kovariaten xij
die Schätzung von Elementen der abhängigen Variable, die nicht Teil der
Stichprobe sind. Die bei der Modell-basierten Schätzung verwendeten Mo-
delle können mit den Stichprobendaten evaluiert werden.

Ausgangspunkt für die Definition des Small-Area-Modells ist ein li-
neares Modell, das noch keinerlei Area-spezifischen Informationen umfasst:

yij = xTijβ + εij (5.1)
εij ∼ N(0, σ2

ε).

Personen werden mit j = 1, ..., ni indiziert, die Areas mit i = 1, ..., N .
In diesem Modell wird für die Person j in der Area i ein linearer Zusam-
menhang zwischen der interessierenden Variable yij und der Hilfsvariable
xij angenommen.

Dieses sogenannte Fay-Herriot-Modell kann nach Jiang und Lahiri
(2006, S. 6) folgendermaßen geschrieben werden:

yij = xTijβ + ui + εi (5.2)
yij = xTi β + ui + εi (5.3)

ui
i.i.d.∼ N(0, σ2

u)

εij
i.i.d.∼ N(0, σ2

ε).
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Dabei werden ε und u als unabhängig voneinander angenommen.
Dagegen kann der Schätzer von Battese-Harter-Fuller (BHF) wie in Glei-
chung 5.4 definiert werden:

yij = xTijβ + ui + εij (5.4)

ui
i.i.d.∼ N(0, σ2

u)

εij
i.i.d.∼ N(0, σ2

ε).

Der GREG-Schätzer (general regression) ist definiert durch (vgl.
Rao 2003, S. 17):

ŶiGR = ŶGR(yi) =
si∑
j=1

w∗jyj, (5.5)

wenn der absolute Wert der Hilfsinformation x bekannt ist. Bei den
oben vorgestellten Schätzern handelt es sich um das in der vorliegenden
Simulation verwendete Basisset.Darüber hinaus gibt es noch zahlreiche Er-
weiterungen, die unter anderem in Rao (2003) oder Zhang und Cham-
bers (2004) nachgelesen werden können.

Für die Durchführung der Simulation müssen Festlegungen getroffen
werden, beispielsweise, ob es in Kauf zu nehmen ist, alle Branchen bis auf
eine richtig zu schätzen, wenn der Schätzer bei dieser einen Branche sehr
schlecht abschneidet, oder ob eine durchschnittliche Performanz in allen
Branchen zu bevorzugen ist.

Im Rahmen dieser Simulation werden drei verschiedene Stichproben-
designs verwendet. Es geht um die Schätzung der Kosten (COS). In Abbil-
dung 5.32 ist der relative RMSE für fünf verschiedene Schätzer unter drei
unterschiedlichen Stichprobendesigns abgebildet. Bei den abgebildeten De-
signs handelt es sich um eine Stichprobe mit optimaler Aufteilung des Stich-
probenumfangs auf die Areas (opt), um eine Stichprobe mit proportionaler
(prop) und einer mit Gleichaufteilung (eq). Bei den Schätzern handelt es
sich um einen direkten Schätzer (Direct), einen GREG-Schätzer (GREG),
einen Battese-Harter-Fuller-Schätzer (BHF) einen You-Rao-Schätzer und
den Fay-Herriot-Schätzer. Es ist zu sehen, dass das Design mit gleicher Auf-
teilung am Besten abschneidet. Der Battese-Harter-Fuller-Schätzer weist im
Schnitt den geringsten relativen RMSE auf.
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Abbildung 5.32.: Relative root mean squared error (RMSE) der Schätzung
der Kosten (COS) – Simulation mit BLUE-ETS-Daten

Ergebnisse der Simulationen auf den BLUE-ETS-Daten

Die Berücksichtigung des statistischen Produktionsprozesses bei der Schätz-
ung führt zu besseren Schätzergebnissen. Damit können auch verlässlichere
Ergebnisse in der Wirtschaftsstatistik erzielt werden.

Das Ziel der Simulationen auf synthetischen Daten innerhalb des
BLUE-ETS-Projekts war es, die Interaktionen zwischen den spezifischen Cha-
rakteristika der Wirtschaftsdaten, dem Stichprobendesign und der Kleinst-
gebietsschätzung zu verdeutlichen. Dabei wurde deutlich, dass das Stich-
probendesign einen enormen Einfluss hat, wenn Modell-basierte Schätz-
methoden angewendet werden. Die Kritik von Gelman und Hill (2007)
(siehe Abschnitt 5) weist darauf hin, dass es sehr wichtig ist, das Stich-
probendesign bei der Analyse der Daten im Hinterkopf zu behalten, ins-
besondere dann, wenn die resultierenden Gewichte berücksichtigt werden
müssen. Da hinter Wirtschaftsdaten zumeist sehr komplexe Erhebungsde-
signs mit sehr unterschiedlichen Gewichten stecken, ist dieser Hinweis umso
wichtiger.

Ziel der Datenerzeugung innerhalb des BLUE-ETS-Projekts war es
ebenfalls, einen synthetischen Datensatz zu Forschungszwecken bereitzu-
stellen. Dieser Datensatz wird in Kürze auf dem Trier data server
verfügbar sein.
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5.3. AMELIA – eine synthetische
Grundgesamtheit basierend auf EU-SILC

Das Jahr 2010 wurde von der Europäischen Union zum Europäischen Jahr
zur Bekämpfung von Armut und sozialer Ausgrenzung ausgerufen. Dies
zeigt, dass die Messung von Armut und sozialer Ungleichheit in der An-
wendung an Bedeutung gewinnt. Da sich die Messung nicht ganz einfach
darstellt, ist sie auch methodisch äußerst interessant.

Schon auf dem Gipfel in Lissabon, der im März 2000 stattfand, wur-
de die soziale Kohäsion neben der Absicht zum wettbewerbsfähigsten und
dynamischsten Wirtschaftsraum zu werden, als Ziel ausgerufen (vgl. At-
kinson et al. 2005, S. 17). Der Rat stellte darüber hinaus fest:

”...steps must be taken to make a decisive impact on the eradi-
cation of poverty by setting adequate targets to be agreed by
the Council by the end of the year“
(Atkinson 2002, V).

Um die Entwicklung bezüglich dieser Ziele zu überprüfen, verab-
schiedete der Europäische Rat auf dem EU-Gipfel im Dezember 2000 ein
erstes Set von Indikatoren. Sie werden auch Laeken-Indikatoren genannt
und werden von der Indicators Sub-Group (ISG) des Social Protection Com-
mittee (SPC) entwickelt. Auf dem Laeken-Gipfel im Dezember 2001 wurden
diese Indikatoren endgültig verabschiedet. Die Indikatoren spielen eine zen-
trale Rolle in der offenen Methode der Koordinierung (OMK) (vgl. Dennis
und Guio 2004, S. 1 ff.). Diese Methode soll dazu beitragen, dass in der
Sozialpolitik Europas eine Kohäsion erzeugt wird.

Armut und soziale Kohäsion sind multidimensionale Probleme. Des-
halb wurde ein ganzes Portfolio von Indikatoren vorgeschlagen. Mit den
Laeken-Indikatoren werden Erkenntnisse über die Situation der Armut und
der sozialen Ausgrenzung in Europa gewonnen. Zur Operationalisierung der
Indikatoren sind wiederum eine ganze Menge an interessierenden Variablen
zu verwenden.

Werden lediglich die globalen Werte für Europa betrachtet, sagen die
Laeken-Indikatoren wenig aus. Es interessiert in diesem Zusammenhang vor
allem die zeitliche Entwicklung und der interregionale Vergleich der Indi-
katoren. Sollen Indikatoren zwischen einzelnen Staaten verglichen werden,
setzt dies eine harmonisierte Daten voraus. Zudem rückt die Bedeutung
regionaler Einflussfaktoren immer mehr in den Mittelpunkt. Neben dem
Ländervergleich sollte auch der Vergleich von Regionen möglich sein (sie-
he z. B. Fabrizi et al. 2008). Die große Resonanz (vgl. Berthold und
Zenzen 2010 oder Becker und Mertel 2010) auf die Veröffentlichung
des Armutsatlasses des paritätischen Wohlfahrtsverbandes (vgl. Martens
2009) zeigt, wie stark das Interesse an der regionalen Dimension von Armut
ist.

Die Armutsindikatoren sind zumeist nichtlinear und basieren auf
nichtglatten Funktionen beispielsweise dem Median oder Quantilen. Die
Quantile werden zur Berechnung des quintile share ratio und der Median
zur Berechnung der at-risk-of poverty rate benötigt. Die Methode hinter der
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Schätzung der Indikatoren ist deshalb nicht trivial. Dies gilt im Besonderen
für den Fall von Small-Area-poverty-mapping und, wenn bei der Schätzung
komplizierte Stichprobendesigns berücksichtigt werden müssen.

In diesem Forschungsfeld wurde folgerichtig das AMELI-Projekt an-
gesiedelt. Dieses wurde im Jahr 2008 gestartet und beschäftigt sich mit
der Schätzmethodik zu den Laeken-Indikatoren.26 Das Projekt wird von
der Europäischen Kommission im Rahmen des 7. Rahmenprogramms stark
unterstützt und gefördert.

Themen des Projekts sind neben robusten Schätzverfahren und Me-
thoden zur Behandlung von fehlenden Werten auch die Varianzschätzung
für klassische Verfahren. Bei dieser wurden sowohl lineare als auch nicht-
lineare Verfahren angewendet. Ebenfalls werden Probleme der Datenqua-
lität, der Visualisierung von Ergebnissen behandelt und die Frage nach
möglicher Unterstützung für die Politik geklärt. Viele dieser Fragestellun-
gen wurden im Rahmen von groß angelegten Simulationsstudien evaluiert.

Basis dieser Simulationsstudien sind verschiedene Datensätze. Ein
besonders umfangreicher synthetischer Datensatz wurde AMELIA genannt.
Die Erzeugung dieses Datensatzes ist Thema dieses Abschnitts, da die Er-
zeugung aufgrund besonderer Herausforderungen von Interesse ist. Diese
besonderen Herausforderungen leiten sich aus verschiedenen Anforderun-
gen ab. Es werden Einkommensdaten modelliert, was vor allem an den
Rändern der Verteilung Schwierigkeiten bereitet. Um das poverty mapping
prinzipiell zu ermöglichen, aber gleichzeitig die Übertragung von inhaltli-
chen Interpretationen auf tatsächliche Gebiete zu vermeiden, war die Ver-
bindung der Daten mit einer synthetischen Karte notwendig. Zudem sollte
die Heterogenität in den Regionen Europas auch im synthetischen Daten-
satz wiedergespiegelt werden.

Im Folgenden wird in Abschnitt 5.3.1 zunächst die Basis zur Erzeu-
gung von AMELIA vorgestellt. Anschließend geht es um die Vorstellung der
Anforderungen, die sich aus den Besonderheiten des Datensatzes und der
geplanten Simulationen ergeben (Abschnitt 5.3.2). Dann wird das Vorgehen
zur Erzeugung in Abschnitt 5.3.3 präsentiert, bevor die erzeugte Grundge-
samtheit analysiert wird (Abschnitt 5.3.4). Im letzten Unterabschnitt (Ab-
schnitt 5.3.5) werden dann Simulationen vorgestellt, die auf der Basis des
AMELIA-Datensatzes durchgeführt wurden.

5.3.1. Strukturgebende Daten
Im Beispiel des AMELI-Projekts bildet der EU-SILC-scientific-use-file für
das Jahr 2005, der von EUROSTAT geliefert wurde, die Basis für die syn-
thetische Grundgesamtheit. Der EU-SILC-Datensatz ist der Nachfolger des
Europäischen Haushaltspanels, das zwischen 1994 und 2001 erhoben wurde.
Das neue EU-SILC-System wurde eingeführt, um eine Basis zur Schätzung
der Laeken-Indikatoren zu bieten. Zu diesem Zweck sind zahlreiche Varia-
blen zur monetären und materiellen Ausstattung von Haushalten enthalten.

Die EU-SILC-Datensätze zeichnen sich durch einen gemeinsamen,
aber flexiblen Erhebungsrahmen aus. Diese Besonderheit resultiert aus dem
Verfahren der Ex-ante-Output-Harmonisierung (vgl. Ehling und Günther
26Die Laeken-Indikatoren sind im R-Paket laeken umgesetzt (vgl. Alfons et al. 2011d).
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2003). Nur die wichtigsten Merkmale der Erhebung werden dabei vorgege-
ben. In vielen anderen Punkten können die Länder selbst über die Aus-
gestaltung entscheiden (vgl. Strengmann-Kuhn und Hauser 2008, S.
143). Dies ist auch der Grund dafür, dass sich die zugrunde liegenden
Survey-Designs sehr stark unterscheiden. In Deutschland ist die Dauer-
stichprobe das Access Panel der amtlichen Statistik in Deutschland.27 Der
Mikrozensus bildet wiederum die Basis für die Dauerstichprobe, aus der
EU-SILC generiert wird. Personen, die aus dem Mikrozensus ausscheiden,
werden gefragt, ob sie weiter an Umfragen teilnehmen wollen, und gelan-
gen, wenn sie zustimmen, in die Dauerstichprobe. Aus der Dauerstichprobe
wird für Erhebungen wie EU-SILC geschichtet gezogen. Es ist äußerst wich-
tig, diesen Prozess zu analysieren, besonders dann, wenn extreme Gewichte
existieren. In anderen Ländern ist die nationale Variante von EU-SILC ganz
anders organisiert. In Skandinavien kann beispielsweise sehr viel mit Re-
gistern gearbeitet werden.

Die Vergleichbarkeit der Daten ist aber die Voraussetzung für den
besonderen Wert, den dieser Datensatz haben könnte. Allerdings ist zu
berücksichtigen, dass diese Vergleichbarkeit nur schwer zu realisieren ist.
Verma (2006, S. 17 ff.) listet einige Probleme auf. Aus Sicht des AMELI-
Projekts war es besonders wichtig, solche Probleme zu untersuchen, die mit
dem Datengewinnungsprozess zu tun haben. Und aus diesem Grund ist es
interessant, den Datengewinnungsprozess zu simulieren.

Implikationen, die aus der Tatsache resultieren, dass unterschiedli-
che Surveys zugrundeliegen, sind Teil der methodischen Aspekte, die im
Rahmen des AMELI-Projekts untersucht werden. Beispielsweise sollte in
einer realitätsnahen Simulation untersucht werden (vgl. Alfons et al.
2011a), wie sich das Stichprobendesign auf verschiedene Schätzungen aus-
wirkt. Zur Unterstützung dieses Vorhabens wurde von EUROSTAT ein
scientific use file geliefert (im Folgenden EU-SILC genannt).

EU-SILC besteht aus vier verschiedenen Teilen (siehe 5.22), die ei-
ne unterschiedliche Länge haben. Dabei handelt es sich um household re-
gister (D), personal register (R), household data (H) und personal data
(P). Im personal register müssen alle Personen auftauchen, also auch die
Personen, die nicht selbst auf einen Fragebogen geantwortet haben, aber
gemeinsam mit befragten Personen in einem Haushalt leben. Dieser Da-
tensatz ist demzufolge länger als der P-Datensatz, in dem nur Personen
enthalten sind, die auch persönlich auf den Fragebogen geantwortet ha-
ben. Im household register sind allgemeine Informationen enthalten, bei-
spielsweise in welcher Region der Haushalt lokalisiert ist. Der H-Datensatz
umfasst hingegen auch viele spezielle Informationen, beispielsweise die ver-
schiedenen Komponenten des Haushaltseinkommens. Zudem sind Variablen
enthalten, die Informationen des wechselnden Frageprogramms geben. Die
Daten können daneben auch nach weiteren Kriterien unterschieden werden.
So gibt es Querschnittsvariablen und Längsschnittvariablen. Bei speziellen
Längsschnittinformationen handelt sich beispielsweise um Informationen
darüber, ob eine Person aus der Studie ausgeschieden oder gestorben ist.

27Zu Problemen mit der deutschen Unterstichprobe siehe: Hauser (2007) und Statis-
tisches Bundesamt (Federal Statistical Office) (2007). Alfons et al. (2008)
stellen Möglichkeiten vor, die EU-SILC-Daten mittels des Programms R zu analysieren.
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Tabelle 5.22.: Die EU-SILC-Datensätze
Datensatz Variablen 2004 2005 2006
Haushaltsregister (D) 14 116.743 197.657 202.975
Personenregister (R) 34 307.666 527.189 536.993
Haushaltsdaten (H) 65 116.743 197.657 202.978
Persönliche Daten (P) 87 241.796 422.400 435.169
EU-Mitgliedsstaaten – 15 26 26

Das Jahr 2004 ist das erste zur Verfügung stehende Erhebungsjahr
im scientific use file. In diesem Jahr sind noch keine Daten für Deutschland
enthalten. Im Jahr 2005 ist Deutschland in sechs Regionen aufgeteilt. Für
die R-Datei sind 31.276 Einträge enthalten. Wie in Abbildung 5.33 zu sehen
ist, ergibt sich daraus ein sehr kleiner Anteil von Personen, die am EU-SILC
teilnehmen. In dieser Abbildung sind die Regionen rot eingefärbt, die einen
besonders niedrigen Anteil haben. Regionen mit einem etwas höheren Anteil
sind dagegen mit blau eingefärbt. Dies ist einer der Gründe, warum die
scientific use files nicht direkt als Simulationsdatensätze verwendet werden
können und ein synthetischer Datensatz erstellt werden muss. Das Survey-
Design, das zur Erhebung des EU-SILC-Datensatzes angewandt wird, kann
nicht direkt aus dem EU-SILC nachgebaut werden.28 Simulationen, welche
beispielsweise die Auswirkungen von Ausreißern ohne die Interaktion mit
dem Stichprobendesign behandeln, können hingegen mit dem scientific use
file als Basis realisiert werden.

Abbildung 5.33.: Stichprobenanteil – EU-SILC Deutschland

Regionale Identifikatoren sind im scientific use file nicht enthalten,
28Um das Design des deutschen EU-SILC eins zu eins nachzubauen, müssten zudem

auch Informationen über die Zugehörigkeit eines Haushalts zu einer Adresse generiert
werden.
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weil sie Rückschlüsse auf einzelne Personen zulassen könnten. Es bestehen
also unterhalb der Ebene der Regionen keine Informationen über regionale
Zusammenhänge. Für eine Design-basierte Simulation, die im Rahmen des
Projekts AMELI angestrebt wurde, ist der Datensatz also zu klein.

Die regionale Untergliederung in Regionen die zum Teil aus mehre-
ren Bundesländern bestehen, lässt zunächst nicht vermuten, dass sich auf
die Untersuchungen auf Basis von EU-SILC die Small-Area-Schätzung an-
wenden lässt. Die Sache stellt sich allerdings anders dar, wenn man die
Zahl der Personen, die in die Stichprobe gelangt sind, mit der Zahl der
insgesamt im Datensatz enthaltenen Beobachtungen vergleicht. Betrachtet
man dieses Verhältnis, kann selbst ein Bundesland wie Bayern zur Small-
Area werden. In diesem Fall kann man nach Purcell und Kish (1980)
von mini domains sprechen. Armutsindikatoren sollen aber für sehr klei-
ne Gebiete bereitgestellt werden. Der Armutsatlas weist die Schätzungen
der Armutsindikatoren beispielsweise auf Landkreisebene aus. In diesem
Spannungsfeld werden besondere Herausforderungen auch an die Small-
Area-Schätzung gestellt.

Der EU-SILC-Datensatz ist eine sehr wichtige Basis für die Berech-
nung von Armuts- und Ungleichheitsmaßen. Allerdings bestehen gerade für
die ersten Jahre des Surveys noch einige Probleme, die im Folgenden kurz
geschildert werden sollen.

Es ist zu berücksichtigen, dass sich das Programm der Variablen
über die Jahre teilweise verändert hat. So ist beispielsweise die Variable
Bruttoeinkommen aus unselbstständiger Tätigkeit in Form von Dienstwa-
gen (company car- PY021G) im Datenmaterial von 2007 enthalten, nicht
aber im Material von 2006. Die wichtige Einkommenskomponente Sozial-
beiträge der Arbeitgeber (PY030G) ist für die EU-SILC-Datensätze
von 2005 und 2006 nicht verfügbar. Auch die Daten für manche Staaten
sind nicht lückenlos für alle Jahre vorhanden. So sind beispielsweise im Jahr
2005 noch Einträge für Malta vorhanden, während dies für 2006 nicht mehr
der Fall ist.29 Mit der synthetischen Erzeugung von Daten ist es möglich,
diese Lücken in den Daten auszugleichen.

Weitere Erfahrungen mit drei Jahren EU-SILC sind in Hornef-
fer und Kuchler (2008) zu finden. Darin geschilderte Probleme können
bei der Simulation teilweise durch die Kombination mit synthetischen Da-
ten behoben werden. Um einen Ansatzpunkt für die Generierung zu fin-
den, ist herauszustellen, welche Komponenten des EU-SILC-Datensatzes
besonders wichtig sind. Viele Armutsmaße basieren auf den verschiedenen
Komponenten des Einkommens. Deshalb werden diese im Folgenden vor-
gestellt. Wichtig ist die Unterscheidung in persönliche und Haushaltsein-
kommenskomponenten. Im EU-SILC-Basisdatensatz wird das Haushaltsein-
kommen aus den Einkommen der Haushaltsmitglieder zusammengesetzt.
Das persönliche Gesamteinkommen wiederum setzt sich aus vielen Ein-
kommenskomponenten zusammen. Im Rahmen dieser Arbeit kann nur auf
einige Aspekte eingegangen werden. Weitere Aspekte sind in STATISTIK
AUSTRIA (2007) und Lelkes und Zólyomi (2008) zu finden.

29Weitere Beispiele für Staaten, deren Daten 2006 nicht mehr enthalten sind: Schweiz,
Bulgarien, Rumänien.
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Tabelle 5.23.: Wichtige persönliche Einkommenskomponenten im EU-SILC-
Datensatz

Code
EU-SILC

Beschreibung

PY020G Nettoeinkommen aus unselbstständiger Tätigkeit in
Form von Sachleistungen

PY070G Wert der Güter für eigenen Konsum
PY090G Arbeitslosenunterstützung
PY100G Altersleistungen
PY110G Hinterbliebenenleistungen
PY120G Krankengeld
PY130G Invaliditätsleistungen
PY140G Ausbildungsbezogene Leistungen

Das persönliche Einkommen im EU-SILC-Datensatz

Wichtige persönliche Einkommenskomponenten sind das Einkommen aus
unselbstständiger Erwerbstätigkeit, das Einkommen aus Trans-
ferleistungen und das Einkommen aus selbstständiger Erwerbs-
arbeit. In der Folge wird dagegen das persönliche Einkommen verwendet,
dass sich aus folgenden drei Komponenten zusammensetzt:

• Bruttoeinkommen in Form von Geld- oder geldwerten Leistungen
(PY010G)

• Bruttoeinkommen aus unselbstständiger Tätigkeit in Form von Sach-
leistungen (PY020G)

• Sozialbeiträge der Arbeitgeber (PY030G)

Das Einkommen aus Transferleistungen berechnet sich aus noch
mehr Komponenten. Und so wird deutlich, dass es sich bei den Einkom-
menskomponenten nicht um unabhängige Variable handelt, sondern um in-
einander verschachtelte Konstrukte, die untereinander eine große Abhängig-
keit aufweisen können. In Tabelle 5.23 sind einige der wichtigsten persön-
lichen Einkommenskomponenten aufgeführt.

Diese Einkommenskomponenten sind von unterschiedlich großer Be-
deutung. In Abbildung 5.34 ist zu sehen, dass PY010G die Einkommens-
komponente ist, die mit Abstand die größte Bedeutung für das Gesamtein-
kommen hat.
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Abbildung 5.34.: Gewicht der Einkommenskomponenten im EU-SILC-
Datensatz 2005

Die Struktur der Einkommenskomponenten kann sich für die ver-
schiedenen Erhebungsjahre des EU-SILC unterscheiden. Daraus ergibt sich
eine besondere Herausforderung bei der Erzeugung von Längsschnittdaten.
Daneben müssen auch Werte für Einkommenskomponenten ergänzt wer-
den. Für das Jahr 2005 war beispielsweise in 142.262 Fällen das Einkom-
men aus selbstständiger Erwerbsarbeit (PY010G) nicht vorhan-
den. Hier muss zwischen dem Fall unterschieden werden, in dem eine Person
keine Angabe gemacht hat, und dem Fall, in dem die Person kein Einkom-
men aus selbstständiger Arbeit erzielt. Diese Einkommen werden in der
Folge als Nulleinkommen bezeichnet.

Zudem ist zu berücksichtigen, dass sich die beobachteten Effek-
te durchaus für die einzelnen Jahre sehr stark unterscheiden können. Da
die Einkommenskomponenten ineinander verschachtelt sind und teilweise
aufeinander aufbauen, wäre eine stufenweise Erzeugung der Einkommens-
komponenten sinnvoll. Bereits erzeugte Einkommenskomponenten könnten
dann als Hilfsinformationen für weitere Einkommenskomponenten verwen-
det werden. Allerdings ist hier mit einer weiteren Herausforderung zu rech-
nen, denn die Stärke des Zusammenhangs zwischen den Einkommenskom-
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ponenten ändert sich genauso wie die Stärke des Zusammenhangs zwischen
dem persönlichen Einkommen und dem Haushaltseinkommen. Dieser zu-
letzt genannte Zusammenhang ist beispielsweise im Jahr 2004 noch deut-
lich schwächer, als dies für das Jahr 2005 beobachtet werden kann. Dies
bedeutet das die Erzeugung erschwert sein kann, wenn die zu erzeugende
synthetische Einkommenskomponente über die Zeit konsitent sein soll.

Es ist zu klären, wie mit Ausreißern vorzugehen ist. Bei einer Analyse
der Einkommensdaten der einzelnen Länder für den EU-SILC-Datensatz von
2005 zeigte sich, dass für einige Länder Ausreißer vorhanden waren.

Haushaltseinkommenskomponenten

Zu den Haushaltseinkommen die in die Berechnung des Gesamteinkommens
des Haushalts einfließen, gehört beispielsweise das Einkommen aus Ver-
pachtung und Vermietung (HY030G) und Familienleistungen/Kin-
dergeld (HY050G). Es handelt sich also um Einnahmen, die nicht ohne
weiteres einem Haushaltsmitglied zugeordnet werden können. Bei den Fa-
milienleistungen spielt die Anzahl der Kinder im Haushalt eine Rolle. Die
Anzahl der Kinder in den Haushalten muss demzufolge auch als Informa-
tion für den synthetischen Datensatz zur Verfügung stehen. Daraus leitet
sich die Anforderung ab, dass die Mikrostrukturen der Haushalte richtig
repliziert werden müssen.

Das Gesamthaushaltseinkommen (total household gross income) ist
die relevanteste Einkommenskomponente, weil daraus wiederum das Haus-
haltsäquivalenzeinkommen gebildet wird. Dieses ist Basis der Berechnung
vieler Armutsindikatoren. Das Gesamthaushaltseinkommen wird aus meh-
reren Komponenten zusammengesetzt (siehe Gleichung 5.6). Es werden im-
mer die persönlichen Einkommen aller Personen eines Haushalts (NHH) auf-
summiert und Haushaltseinkommenskomponenten hinzugefügt

(vgl. National Institute of Statistics of Romania 2007, S.23):

HY 010 =
NHH∑
i=1

PY010G +
NHH∑
i=1

PY020G +
NHH∑
i=1

PY050G +
NHH∑
i=1

PY090G

+
NHH∑
i=1

PY100G +
NHH∑
i=1

PY110G +
NHH∑
i=1

PY120G +
NHH∑
i=1

PY130G

+
NHH∑
i=1

PY140G + HY040G + HY050G + HY060G + HY070G

+HY080G + HY090G + HY110G.
(5.6)

Das Äquivalenzeinkommen bestimmt sich aus dem in Gleichung 5.6
berechneten Gesamteinkommen des Haushalts, dividiert durch die Äqui-
valenzgröße. Diese Äquivalenzgröße wird nach der modifizierten OECD
Skala berechnet (vgl. Dennis und Guio 2004, S.6). Danach hat der ers-
te Erwachsene in einem Haushalt den Gewichtungsfaktor 1,0, jede weitere
Person im Haushalt hat den Faktor 0,5, sofern sie älter als 14 Jahre ist.
Alle anderen Personen im Haushalt haben den Gewichtungsfaktor 0,3. Die
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Berechnung des Äquivalenzeinkommens yj,verf. für Haushalt j wird in fol-
gender Gleichung 5.7 dargestellt:

yj,verf =

NHH∑
i
yi,HH(j)

1 + 0,5 ·
(
− 1 +

NHH∑
i
1(agei ≥ 14)

)
+ 0,3 ·

NHH∑
i
1(agei < 14)

.

(5.7)

Es wird dabei über alle Personen im Haushalt NHH aufsummiert. Je-
de Person im Haushalt hat nach dieser Berechnung das gleiche Einkommen
zur Verfügung, da das persönliche Einkommen vom Haushaltseinkommen
zurückgerechnet wird.

Weitere wichtige Variablen

Neben Ungleichheits- und Armutsmaßen, die auf dem Einkommen basie-
ren, gibt es im Portfolio der Laeken-Indikatoren auch Maße, die nicht auf
dem Einkommen basieren. Deshalb sind weitere wichtige Variablen bei
der Erzeugung des künstlichen AMELIA-Datensatz zu berücksichtigen. Dazu
gehört die Variable PL080: Das ist die Zahl der Monate, in denen die Per-
son während des Einkommensbezugszeitraums arbeitslos war. Des Weiteren
werden einige Variablen benötigt, die Auskunft über den Gesundheitszu-
stand der einzelnen Personen geben. Diese Art der Variablen erkennt man
an dem H in der Variablenbezeichnung. Weitere interessante Variablen ge-
ben Auskunft über die Ausstattung eines Haushalts. Mit diesen Variablen
ist es beispielsweise möglich, die Lebensstandard zu beurteilen.

5.3.2. Spezielle Anforderungen an AMELIA
Bei der vorhergehenden Beschreibung werden einige Anforderungen an den
synthetischen Datensatz deutlich. Die Herausforderungen leiten sich in ers-
ter Linie von den Fragestellungen ab, die später innerhalb von Simulationen
untersucht werden sollen.

Aus der Grundanforderung, einen synthetischen Datensatz mit vie-
len verschiedenen Einkommenskomponenten zu erzeugen, ergeben sich viele
spezielle Anforderungen, die im Folgenden übersichtlich dargestellt werden.
Einen Schwerpunkt der Datenerzeugung bilden die Personen- und Haus-
haltseinkommen, da viele Armuts- und Ungleichheitsmaße auf Einkom-
mensinformationen aufbauen. Basierend auf diesen Informationen werden
Indikatoren berechnet, die über die Zeit möglichst stabil bleiben sollten.
Es ist unglaubwürdig, wenn sich ein Indikator zwischen zwei aufeinander
folgenden Zeitpunkten sehr stark verändert.

Heterogenität

Eines der Ziele der Datengenerierung in AMELI ist es, Fragen zu evaluieren,
die einflussreiche Einheiten und kleine regionale Einheiten betreffen. Ein
interessanter Untersuchungsgegenstand ist die Performanz von Small-Area-
Verfahren bei heterogenen Grundgesamtheiten. Die klassischen Verfahren
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reagieren auf die Heterogenitäten zwischen den Einheiten, aber es stellt sich
die Frage, wie groß der Effizienzverlust bei Small-Area-Verfahren ist. Dies
ist eine Frage, die anhand der Simulationen im AMELI-Projekt überprüft
wird. Die AMELIA-Grundgesamtheit wurde erzeugt, um eine Grundlage für
diese Simulationen zu liefern.

Kombination verschiedener Datensätze

Mit den Haushalts- und Personendatensätzen für mehrere Jahre stehen ver-
schiedene Originaldatensätze zur Verfügung, die unterschiedliche Längen
haben. Wenn diese Informationen zu einem Datensatz verbunden werden,
haben sie einen höheren Informationsgehalt. Es ist möglich, verschiedene
Fragestellungen miteinander zu kombinieren. Zudem wird die Untersuchung
der zeitlichen Dimension möglich. Allerdings wird durch die zeitlichen Di-
mension auch die Berücksichtigung von speziellen Längsschnittmustern not-
wendig.

Administrative Strukturen

Um die verschiedenen Stichprobendesigns nachzubauen, die in den verschie-
denen Teilnehmerländern des EU-SILC implementiert wurden, ist eine fein
gegliederte Struktur der Zugehörigkeit zu administrativen Einheiten not-
wendig. Diese müssen auch vorhanden sein, damit sich der Datensatz für
eine Simulation eignet, in der Small-Area-Schätzungen untersucht werden.

Jede Person im synthetischen Datensatz muss sich später den hierar-
chischen und distinkten administrativen Einheiten zuordnen lassen. Diese
Aufteilung auf die administrativen Einheiten muss ungefähr der Aufteilung
in der Realität entsprechen. Beispielsweise dürfen keine zu kleinen admi-
nistrativen Einheiten auftreten.

Mikrostrukturen

Wie für das Zensus-Anwendungsbeispiel sind auch in diesem Fall Mikrostruk-
turen besonders wichtig. Die Haushaltsstruktur, die aus dem EU-SILC-
Datensatz resultiert, sollte geschützt werden. Wie in Abbildung 5.35 zu
sehen ist, können Haushaltsstrukturen für unterschiedliche Regionen durch-
aus verschieden sein.
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Abbildung 5.35.: Haushaltstypen nach Ländern in EU-SILC 2004

In Abbildung 5.35 wurde eine Unterteilung in 10 verschiedene Haus-
haltstypen vorgenommen. Die Wahl von zehn Typen ist aber sehr willkürlich,
es wären noch deutlich mehr Haushaltstypen denkbar.

Die Haushaltsstruktur des EU-SILC zu schützen ist besonders wich-
tig, da einige Indikatoren zur Messung von sozialer Ausgrenzung und Armut
auf Haushaltsebene berechnet werden. Als Beispiel kann der Indikator Per-
sonen in erwerbslosen Haushalten (persons living in jobless house-
holds) genannt werden. Weiterhin werden starke Zusammenhangsstruktu-
ren zwischen Mitgliedern von Haushalten vermutet. Die Ausbildung von
Kindern kann in vielen Fällen von der Ausbildung der Eltern abhängen.

Die Information, welche Personen sich in einem Haushalt befinden,
ist später von großer Bedeutung für die Berechnung des Haushaltsäqui-
valenzeinkommens. Deshalb sollte ein ähnlich heterogenes Bild auch für die
synthetische Grundgesamtheit erreicht werden.

Einkommenskomponenten

Die Einkommenskomponenten haben oft eine sehr spezielle Struktur. Einige
von ihnen werden nur von wenigen Personen oder Haushalten bezogen.
Dafür können diese Einkommenskomponenten bei den Personen, die sie
beziehen, sehr bedeutend sein.
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In den Simulationen, die im Rahmen des Projekts AMELI durch-
geführt werden, spielen die Einkommenskomponenten eine wichtige Rol-
le. Die Verhältnisse zwischen den Einkommenskomponenten sollten richtig
sein. Eine schwer zu erfüllende Anforderung ergibt sich aus der Kombina-
tion von den vielen Einkommenskomponenten, deren Verhältnis stimmen
muss, und der Heterogenität der Bedeutung der Einkommenskomponenten
(vgl. van Kerm 2007, S. 21 ff).

Anhand des AMELIA-Datensatzes werden in erster Linie Methoden
zur Schätzung der Indikatoren für Armut und soziale Ausgrenzung überprüft.
Die Datennutzbarkeit ist in diesem Fall so zu verstehen, dass die Indikato-
ren realistische Werte annehmen. Mithilfe des Datensatzes ist es möglich,
Probleme bei der Schätzung der Laeken-Indikatoren aufzuzeigen. Im Fol-
genden wird beispielhaft das Einkommensquintilverhältnis (quintile share
ratio) und die Armutsrisikoquote (at-risk-of poverty rate) definiert. Weitere
Definitionen der Laeken-Indikatoren, so wie sie im AMELI-Projekt verwen-
det wurden, sind bei Graf et al. (2011a) zu finden.

Zur Berechnung des S80/S20–Anteilsverhältnis der Einkommens-
quintile y0,2 und y0,8 (QSR) wird das verfügbare Haushaltsäquivalenzein-
kommens yi,verf verwendet:

QSR =

NHH∑
i=1

yi,verf · 1(yi,verf > y0,8)
NHH∑
i=1

yi,verf · 1(yi,verf ≤ y0,2)
·

NHH∑
i=1

1(yi,verf ≤ y0,2)
NHH∑
i=1

1(yi,verf > y0,8)
. (5.8)

Die at-risk-of poverty rate ist folgendermaßen definiert (vgl. Lehto-
nen et al. 2011b, S. 44):

Rd = 1
Nd

Ud∑
k=1

I{yk ≤ 0, 6}. (5.9)

Die Einkommenskomponenten müssen so erzeugt werden, dass für
die Berechnung der Laeken-Indikatoren realitätsnahe Ergebnisse resultie-
ren. Auf der Internetseite von EUROSTAT werden regelmäßig die aktuellen
Werte der Laeken-Indikatoren veröffentlicht. Es ist darauf zu achten, dass
auch die auf Basis des synthetischen Datensatzes errechneten Werte in ei-
nem vorher zu definierenden Bereich um diese tatsächlichen Werte liegen.
So ist in Abbildung 5.36 zu sehen, dass die Werte für die at-risk-of poverty
rate in einem Intervall zwischen 0,18 und 0,3 liegen. Diese Werte werden
auf Basis des EU-SILC SUF von 2005 berechnet. Die Werte für die synthe-
tische Grundgesamtheit sollten nicht stark von diesen Werten abweichen,
also ungefähr im gleichen Intervall liegen.

Nullwerte

Nulleinkommen sind von besonderer Bedeutung, um die Struktur der Ein-
kommenskomponenten richtig wiederzugeben. Bei der Beurteilung der Ein-
kommenskomponenten ist es wichtig, Informationen darüber zu haben, wie
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Abbildung 5.36.: Werte für die at-risk-of poverty rate (EU-SILC 2005

hoch der Anteil der Personen ist, die bei diesen Komponenten kein Ein-
kommen verzeichnen. Viele Personen haben bei einigen Einkommenskom-
ponenten Nulleinkommen vorzuweisen. Der Anteil der Nullkomponenten an
der Gesamtzahl der Personen sollte in der synthetischen Grundgesamtheit
richtig wiedergegeben werden. Aus dem Zusammenspiel der Einkommens-
komponenten lassen sich einige Editing-Regeln ableiten.

In Abbildung 5.37 ist der Anteil der Nulleinkommen abgebildet. Es
ist zu sehen, dass die meisten Nullwerte in den Variablen PY010G und
PY020G enthalten sind.

Abbildung 5.37.: Anteil der Nulleinkommen in EU-SILC 2005
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Extreme Werte

Für einzelne Einkommenskomponenten treten sehr hohe Werte auf. Bei ei-
ner Simulation muss geklärt werden, wie mit diesen Werten umgegangen
wird. Zunächst muss die Frage geklärt werden, ob diese hohen Werte wirk-
lich so beobachtet werden oder ob es sich um einen Erfassungsfehler han-
delt. Dann kann darüber nachgedacht werden, ob die Extremwerte schon
im Basisdatensatz enthalten sein sollen, oder ob sie anhand von Szenarien
integriert werden.

Fehlende Werte

Bei der Berechnung von Armuts- und Ungleichheitsmaßen ist es schwie-
rig, mit fehlenden Werten umzugehen. Viele Indikatoren können sogar nur
mit kompletten Datensätzen berechnet werden. Im EU-SILC Datensatz sind
teilweise fehlende Werte enthalten. Diese Werte können aus verschiedenen
Gründen auftauchen. zum einen kann es sein, dass die Befragten auf die
entsprechende Frage keine Antwort gegeben haben. Zum anderen ist es
möglich, dass beim Matching zwischen verschiedenen Files Fehler aufgetre-
ten sind. Zudem ist es möglich, dass zu schützende Werte mit einem feh-
lenden Wert überschrieben werden, um den Datenschutz zu gewährleisten.
Es wäre wichtig, den Grund für das Fehlen der Daten zu kennen, um die
fehlenden Werte richtig zu imputieren. Allerdings ist der Grund in den
meisten Fällen unbekannt. Klar ist hingegen, dass die Verwendbarkeit des
EU-SILC-Datensatzes gesteigert werden kann, wenn anstelle der fehlenden
Werte synthetische Werte eingesetzt werden.

Editing-Regeln

Für die synthetische Grundgesamtheit müssen verschiedene Regeln erfüllt
sein. Eine bedeutende Rolle spielen die Haushalte. Deshalb sollte unbe-
dingt darauf geachtet werden, dass für diese Information einige Regeln
berücksichtigt werden. So muss beispielsweise das Alter der ältesten Person
im Haushalt höher als 16 Jahre sein.

Daneben ergeben sich einige Editing-Regeln aus dem Zusammenspiel
von verschiedenen Haushaltskomponenten. Es ist wichtig, dass keine Kom-
ponente des persönlichen Einkommens fehlende Werte aufweist, da sonst
die Summe aller Komponenten für diesen Haushalt auch zu einem fehlenden
Wert wird. Für alle Erhebungsjahre kann das Einkommen aus abhängiger
Erwerbstätigkeit (PY010G) nicht kleiner als null sein. Auch hier gibt es
Editing-Regeln, die für den Haushalt gelten und nicht anhand einer Per-
son überprüft werden können. Die Einkommenskomponente HY110 betrifft
das Einkommen der Personen im Haushalt, die jünger als 16 Jahre alt sind.
Sofern sich keine Personen dieses Alters im Haushalt befinden, muss dieses
Einkommen bei null liegen.

Die Editing-Regeln leiten sich teilweise wieder aus der Analyse des
Basisdatensatzes ab. Für die Variablen PY010G und PY090G kommen Ne-
gativeinkommen so selten vor, dass diese im synthetischen Datensatz ausge-
schlossen werden. Die Gruppe der Personen, für die die Variable disability
benefits (PY130G) erzeugt werden muss, ist relativ klein. Nur Personen,
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die keine Altersleistungen erhalten, nicht arbeitslos oder erwerbstätig sind,
kommen für diese Zuwendungen in Frage.

Daneben gibt es Editing-Regeln, die eher aus logischen Überlegungen
resultieren. Im synthetischen Datensatz kann eine Person nur ein Einkom-
men aus Erwerbsarbeit haben, wenn sie auch erwerbstätig ist. Sie be-
kommt nur Arbeitslosenunterstützung, wenn sie arbeitslos ist. Altersleis-
tungen (PY090G) werden nur für den Fall gezahlt, dass die Person sich in
Rente oder Frührente befindet.

Allerdings ist auch darauf zu achten, dass die Gesetzgebungen in den
Nationen des EU-SILC-Datensatzes durchaus unterschiedlich sein können.
So schließen sich beispielsweise Einkommen aus Selbstständigkeit (PY050G)
und Einkommen aus unselbstständiger Erwerbstätigkeit nicht automatisch
aus. Personen, die sich in Rente befinden oder sonst inaktiv sind, können
dennoch Einkommen aus der Selbstständigkeit erzielen.

In Abbildung 5.39 ist beispielsweise zu sehen, dass es länderüber-
greifend zahlreiche Personen im EU-SILC-Datensatz von 2006 gibt, die Ar-
beitslosenunterstützung erhalten (Wert für PY090G größer als null) obwohl
sie auch einen Bruttolohn zu verzeichnen haben (PY010G). Aus logischen
Überlegungen könnte man die Kombination aus PY010G > 0 und PY090G
> 0 ausschließen. Betrachtet man die empirische Evidenz, sieht dieses Bild
wieder anders aus, und die Kombination kann für den synthetischen Da-
tensatz durchaus zugelassen werden.

Abbildung 5.38.: xy-Plot von Einkommen aus Arbeitslosenunterstützung
(PY090G) und Bruttolohn (PY010G) EU-SILC 2006
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Abbildung 5.39.: Arbeitslosenunterstützung trotz Bruttoeinkommen
EU-SILC 2006

In Abbildung 5.39 ist allerdings auch zu sehen, das die Einkommen
aus Arbeitslosenunterstützung teilweise viel zu hoch sind. Diese Tatsache
muss bei der Datenerzeugung berücksichtigt werden. Dem logischen Editing
muss sich also ein statistisches Editing anschließen.

Neben Regeln, die erfüllt sein müssen, gibt es auch Eigenschaften,
die ungefähr stimmen sollten, sich also aus einem statistischen Editing ab-
leiten lassen. Beispielsweise macht das addierte Einkommen aus abhängiger
Erwerbstätigkeit ungefähr die Hälfte des Haushaltseinkommens aus. Die-
ser Einfluss unterscheidet sich nur geringfügig für unterschiedliche Grade
der Urbanisierung. Dafür ist der Unterschied zwischen den Ländern im
EU-SILC-Datensatz relevant. Bei der Variable Nettoeinkommen aus un-
selbstständiger Tätigkeit in Form von Sachleistungen (PY020G)
sind Einträge, die verschieden von null sind, viel seltener als bei der Varia-
ble Nettoeinkommen aus unselbstständiger Tätigkeit in Form
von Geld- oder geldwerten Leistungen (PY010G). In diesem Fall
scheint sich die Durchführung der Regel relativ einfach erfüllen. Es ist aber
zu berücksichtigen, dass die Menge solcher Regeln die Schwierigkeit aus-
macht.

Schließlich können auch im Basisdatensatz gewisse Inkonsistenzen
auftauchen. In diesem Fall kann man logischen Überlegungen mehr Gewicht
geben, und das Vorkommen einer Kombination im synthetischen Datensatz
wird ausgeschlossen, obwohl sie im Basisdatensatz vorhanden ist.

Ein solches Beispiel ist die Einkommenskomponente Bruttoein-
kommen in Form von Sachleistungen (PY020G). Wenn diese größer
null ist, dann muss aufgrund von logischen Überlegungen auch für Brut-
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toeinkommen in Form von Geld- oder geldwerten Leistungen
(PY010G) ein Wert größer null eingetragen sein. Allerdings gibt es im
EU-SILC-Datensatz auch kleine Fallzahlen, in denen dieser Rückschluss
nicht gemacht werden kann. In diesem Fall kann der logischen Überlegung
mehr Gewicht gegeben werden als der empirischen Evidenz und diese Kom-
bination für den synthetischen Datensatz ausgeschlossen werden.

Zusammenfassung der spezifischen Anforderungen an den
AMELIA-Datensatz

Die Anforderungen an den AMELIA-Datensatz sind noch einmal im Überblick
in Tabelle 5.24 dargestellt.

Tabelle 5.24.: Anforderungen an AMELIA (Teil I)
1. Heterogenität

Unterschiedliche Strukturen der Daten aus verschiedenen Ländern ist
zu berücksichtigen.

2. Kombination verschiedener Datensätze
Es stehen verschiedene Originaldatensätze zur Verfügung, die unter-
schiedliche Längen haben.
Im Originaldatensatz befinden sich fehlende Werte.

3. Administrative Strukturen
Diese müssen so organisiert sein, dass sie den Anforderungen von Small-
Area-Schätzungen erfüllen.
Räumliche Korrelationen müssen integriert werden können.
Eine synthetische Karte wird kreiert, um das poverty mapping zu
ermöglichen.

4. Mikrostrukturen
Das Haushaltseinkommen darf nicht zwischen den einzelnen Haushalts-
mitgliedern variieren.

5. Einkommenskomponenten
Einkommen besteht aus mehreren Einkommenskomponenten, die teil-
weise in einem starken Zusammenhang stehen.
Nach der Erzeugung der Einkommen müssen die Laeken-Indikatoren
die gleichen Werte aufweisen wie in der Realität.

6. Nullwerte
Bei einzelnen Einkommenskomponenten sind fast alle Einträge gleich
null.

7. Extreme Werte
Diese Werte müssen in die Simulationsgesamtheit eingebaut werden.
Auch Extremfälle müssen möglich gemacht werden. Dies ist mittels rei-
ner Imputation nur schwer möglich.
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Tabelle 5.25.: Anforderungen an AMELIA (Teil II)
8. Fehlende Werte

Im Basisdatensatz sind einige fehlende Werte enthalten; diese können
bei der Berechnung der Indikatoren hinderlich sein und müssen durch
synthetische Werte ersetzt werden.

9. Editing-Regeln
Aus der Kombination verschiedener Einkommenskomponenten ergeben
sich sehr komplizierte Editing-Regeln.

5.3.3. Vorgehen zur Erzeugung von AMELIA
Als erster Schritt zur Erzeugung des synthetischen Datensatzes werden die
Strukturen in den Daten analysiert, so wie dies in Abschnitt 5.3.1 teilweise
schon durchgeführt wurde. Für EU-SILC ist festzustellen, dass die Struk-
turen sich zwischen den europäischen Ländern unterscheiden (vgl. Frick
et al. 2007). Unterschiede können extreme Auswirkungen auf die Schätzung
haben. Es ist besonders wichtig, diese Heterogenitäten in synthetischen
Datensätzen richtig wiederzugeben. Diese Unterschiede werden dann auf
künstlich erzeugte administrative Strukturen projiziert. Diese Aufgabe ist
zusammen mit der Vergrößerung der Datengrundlage und der Einhaltung
des Datenschutzes die größte Herausforderung der Datenerzeugung inner-
halb des AMELI-Projekts. Es handelt sich dabei um eine schwierige Aufgabe,
die aber zugleich eine große Chance bietet. Datensätze, die frei verfügbar
sind und gleichzeitig alle Strukturen beinhalten, sind von großer Seltenheit.

Im Basisdatensatz befinden sich einige fehlende Werte. Dies ist auf
unterschiedlichste Gründe zurückzuführen. Es kann sein, dass charakteristi-
sche Datenpunkte aus Datenschutzgründen gelöscht wurden oder Fehler bei
der Transformation des Datensatzes in ein anderes Datenformat gemacht
wurden. Am problematischsten sind dabei die Haushaltseinkommensvaria-
blen. Aber auch für andere Variablentypen tauchen fehlende Werte auf
(vgl. EUROSTAT 2008, S. 29). Diese Werte werden mithilfe des mice
Paketes imputiert, da die im Folgenden angewendeten Verfahren zur Da-
tenerzeugung teilweise nur mit kompletten Datensätzen arbeiten können.
Die verwendeten Verfahren werden in Abschnitt 4.3.6 beschrieben. Das Im-
putationsverfahren wird abhängig vom Skalenniveau der zu imputierenden
Werte gewählt. Es sollen auch später im fertigen AMELIA-Datensatz kei-
ne fehlenden Werte auftauchen. Die complete case analysis wird nicht an-
gewendet, da dies die Konsequenz hätte, dass die Basisdatensätze relativ
klein werden würden. Die Imputation ist in dieser Stelle einer der ersten
Schritte zur Synthetisierung der Daten. Später können bei Simulationen in
verschiedenen Szenarien wieder fehlende Werte eingetragen werden, wenn
die Auswirkungen von verschiedenen Fehlendmustern auf die Schätzungen
untersucht werden sollen.

In einem nächsten Schritt wird ein Grundgerüst für den späteren
synthetischen Datensatz angelegt. Resampling wird normalerweise zur Va-
rianzschätzung verwendet, das angewendete Verfahren hat aber nichts mit
dem resampling der Varianzschätzung gemein. Elemente werden aus ei-
ner bedingten Verteilung gezogen, die aus den Basisdaten resultiert. Neue



Kapitel 5. Anwendungsbeispiele 195

Daten werden erstellt, indem sie aus einer bekannten Population gezogen
werden und die Stichprobe alterniert wird. Wenn die gewünschten Eigen-
schaften dann nicht erfüllt sind, wird noch einmal gezogen. Eine Stichpro-
benziehung wird verwendet, damit die Zufälligkeit gewährleistet ist. Dieses
Vorgehen hat einen vergleichbaren Effekt zu dem data shuffling von Mu-
ralidhar und Sarathy (2006). Beim data shuffling ist es möglich, die
Korrelationen zwischen den Variablen zu erhalten. Allerdings wird die Ein-
haltung der Randverteilung der Variablen vernachlässigt (vgl. Muralid-
har und Sarathy 2006, S. 667).

Der synthetische Datensatz heißt AMELIA und hat einen Umfang von
N = 10 Millionen Personen, aufgeteilt in vier Regionen. Die vier Regionen
werden erzeugt, indem die Länder im Ausgangsdatensatz in vier Gruppen
unterteilt werden. Die Aufteilung auf diese vier Gruppen ist in Abbildung
5.40 zu sehen. Das Vorgehen, den Datensatz in Regionen aufzuteilen, wurde
gewählt, um die Ungleichheiten in der Datenstruktur etwas auszugleichen.
Durch die Aufteilung wurde erreicht, dass in jeder Region Ausreißer vor-
kommen können.

Abbildung 5.40.: Europakarte – Aufteilung der Länder nach Regionen

Bei der Aufteilung der Ausprägungen des Originaldatensatzes ist zu
berücksichtigen, dass der EU-SILC-Datensatz nicht für jedes Jahr die glei-
chen Daten umfasst. Im Folgenden werden nun Haushalte gezogen. Hierfür
wird das von Lehtonen et al. (2008) vorgeschlagene Verfahren verwen-
det. Die Gewichte aiSILC = 1/piSILC werden also verwendet, um die Haus-
halte im EU-SILC-Datensatz zu replizieren. Bei den Wahrscheinlichkeiten
piSILC handelt es sich um die Inklusionswahrscheinlichkeiten, die im scienti-
fic use file des EU-SILC enthalten waren. Es wird also eine Stichprobe S =
HH∗1, . . .HHM

∗ mit Zurücklegen gezogen, wobei HH∗1, . . . ,HH∗M die Haus-
halte der synthetischen Grundgesamtheit sind. Ziehen mit Zurücklegen
muss verwendet werden, da eine synthetische Grundgesamtheit erzeugt wer-
den soll, die größer als die Basispopulation im EU-SILC ist.

Eine wichtige Begründung für diese Vorgehensweise ist das Ziel,
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Haushaltsstrukturen zu erhalten. Diese Aufgabe stellt sich als komplex her-
aus. Für den EU-SILC-Datensatz existieren Haushaltslaufnummern, anhand
derer es möglich ist, den Haushalt zu identifizieren. Bevor die Haushalte
gezogen werden können, müssen noch einige vorbereitende Schritte durch-
geführt werden. Neben dem Populationsumfang und der Anzahl der Regio-
nen muss auch die Größe der Regionen festgelegt werden. Wie oben bereits
erwähnt, umfasst AMELIA 10 Millionen Datenpunkte. Um schon auf dieser
Ebene Heterogenitäten zu erzeugen, werden für eine synthetische Region
nur Haushalte aus einer der vier oben definierten Regionen Europas gezo-
gen.

Nachdem dieses Vorgehen durchgeführt wurde, tauchen allerdings
für den EU-SILC-Datensatz 16.170 Haushalte auf, in denen die älteste Per-
son jünger als 18 Jahre alt ist. Diese Haushalte sollten im Folgenden nicht
ausgewählt werden dürfen. Andernfalls muss das Alter in diesen Fällen
nachträglich bearbeitet werden.

Um den resampling-Ansatz in die Tat umzusetzen, ist die Varia-
ble Querschnittsgewicht des Haushalts (DB090) von besonderer Bedeutung.
Mit dieser Variable ist es möglich, Inklusionswahrscheinlichkeiten pi zu er-
zeugen.

Die Haushalte werden dabei als Ziehungseinheiten verwendet, um
die Haushaltsstrukturen zu erhalten. Der Nachteil dieser Vorgehensweise
ist, dass eine hohe Anzahl an Wiederholungen droht. Die durchschnittliche
Haushaltsgröße im EU-SILC-Datensatz beträgt 2,63 Personen. Es würden
damit für die synthetische Grundgesamtheit etwa Υ = 3, 7 Millionen Haus-
halte resultieren. Die Gewichte des Querschnittsdatensatzes variieren zwi-
schen null und 17311,85. Daraus folgt, dass das Risiko der Wiederholung
für einige Haushalte sehr hoch ist. Auf der anderen Seite sollte verhin-
dert werden, dass seltene Merkmalskombinationen nur einmal auftauchen.
Diese würden es dem Nutzer erlauben, Beobachtungen im Datensatz mit
realen Personen zu matchen (vgl. Fienberg 2003). Bei reiner Anwendung
des beschriebenen resampling-Ansatzes würde also ein Problem mit dem
Datenschutz resultieren.

Ein anderes zu berücksichtigendes Problem ist, dass die Ausgangs-
daten der EU-SILC-Datensätze Ergebnisse eines stochastischen Prozesses
sind. Es ist daraus abzuleiten, dass ein Stichprobenfehler vorhanden sein
kann, der vermutlich besonders groß für räumliche Untergruppen ist. Wenn
dieser Stichprobenfehler für die Ausgangsdaten existiert, wird dieser auch
auf die synthetischen Daten übertragen (vgl. Huang und Williamson
2001, S. 8).

Um diese Probleme zu bearbeiten, wird eine erste Abwandlung zu
dem Basiskonzept des Ziehens mit Zurücklegen vorgenommen. Das Varia-
blenset fi = (xi,1, . . . , xi,k, . . . , xi,K), das für jedes Individuum Peri generiert
werden muss, wird in verschiedene Blöcke aufgeteilt, wobei die Blöcke so-
weit wie möglich unabhängig voneinander sein sollten. Die in Tabelle 5.26
enthaltenen Symbole werden als Nomenklatur verwendet.
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Tabelle 5.26.: Nomenklatur AMELIA
ζ Schicht 1, . . . , h, . . . , H H Anzahl der Schichten
HH Haushalt 1, . . . ,m, . . . ,Υ Υ Anzahl der Haushalte
Per Person 1, . . . , i, . . . , N N Anzahl der Personen
v Variable 1, . . . , l, . . . , vars vars Anzahl der Variablen
k Ausprägung 1, . . . , k, . . . , K K Anzahl der Ausprägungen
f Variablenset 1, . . . , cl, . . . , B B Anzahl der Variablensets

Die Zahl der Haushalte pro Region n∗hh,r
30 kann dann folgenderma-

ßen berechnet werden:31

n∗hh,r = np,r
N∑
i=1

ni,r/
M∑
m=1

nm,r

. (5.10)

Dabei ist np,r die Anzahl der Personen im Register. Die Größe der
Regionen wurde bereits im vorhergehenden Schritt bestimmt und ist also
nur ein ungefährer Richtwert. Letztendlich kann die endgültige Zahl der
Personen in der künstlichen Bevölkerung von diesem vorher gesetzten Wert
abweichen.

Ein erster zu erzeugender Block von Variablen f 1∗ = (x∗1, . . . , x∗K)
umfasst demografische Variablen wie Alter, Geschlecht oder Familienstatus
der Haushaltsmitglieder. Eine neue Haushaltslaufnummer muss vergeben
werden. Diese gehört zu den Variablen des ersten Blocks, der dann auch
Informationen zu Charakteristika der Haushalte enthalten. Ein Beispiel
ist die Haushaltsgröße, die mithilfe der Haushaltslaufnummer berechnet
werden kann. Zudem kann auch die Zahl der Personen nach Geschlecht
oder nach Altersgruppen berechnet werden.

Neben diesen Schlüsselvariablen x1∗ werden noch Informationen b1,
. . . bB zur Mitgliedschaft der Individuen zu latenten Klassen gezogen, f 1

ij =
fij1, . . . , fij2, . . . , fijB für jedes Mitglied i in Haushalt j. fij1, . . . fijB sind
Platzhalter für Profilcluster. Dahinter steckt eine Reihe von Variablen,
die beispielsweise das ökonomische Profil einer Person ausmachen. Varia-
blen beispielsweise der derzeitige Erwerbsstatus (nach eigenen Angaben)
(PL030), oder die Art des Beschäftigungsverhältnisses (PL140) werden in
diesem Set von K polytomen kategorialen Variablen zusammengefasst. Die-
se sind das Ergebnis eines latent-class-Modells, mit dem Platzhalter be-
stimmt wurden. Das Set an manifesten Variablen ist also durch eb = e1 . . . eb
bestimmt, und der Modellansatz nähert sich der beobachteten gemeinsamen
Verteilung der manifesten Variablen an (vgl. Linzer und Lewis. 2007, S.
5).

Nachdem ein Grunddatensatz erstellt worden ist, der in der Haupt-
sache die demografischen Variablen und die Haushaltszusammenhänge um-
fasst, werden nun weitere Variablen an diesen Datensatz angefügt. Dabei ist
30Parameter mit einem Stern sind Parameter der synthetischen Grundgesamtheit,

während Parameter ohne Stern der Basispopulation angehören.
31n∗

hh,r muss eine ganze Zahl sein, deshalb muss das Ergebnis gerundet werden.
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das Vorgehen bei jeder weiteren Variable im Prinzip gleich. Abwandlungen
werden für spezielle Variablen eingeführt (beispielsweise die Einkommens-
komponenten).

Die Variable Urbanisierungsgrad (DB100) muss für die Gemeinde
insgesamt erzeugt werden. Sie darf sich für Personen einer Gemeinde nicht
unterscheiden. Diese Variable hat drei mögliche Ausprägungen und ist eine
sehr wichtige Strukturvariable. Diese Variable variiert in ihrer Aufteilung
auf die Ausprägungen nicht sehr stark zwischen den Regionen. Deshalb
werden die relativen Häufigkeiten aus dem Gesamtdatensatz verwendet,
um für jede Gemeinde im synthetischen Datensatz eine Ausprägung des
Grads der Urbanisierung zu ziehen.

Zunächst wird für alle Personen des Datensatzes ein Platzhalter ein-
getragen. Dann wird das Gewicht der Ausprägungen im Ausgangsdaten-
satz ermittelt. Hierzu wird die Variable persönliches Querschnitt-Gewicht
(PB040) verwendet, sofern der Basisdatensatz die Länge der P-Datei hat.
Das entsprechende persönliche Querschnitt-Gewicht für die R-Datei ist
RB050.

Allerdings kann man jede Variable im EU-SILC-Datensatz mit solch
einem Ziehmechanismus replizieren. Der EU-SILC-Datensatz umfasst sehr
viele Variablen mit teilweise sehr vielen Ausprägungen. Wenn die Haushal-
te mit den Personen und all ihren Ausprägungen repliziert werden würden,
wäre es ein Einfaches, die Haushalte im künstlichen Datensatz mit Personen
im realen Leben zu verbinden. Dies ist der Grund dafür, dass die Variablen
in Blöcke unterteilt werden und diese Blöcke nacheinander erzeugt werden.
Blöcke werden verwendet, damit der Zusammenhang zwischen einzelnen
Variablen erhalten werden kann. Ein klassisches Beispiel sind Erwerbspro-
file.

Die Variablen werden dann anschließend für alle Gruppen von Ge-
meinden getrennt erstellt. Die Generierung der Variablen funktioniert bes-
ser, wenn die Zahl der Ausprägungen auf der zu generierenden Variable
nicht sehr hoch ist. In diesem Fall können auch viele Hilfsvariablen zur
Erzeugung verwendet werden.

Die Erzeugung der Einkommenskomponenten

Grundsätzlich muss geklärt werden, ob bei der Erzeugung des Einkommens
ein top-down- oder ein bottom-up-Ansatz gewählt werden soll. Es ist also
die Frage, ob man als Startpunkt die Haushaltseinkommen wählt und dann
daraus die persönlichen Einkommen und die Einkommenskomponenten er-
stellt, oder ob man umgekehrt vorgegeht.

Die Schwierigkeit bei der Erzeugung dieser Einkommenskomponen-
ten ist, dass einige der Einkommenskomponenten sehr viele Leerzeilen auf-
weisen. Kraft et al. (2009) wenden deshalb einen Ansatz mit zwei Schrit-
ten an. Zunächst wird ein Logitmodell verwendet, um zu schätzen, ob eine
Person Einkommen in der betreffenden Einkommenskomponente hat. Dann
wird für die Personen, für die das zutrifft, das Einkommen in dieser Kom-
ponente geschätzt.

Die Verteilung der Einkommen ist aber nicht nur um die Null her-
um auffällig. In den Extremen ist ebenfalls mit einer erheblich anderen
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Verteilung zu rechnen als für den Rest die normalen Einkommen. In der
vorliegenden Arbeit wird deshalb ein etwas anderer Ansatz gewählt. Es wer-
den Einkommen im Originaldatensatz in Klassen unterteilt. Dann wird aus
diesen Klassen gezogen und das Einkommen anschließend wieder auf ein
stetiges Niveau übertragen. Zur Einteilung der Klassen werden p-Quantile
verwendet. Dieses Verfahren wird angewendet, um den Schutz der Daten
zu gewährleisten. Das Vorgehen, Daten zu klassifizieren und anschließend
wieder zu verstetigen, hat den gleichen Effekt wie eine Zufallsüberlagerung.
Neben dem Ziel, die Daten zu verschleiern, soll allerdings auch der Zusam-
menhang zwischen den Variablen erhalten bleiben.

In einem ersten Ansatz wurde eine Gleichverteilung innerhalb der
Klassen gewählt. Allerdings muss hier die Granularität beachtet werden.
Zur Erklärung, was hiermit gemeint ist, eignet sich der Vergleich zu einem
Photo, das mit Pixeln dargestellt wird. Werden zu wenige Pixel verwen-
det, um das Motiv darzustellen, so ist nichts zu erkennen. Auch innerhalb
eines Bildpunkts müsste eine Farbabstufung stattfinden, um überhaupt et-
was erkenntlich zu machen. Wenn viele Pixel gewählt werden, können die
Übergänge zwischen einzelnen Punkten extrem sein. Sobald man aber das
gesamte Bild im Blick hat, fallen sie nicht mehr auf. Dieses Prinzip lässt
sich auf die Verstetigung, von Einkommen übertragen. Stehen nur sehr
wenige Einkommensklassen zur Verfügung, sollte darauf geachtet werden,
dass die Übergänge mehr ineinander fließen als bei vielen Einkommensklas-
sen. Dieses Beispiel zeigt, dass es insbesondere in den Übergangsbereichen
zwischen den Klassen zu Problemen kommen kann. Wenn sehr viele Nul-
len auftauchen, sollte eine extra Klasse für diese Ausprägungen eingeführt
werden.

Um die Verteilung in der obersten Klasse zu modellieren, ist eine
Gleichverteilung ungeeignet. Hier bietet sich eher eine Exponentialvertei-
lung, die GB2 (generalized beta distribution of the second kind) oder die
Log-Normalverteilung an (vgl. Kleiber und Kotz 2003, S. 126 ff). Die
Log-Normalverteilung wurde beispielsweise von Bruch et al. (2011) ver-
wendet, um Einkommen zu modellieren.

Verschiedene Variablen scheinen Einfluss auf das persönliche Net-
toeinkommen zu haben. So ist das Einkommen in den skandinavischen
Ländern deutlich höher als das Einkommen in den östlichen Mitgliedsstaa-
ten der Europäischen Union. Solchen Unterschieden soll bei der Erzeugung
des Einkommens dadurch Rechnung getragen werden, dass die synthetische
Grundgesamtheit in verschiedene Regionen eingeteilt ist.

Um die Verteilung in den vorher gewählten Einkommensklassen für
einige Variablen noch näher zu approximieren, wird das acceptance rejection
sampling verwendet, das in Abschnitt 4.2.2 vorgestellt wurde.

Bei einigen Einkommenskomponenten spielt die Zahl der Personen
im Haushalt, die ein bestimmtes Charakteristikum aufweisen, eine Rolle,
beispielsweise die Zahl der Personen, die verheiratet sind oder ein gewisses
Alter unter- beziehungsweise überschreiten. Je nach Anzahl der Kinder un-
terscheidet sich das Kindergeld. Demgegenüber unterscheidet sich die Höhe
der in einem Haushalt erhaltenen Rente nach der Anzahl der Personen, die
eine Altersgrenze überschreiten.



Kapitel 5. Anwendungsbeispiele 200

Die Integration von Szenarien

Nach der eigentlichen Erzeugung der synthetischen Grundgesamtheit wer-
den noch unterschiedliche Szenarien hinzugefügt. Beispielsweise werden Aus-
reißer in den Einkommenskomponenten zunächst nicht berücksichtigt und
erst in einem späteren Schritt zugeführt. Ziel dieser Vorgehensweise ist
es, hinterher zwischen den Szenarien vergleichen zu können. Bei unter-
schiedlichen Simulationsdurchläufen wird sich der Grunddatensatz nicht
ändern, sondern nur das eingestellte Szenario. Dieses Vorgehen bietet die
Möglichkeit, wirklich nur die Effekte des eingestellten Szenarien zu kontrol-
lieren.

Heterogenität im Datensatz

Um Heterogenität im Datensatz herzustellen, werden die bereits erzeugten
Ausprägungen einer Variable in ihrer Reihenfolge vertauscht. Dabei wer-
den nur Ausprägungen innerhalb einer bestimmten Gruppe vertauscht. Die
vorher bereits erzeugten inhaltlichen Zusammenhänge müssen unbedingt
erhalten werden. Deshalb werden alle bereits erzeugten Variablen bei der
Einteilung in Gruppen berücksichtigt. Eine solche Gruppe ω wären bei-
spielsweise alle Personen einer Altersklasse mit dem gleichen Geschlecht
und der gleichen Ausbildung.

Wenn die Zielsetzung durch ein Maß ι gemessen werden kann, dann
sollte die Differenz zwischen dem Ergebnis dieses Maßes für die permutierte
synthetische Grundgesamtheit ι∗(Py[ω]) innerhalb der inhaltlichen Gruppe
ω und dem Wert für die Basispopulation ι kleiner gleich der Differenz aus
den Werten des Maßes aus der nicht permutierten Grundgesamtheit ι∗(y[ω])
und dem Wert für die Basispopulation ι sein. In Gleichung 5.11 gilt dies
für alle inhaltlichen Gruppen ω = 1 . . .Ω.

‖ ι∗(Py[ω])− ι ‖≤‖ ι∗(y[ω])− ι ‖ . (5.11)
Im Fall des AMELIA-Datensatzes spielt die Homogenität des Ein-

kommens eine große Rolle. So ist das Einkommen Basis für viele Laeken-
Indikatoren. Eine besonders große Auswirkung hat der Grad der Homoge-
nität auf die Ergebnisse von Small-Area-Schätzern. So funktioniert diese
Schätzmethodik sehr gut, wenn die Heterogenität innerhalb der Gebiete im
Vergleich zur Heterogenität zwischen den Gebieten sehr groß ist (vgl. Rao
2003, S. 148).

Im ersten Ansatzpunkt wird zunächst der Datensatz mit allen Varia-
blen, wie oben beschrieben erzeugt und dann die Zugehörigkeit der Merk-
malskombinationen zu einzelnen Gemeinden permutiert. Für diesen Fall
ist es möglich, sehr heterogene Populationen zu erzeugen. Allerdings muss
auch beachtet werden, dass sich der Zusammenhang zwischen den einzelnen
Variablen auf Landkreisebene sehr stark verändern kann.

Der zweite Ansatzpunkt ist, die Einkommen innerhalb einer inhaltli-
chen Gruppe g nach der Höhe zu ordnen. Eine Permutation$ = ($1, . . . , $n)
von (1, . . . , n) würde dann das folgende Ergebnis bringen (vgl. Krengel
1988, S. 120):

yg$1 < yg$2 < yg$3 < . . . < yg$n . (5.12)
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Allerdings kann diese Art der Sortierung zu einem sehr extremen
Ergebnis führen. Die Zielsetzung hinter der Umsortierung ist es zwar, ver-
schiedene Szenarien zu bekommen. Allerdings sollten diese Szenarien auch
realistisch sein. Übertragen auf den AMELIA-Datensatz bedeutet dies, dass
es nicht zu einer Aufteilung der Einkommen auf Landkreise kommen darf,
sodass in manchen Landkreisen nur Haushalte unterhalb und in anderen
Landkreisen nur Haushalte oberhalb der Armutsgrenze existieren. An die-
ser Stelle kommt auch die Frage der Kongruenz ins Spiel. Die zergliederten
Ergebnisse der Gesamtbevölkerung sollten den entsprechenden Ergebnissen
für untergeordnete Gebietseinheiten entsprechen. Dies ist zwar für die ab-
soluten Zahlen in jedem Falle gegeben. Allerdings sollten auch die relativen
Zusammenhänge in den Landkreisen nicht zu weit von den Werten in der
Gesamtpopulation abweichen. Es muss ein Maß festgelegt werden, das den
Möglichkeitsraum beschreibt.

Um weniger extreme Ergebnisse zu erzielen, wird ein leicht variiertes
Einkommen zur Umsortierung verwendet. In diesem Fall wird die Daten-
menge geteilt. Zu einem Teil wird nun eine stochastische Fehlerkomponente
ε ∼ N(ȳ, s2

y) addiert. Der Grad der Heterogenität hängt nun davon ab, wie
groß der Teil ist, der mit der stochastischen Fehlerkomponente ε belegt
wurde, und des weiteren davon, welche Verteilung für die Erzeugung der
Fehlerkomponente verwendet wurde.

Die Erzeugung räumlicher Szenarien

In Abschnitt 4.1.4 wurde bereits auf ein mögliches Vorgehen zur Umsortie-
rung hingewiesen. Nun wird diese Umsortierung für den AMELIA-Datensatz
in die Tat umgesetzt. Wie bereits erwähnt, sollen die erzeugten inhaltli-
chen Strukturen nicht zerstört werden. Die Umsetzung dieser Anforderung
ist beim AMELIA-Datensatz mit besonderen Schwierigkeiten verbunden, da
letztendlich das äquivalisierte Haushaltseinkommen betrachtet wird. Die
Umsortierung sollte auf der Ebene stattfinden, auf der auch die Erzeugung
stattgefunden hat. Das Äquivalenzeinkommen muss aber später für alle
Haushaltsmitglieder gleich sein.

Da die Einkommenskomponente PY010G das größte Gewicht inner-
halb der persönlichen Einkommenskomponenten hat, wird das Umsortieren
bezüglich dieser Variable vorgenommen. Im vorliegenden Fall werden He-
terogenität und räumliche Muster gleichzeitig erzeugt.
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Abbildung 5.41.: Der quintile share ratio - Einkommen EDI

Eine Anforderung bezieht sich auf die Werte der Indikatoren, die
später in Simulationen verwendet werden. Für den quintile share ratio lie-
gen die Werte für die Staaten Europas in einem Intervall um 4. In der Karte
5.41 ist zu sehen, das auch das Anteilsverhältnis der Einkommensquintile
für die einzelnen Gemeinden von AMELIA in diesem Bereich liegt. In blau
eingefärbten Areas ist der quintile share ratio relativ hoch, während er in
den gelb eingefärbten Areas eher geringer ist. Rot sind die Areas eingefärbt,
wenn der quintile share ratio den Wert von 5 übersteigt. Anhand der Karte
ist zu sehen, dass es sich bei den Werten um synthetische Werte handelt,
sie können nicht mit den realen Ländern Europas in Verbindung gebracht
werden.

5.3.4. Auswertung der AMELIA-Grundgesamtheit
Im folgenden Abschnitt werden die synthetischen Generierung für die AMELI-
Simulationsgesamtheit kurz dargestellt. Wo es möglich ist, wird ein Ver-
gleich zur Ausgangspopulation hergestellt. Die Auswertung der AMELIA-
Grundgesamtheit sind auch in Alfons et al. (2011c) nachzulesen. Die Si-
mulationsergebnisse wurden von Lehtonen et al. (2011a) vorgestellt.

Die AMELIA-Simulationsgesamtheit umfasst fünf Ebenen von admi-
nistrativen Einheiten. Diese sind äquivalent zur NUTS-Klassifikation zu
sehen und teilen sich wie in Tabelle 5.27 auf.



Kapitel 5. Anwendungsbeispiele 203

Tabelle 5.27.: Administrative Einheiten in AMELIA
NUTS-Ebene Variable Beschreibung Anzahl
NUTS0 AML AMELIA komplett 1
NUTS1 REG Regionen 4
NUTS2 NUTS2 Regierungsbezirke 11
NUTS3 DIS Landkreise 40
LAU1 CIT Gemeinden 1.592

In Tabelle 5.28 sind die verschiedenen administrativen Einheiten der
AMELIA-Grundgesamtheit aufgeführt. Daneben ist die mittlere Bevölkerung
(im Fall von AMELIA die Gesamtbevölkerung) und jeweils die Bevölkerungs-
zahl der größten und kleinsten Einheit aufgeführt.

Tabelle 5.28.: Größe der administrative Einheiten in AMELIA
Variable (mittlere) Bevölkerung Minimum Maximum
AML 10.012.600 – –
REG 2.503.150 2.230.382 2.673.002
NUTS2 910.236 535313 1.382.586
DIS 250.315 173485 369.379
CIT 6.289.322 2 268.689

Abbildung 5.42 zeigt auf der linken Seite die Umrisse der syntheti-
schen Karte von AMELIA. Gerade um das poverty mapping mit verschiedenen
simulierten Werten zu realisieren, war die Erzeugung einer solchen synthe-
tischen Karte wichtig. Diese Karte ist bewusst keine reale Karte, da keine
Rückschlüsse auf reale Zusammenhänge suggeriert werden sollten. Auf der
rechten Grafik der Abbildung ist die Aufteilung von AMELIA in die vier
Regionen dargestellt.

Abbildung 5.42.: AMELIA - administrative Untergliederung

Wie weiter oben beschrieben, spielt das Einkommen bei der synthe-
tischen Grundgesamtheit eine besondere Rolle. Deshalb ist es besonders
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wichtig, die Einkommenskomponenten in der synthetischen Grundgesamt-
heit zu untersuchen. In Abbildung 5.43 ist ein erster wichtiger Aspekt vi-
sualisiert, und zwar der Anteil der Nulleinkommen.

Bei der synthetischen Grundgesamtheit ist der Anteil der Nullein-
kommen für die Variable PY020G viel höher als im Basisdatensatz. Dies ist
darauf zurückzuführen, dass im Fall eines fehlenden Einkommens aus un-
selbstständiger Erwerbstätigkeit auch kein Einkommen in Form von Sach-
leistungen angenommen wurde.

In der AMELIA-Bevölkerung liegt der Anteil der Nulleinkommen bei
der Komponente Nettoeinkommen aus unselbstständiger Tätig-
keit in Form von Sachleistungen bei 48,1 Prozent. Bei der Variable
PY020G ist eine besondere Problematik zu berücksichtigen. Der Anteil der
Nulleinkommen ist hier mit 97,6 Prozent sehr hoch. Eine Übersicht über
das Verhältnis der Personen, die bei der jeweiligen Komponente Einkommen
verzeichnen und solchen, die bei dieser Komponente keine Einkünfte haben,
ist in Abbildung 5.43 zu sehen.

Abbildung 5.43.: Anteil der Nulleinkommen AMELIA

Die Abbildungen 5.44 und 5.45 zeigen die Heterogenitäten der Ein-
kommen zwischen verschiedenen regionalen Einheiten. Abbildung 5.44 zeigt
das mittlere Haushaltseinkommen HY020 im EU-SILC-Datensatz für zwei
Jahre. Jeder Punkt der roten Linie steht für das mittlere Haushaltseinkom-
men in einem Land des EU-SILC-Datensatzes im Jahr 2006. Es ist zuse-
hen, dass sich die Heterogenität zwischen 2005 und 2006 kaum verändert
hat. Lediglich das Durchschnittseinkommen bei den drei Ländern mit dem
höchsten mittleren Einkommen ist noch weiter gestiegen.
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Abbildung 5.44.: Heterogenitäten beim Einkommen I
Quelle: Alfons et al. (2011c, S. 37)

In Abbildung 5.45 zeigt einen ähnlichen Sachverhalt für die AMELIA-
Grundgesamtheit. Hier wurde allerdings das Durchschnittseinkommen für
die 1.592 Gemeinden berechnet (grüne Punkte). Die waagrechte grüne Linie
zeigt das mittlere Durchschnittseinkommen der Gemeinden an. Die Tatsa-
che, dass die Punkte nicht so weit nach oben und unten abweichen, zeigt,
dass die Heterogenität nicht so stark ausgeprägt ist. Stärker ausgeprägt ist
diese Heterogenität, wenn man sich die Durchschnittseinkommen auf der
Ebene der Landkreise anschaut (blaue Punkte). Hier werden zwei Linien
dargestellt, weil die Werte noch einmal für eine Umsortierung präsentiert
werden sollten. Im Fall der unteren blauen Linie handelt es sich um die
umsortierte Grundgesamtheit.
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Abbildung 5.45.: Heterogenitäten beim Einkommen II
Quelle: Alfons et al. (2011c, S. 37)

In Abbildung 5.46 werden zwei Histogramme dargestellt.

Abbildung 5.46.: Histogramme PY010G von AMELIA und EU-SILC 2005
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Auf der linken Seite von Abbildung 5.46 ist in rot ein Histogramm für
die Einkommenskomponente PY010G in der Basispopulation des EU-SILC
2005 zu sehen. Auf der rechten Seite ist in blau das Histogramm für die syn-
thetische Grundgesamtheit zu sehen. Bei beiden Histogrammen wird nur
der Wertebereich zwischen 0 und 150.000 Euro dargestellt. Im EU-SILC-
Datensatz sind noch Ausreißer enthalten, die nicht Basis der Erzeugung
von synthetischen Daten waren. Ausreißer werden später wieder in ver-
schiedenen Szenarien integriert.

In Abbildung 5.47 ist die Korrelation zwischen den Quantilen der
beiden Populationen zu sehen, wenn diese in unterschiedlich viele Quanti-
le eingeteilt werden. Wenn die Einkommen der beiden Population jeweils
in 10 Quantile eingeteilt werden (Punkt links oben), liegt die Korrelati-
on zwischen den 10 Quantilen des EU-SILC-Datensatzes 2005 und den 10
Quantilen des AMELIA-Datensatzes bei 0,976. Wird der Datensatz in 284
Quantile eingeteilt, erreicht die Korrelation ihren Tiefpunkt bei 0,375.

Abbildung 5.47.: Korrelation der Quantile von PY010G zwischen EU-SILC
2005 und AMELIA

In den Abbildungen 5.48 und 5.49 werden die 50 Quantile der Ein-
kommenskomponente PY020G vor und nach einer Quantilskorrektur ver-
glichen. In Abbildung 5.48 ist zu sehen, dass das Einkommen der synthe-
tischen Grundgesamtheit gerade in den mittleren Einkommensklassen zu
hoch ist. Dies wird durch die Quantilskorrektur behoben, wie in Abbildung
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Abbildung 5.48.: Mittelwerte der Einkommensquantile PY020G vor einer
Quantilskorrektur
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Abbildung 5.49.: Mittelwerte der Einkommensquantile PY020G nach einer
Quantilskorrektur

Wenn die Quantile der Einkommensverteilung nicht stimmen, wirkt
sich dies in starkem Maß auf die Ergebnisse für die Laeken-Indikatoren
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aus. Bei dem quintile share ratio beispielsweise werden die Quintile di-
rekt verwendet.32 Deshalb werden die Einkommen mithilfe der oben be-
schriebenen Quantilskorrektur bearbeitet. Relativ einfach lässt sich dies
für die einzelnen Einkommenskomponenten durchführen. Wenn ein aggre-
giertes Einkommen nicht mit dem Einkommen des Originaldatensatzes
übereinstimmt, ergeben sich weitere Probleme. In der Datensatzbeschrei-
bung des EU-SILC-Datensatzes wird erläutert, dass Diskrepanzen auftreten
können, wenn man das aggregierte Einkommen HY020 mit der Summe der
einzelnen Komponenten vergleicht.

In Abbildung 5.50 wird das Haushaltseinkommen HY010 als dotplot
dargestellt. Jeweils ein Punkt steht für das mittlere Einkommen in einer
Gemeinde der AMELIA-Grundgesamtheit. In rosa sind die Mittelwerte der
1.592 Gemeinden vor der Umsortierung abgetragen, während in blau die
Mittelwerte der gleichen Gemeinden nach der Umsortierung zu sehen sind.
Die starken Auswirkungen der Umsortierung werden so deutlich. Es gibt
nun einzelne Gemeinden mit einem negativen und andere mit einem sehr
hohen Durchschnittseinkommen.

Abbildung 5.50.: Haushaltseinkommen – Clusterung

Weiter oben wurde dargestellt, dass die Werte für die Laeken-Indikatoren
ungefähr im gleichen Intervall liegen sollten, wie dies für die Basispopulati-
on der Fall ist. In Abbildung 5.36 lagen die Werte für die at-risk-of poverty
32Die Indikatoren können mit dem Paket laeken berechnet werden.
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rate in einem Intervall zwischen 0,18 und 0,3. Für AMELIA ergeben sich die
in Tabelle 5.29 abgebildeten Werte.

Tabelle 5.29.: Werte für die ARPR in AMELIA
Einheit ARPR
AMELIA 0,25
REGION 1 0,266
REGION 2 0,260
REGION 3 0,247
REGION 4 0,23

Offenbar liegen die Werte der at-risk-of poverty rate im Fall von
AMELIA in dem vorher festgelegten Rahmen. Allerdings streuen die Werte
nicht so stark, wie das für die Werte der Staaten in EU-SILC der Fall ist.

5.3.5. Simulationen auf Basis von AMELIA
Die Qualität einer synthetischen Grundgesamtheit lässt sich erst endgültig
beurteilen, nachdem sie als Basis für eine Simulation gedient hat oder be-
reits von Anwendern genutzt wurde. AMELIA war die Basis für zahlreiche
Simulationen innerhalb des AMELI-Projekts. Von diesen Simulationen wird
eine im Folgenden exemplarisch vorgestellt. Weitere Simulationsergebnis-
se sind in Alfons et al. (2011a) oder Graf und Nedyalkova (2011)
enthalten.

Bei den Simulationen innerhalb des AMELI-Projekts handelte es sich
zumeist um Design-basierte Simulationen. Es wurden verschiedene Stich-
probendesigns implementiert (vgl. Alfons et al. 2011a, S. 9). Bei den dabei
verwendeten Designs ist zwischen einstufigen und zweistufigen Designs zu
unterscheiden. Eine Übersicht über die einstufigen Stichprobendesigns ist
in Tabelle 5.30 zu sehen. Die primary sampling unit (PSU) ist der Haushalt
(HID). In der zweiten Spalte sind die verwendeten Schichten enthalten. Bei
den Designs 1.4a und 1.5a wird die Variable NUTS2 als Stratifikationsva-
riable verwendet. Bei den einstufigen Designs wird immer ohne Zurücklegen
gezogen. Für die Designs 1.2 und 1.4a wird SRS gezogen. Beim Design 1.5a
wird die Methode von Sampford verwendet und in den NUTS2-Gebieten
proportional gezogen. Dabei wird die Haushaltsgröße (HHG) als Maß für
die Größe verwendet.

Tabelle 5.30.: Einstufige Stichprobendesigns AMELI-Simulation
p1(.)

Design PSU Str. Rep. πil SM Allok.
1.2 HID ˜ 1 FALSE SRS ˜ 1 NA
1.4a HID NUTS2 FALSE SRS ˜ 1 prop
1.5a HID NUTS2 FALSE ps-samp HHG prop
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Bei den zweistufigen Designs, die in Tabelle 5.31 abgebildet sind,
wird der Urbanisierungsgrad (DOU) mitberücksichtigt. Die PSU ist die
Gemeinde, und die secondary sampling unit (SSU) ist der Haushalt (HID).
Es wird die proportionale Allokation verwendet.

Tabelle 5.31.: Zweistufige Stichprobendesigns AMELI-Simulation
Design PSU/

SSU
Str. Rep. πil SM Alloc

2.6 p1(.) CIT NUTS2 + DOU FALSE SRS ˜ 1 prop
p2(.) HID ˜ 1 FALSE ps-

samp
HHG NA

2.7 p1(.) CIT NUTS2 + DOU FALSE SRS ˜ 1 prop
p2(.) HID ˜ 1 FALSE SRS ˜ NA

Bei den Simulationen ist es interessant zu sehen, wie groß die Monte-
Carlo-Varianz ist, wie unterschiedlich also die Schätzer reagieren. In Ab-
bildung 5.51 sind Simulationsergebnisse des AMELI-Projekts anhand von
Histogrammen visualisiert. Diese Histogramme sind dabei in einer Lattice-
Graphik angeordnet. Jedes Panel steht für ein Stichprobendesign. In den
Gitterfenstern wird jeweils die Punktschätzverteilung für den Mittelwert
über 500 Simulationsdurchläufe gezeigt. Die Schätzung betrifft das Ein-
kommen HY020.

Abbildung 5.51.: Simulationsergebnisse

Die synthetische AMELIA-Grundgesamtheit wurde also für zahlrei-
che Simulationen verwendet. Der Datensatz zeichnet sich besonders durch
die zahlreichen Einkommenskomponenten aus. Diese sind an vielen Stellen
innerhalb der Simulationen von besonderer Bedeutung.





6. Fazit und Ausblick
Ziel der Arbeit war es, die Verwendung von synthetischen Daten zu mo-
tivieren und Möglichkeiten vorzustellen, wie diese Daten erzeugt werden
können. Dazu wurde in der Arbeit der Zusammenhang zwischen syntheti-
schen Daten und Simulationsmodellen herausgestellt.

Synthetische Daten sind Daten, die nicht ausschließlich auf Umfra-
gen oder Beobachtungen basieren, sondern vom Wissenschaftler modelliert
werden. Die Arbeit mit synthetischen Daten kann nötig werden, wenn die
eigentlichen Daten nicht zur Verfügung stehen, weil die betreffende Befra-
gung noch nicht durchgeführt wurde und das Stichprobendesign getestet
werden soll oder Datenschutzrichtlinien zu berücksichtigen sind.

Teilweise werden Datensätze mit fehlenden Werten um synthetische
Werte ergänzt, um so die Qualität der Daten zu erhöhen. Dies ist sinnvoll,
wenn eine Behinderung der Datenerfassung vorliegt: Personen oder Firmen
können die Aussage bezüglich einzelner Fragen (item non response) oder
aller Fragen (unit non response) verweigern. Es können auch Methoden
der Synthetisierung verwendet werden, um bereits vorhandene Informa-
tionen anzureichern und einen umfangreicheren Mikrodatensatz zu erstel-
len. Manchmal sind die zu verwendenden Daten veraltet. In diesem Fall
konnten die Daten nicht in einem angemessenen Zeitrahmen erhoben wer-
den. So können beispielsweise Wirtschaftsdaten in ökonomisch unruhigen
Zeiten sehr schnell veralten. Der wichtigste Anwendungsbereich sind aller-
dings Mikrosimulationen, welche dazu beitragen können, Erkenntnisse über
Effekte zu gewinnen, die aus dem Zusammenspiel zwischen Stichprobende-
sign und Schätzverfahren entstehen. Während sich die vorliegende Arbeit
darauf konzentriert, wie synthetische Daten erzeugt werden können, mit de-
nen ausführliche Design-basierte Simulationen möglich sind, wurden bisher
hauptsächlich Modell-basierte Simulationen angewendet.

Im Rahmen dieser Arbeit wurden zahlreiche Anforderungen an sol-
che synthetische Daten aufgelistet. Diese können sich teilweise widerspre-
chen, so dass die Anforderungen priorisiert werden müssen. Betrachtet man
nur eine einzelne Variable, so muss die Verteilung dieser Variable stimmen.
Betrachtet man mehrere Variablen, so muss man darauf achten, dass die
Verteilung zwischen den Variablen stimmt. Ebenso müssen hierarchische
Strukturen vorhanden und logische Restriktionen erfüllt sein. Die Nutz-
barkeit der Daten muss gegeben sein. Wendet man Regressionsmodelle auf
die synthetischen Daten an, sollten die Parameter resultieren, die man bei
einer Regression auf den Basisdaten erhalten würde.

Zur Erstellung einer synthetischen Grundgesamtheit steht eine gan-
ze Palette an Methoden zur Verfügung. Strukturgebende Verfahren werden
dann eingesetzt, wenn wenig Vorinformationen vorhanden sind. Die Daten
basieren zumeist auf logischen Überlegungen. Strukturerfassende Verfah-
ren hingegen nutzen Informationen, welche aus Basisdaten bekannt sind.
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Zu diesen Verfahren zählen die verschiedene Arten der Regression mit an-
schließender Vorhersage. Strukturerhaltende Verfahren werden dann ein-
gesetzt, wenn ein Datensatz nicht komplett ist oder veröffentlicht werden
soll, Veränderungen aber vorgenommen werden müssen, um dem Daten-
schutz Rechnung zu tragen. Um logische Restriktionen abschließend zu
überprüfen, werden strukturprüfende Verfahren eingesetzt.

Die gewählte Strategie zur Erzeugung der Daten kann nicht nur
Output-orientiert sein, sondern muss auch an den jeweiligen Charakteris-
tika des zugrundeliegenden Datensatzes orientiert werden. Die Strategie
muss somit auch Input-orientiert sein. Dabei erschweren Nullkomponenten,
Ausreißer und logische Restriktionen die Erzeugung synthetischer Daten.
Deshalb muss der Erstellung der Daten eine ausführliche Datenanalyse vor-
ausgehen. Diese Reihenfolge ist in allen drei großen Anwendungsbeispielen
gleich.

Bei der Datenerzeugung im Rahmen des Zensus-Stichprobenforsch-
ungsprojekts ging es darum, verschiedene Informationsquellen miteinander
zu verbinden. Das anonymisierte Melderegisterdatenbestände liefern hier
den Rahmen der Simulation, während zusätzliche Informationen aus dem
Mikrozensus gewonnen werden. Die Einhaltung der hierarchischen Kongru-
enz ist von besonderer Bedeutung. Die Erzeugung der sogenannten Eu-
rostat Hypercubes musste möglich sein, was besondere Anforderungen an
den Zusammenhang zwischen den Variablen zur Folge hatte. Zudem sind
schwach besetzte Zellen zu erwarten. Eine Szenarienanalyse musste eben-
falls ermöglicht werden, da unklar war, ob und in welcher Form Daten der
Bundesagentur für Arbeit zur Verfügung gestellt werden. Die erzeugte syn-
thetische Grundgesamtheit war die Basis für umfangreiche Simulationen
innerhalb des Zensus-Stichprobenforschungsprojekts.

Bei der Erzeugung der BLUE-ETS-Grundgesamtheit musste die spe-
zielle Struktur von Wirtschaftsdaten bei der Erzeugung berücksichtigt wer-
den. Dazu zählt beispielsweise der Zusammenhang zwischen verschiedenen
wirtschaftlichen Indices, die sich aus vielen Variablen zusammensetzen. Die
Unternehmensdemographie ist fluider als die Bevölkerungsdemographie. Da
es sich bei den Basisinformationen um einen italienischen Datensatz han-
delte, musste auch der geographischen Struktur Italiens Rechnung getra-
gen werden. In diesem Fall mussten ebenfalls zwei Datensätze miteinander
verknüpft werden. Einflussreiche Datenpunkte waren zu berücksichtigen.
Besondere Herausforderungen entstanden zudem aus der Anonymisierung
dieses Datensatzes. Dennoch war die Erzeugung eines solchen Datensatzes
sinnvoll, da public use files zu Unternehmensdaten deutlich seltener vor-
handen sind, als solche für öffentlich nutzbare Datensätze für Bevölkerungs-
daten.

Eine feine administrative Strukturierung war beim AMELIA Da-
tensatz von gesteigertem Interesse, um die komplexen Stichprobenpläne
umzusetzen. Die besondere Schwierigkeit bei der Erzeugung war es, das
Zusammenspiel zwischen den einzelnen Einkommenskomponenten richtig
wiederzugeben. Viele dieser Komponenten haben einen großen Anteil von
Nullwerten, was wiederum eine hohe Bedeutung von logischen Restriktio-
nen und eine Erzeugung in mehreren Schritten zur Folge hatte. Es wurde
also die Bedeutung von Mikrostrukturen betont und gezeigt, wie diese er-
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zeugt werden können. Auch hier konnte die Einfügung von Szenarien dar-
gestellt werden. Das Kapitel umfasst Beispiele für Simulationen basierend
auf dem erzeugten synthetischen Datensatz. Dieser wurde so erzeugt, dass
eine Veröffentlichung möglich war.

Generell ist bei den genannten Verfahren zu berücksichtigen, dass
es sich nicht um Mechanismen zur wundersamen Informationsvermehrung
handelt. Wenn Simulationen auf synthetischen Daten durchgeführt werden,
sollte man sich immer bewusst machen, dass nur solche Effekte in Mikro-
simulationsmodellen gemessen werden können, die auch vorher in den Da-
tensatz integriert werden. Die Gefahr, einen garbage-in-garbage-out-Prozess
zu erzeugen, ist gegeben. Schätzmethoden können in einem Mikrosimula-
tionsmodell perfekt funktionieren, aber in der Realität versagen. Um diese
Unsicherheit etwas zu verringern, bietet sich die Möglichkeit eine Szenario-
Analyse anzuwenden. Benötigte Rechenkapazität und benötigte Zeit sind
wichtige und zu berücksichtigende Größen.

Insgesamt ist festzstellen, dass es die perfekte Methode zur Erzeu-
gung synthetischer Daten nicht gibt. Die Anwendungsbeispiele zeigen, dass
die beste Methode abhängig von der Ausgangssituation und den Untersu-
chungszielen gewählt werden muss. Oft liegt die Lösung auch in der Kom-
bination verschiedener Ansätze.

Natürlich gibt es auch weitere interessante Untersuchungsfelder, wel-
che in dieser Arbeit nicht behandelt werden konnten. Die Verknüpfung
von drei und mehr Datensätzen unter der Berücksichtigung hierarchischer
Kongruenz ist eine große Herausforderung. Synthetische Längsschnittdaten
stellen sehr spezielle Anforderungen an die Datenerzeugung. In Zukunft
wird auch die Integration von geographischen Informationen immer wichti-
ger werden. Auch die Kombination dieser Informationsarten ist interessant.
Allerdings ist die Frage der Anonymisierung solcher Informationen deutlich
komplizierter.





A. Anhang

A.1. Erklärung der verwendeten Grafiken

A.1.1. Der Mosaikplot
Der Mosaikplot wurde von David Meyer, Achim Zeileis und Kurt Hor-
nik entwickelt. Es handelt sich um eine direkte Visualisierung von Kontin-
genztabellen. Es werden zweidimensionale Häufigkeitsverteilungen mithilfe
von Flächen dargestellt. Dabei ist eine Fläche umso größer, je öfter die
Merkmalskombination auftritt. Nähere Erklärungen zum Mosaikplot sind
in Hofmann (2003) zu finden.

Zur Veranschaulichung ist in Abbildung A.1 ein Mosaikplot für die
Ausprägungen Nationalität und Schulabschluss dargestellt. Mit dieser Art
von Diagramm lassen sich bedingte Häufigkeiten erkennen. Die Größe der
Flächen zeigt jeweils an, wie häufig eine Merkmalskombination vorkommt.

Abbildung A.1.: Mosaikplot für Nationalität und Schulabschluss –
Mikrozensus public use file 2002
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In Abbildung A.1 ist zu sehen, dass die Verteilung der Ausprägungen
für die Schulausbildung verglichen zwischen den verschiedenen Nationa-
litäten relativ ähnlich ist. Diese Struktur würde zu der Annahme führen,
dass die Variablen Schulausbildung und Nationalität unabhängig vonein-
ander sind. Um diese Annahme zu überprüfen, können zusätzlich noch
die Pearson-Residuen mit in die Analyse aufgenommen werden. Um sie zu
berücksichtigen, kann ein sogenannter Assoziationsplot verwendet werden
(siehe Abbildung A.2). In diesen Plots wird die standardisierte Abweichung
zwischen den beobachteten und den erwarteten Werten gezeigt (vgl. Mey-
er et al. 2005, S. 8).

A.1.2. Der Assoziationsplot

Abbildung A.2.: Assoziationsplot für Schulausbildung und Nationalität
(MZ PUF 2002).

In der Population, die Abbildung A.2 zugrunde liegt, haben die meis-
ten Personen die deutsche Nationalität (NAT=1). Bei dieser Gruppe gibt
es kaum Abweichungen der beobachteten von den bei Unabhängigkeit er-
warteten Werten. Gleichzeitig mit dem Erstellen der Grafik wird ein Test
auf Unabhängigkeit durchgeführt, bei dem die Nullhypothese lautet: Un-
abhängigkeit ist gegeben. Der zugehörige p-Wert wird angegeben und ist im
vorliegenden Fall deutlich kleiner als 0,05. Damit kann die Nullhypothese
abgelehnt werden. Dies ist vor allem auf die Residuen für die nichtdeutschen
Nationalitäten zurückzuführen.
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A.1.3. Der Levelplot
In Abbildung A.3 ist ein Beispiel für den Levelplot zu sehen. Wenn eine
Kombination von Ausprägungen besonders häufig vorkommt, dann ist das
entsprechende Feld blau eingefärbt. Die Kombination, dass die erste und
zweite Person im Haushalt jeweils die Ausprägung 1 haben kommt am
häufigsten vor. Die anderen Merkmalskombinationen kommen seltener vor,
deshalb sind diese Felder rosa eingefärbt.

Abbildung A.3.: Schulabschluss erste und zweite Person im Haushalt

A.1.4. Der Balloonplot
Der balloonplot kann zur Visualisierung von Zusammenhängen verwen-
det werden, wie dies beispielsweise in Hahsler und Chelluboina (2010,
S. 13) vorgenommen wird. Es können mit dieser Art von Grafiken mehr-
dimensionale Kreuztabelle visualisiert werden. Dabei ist es möglich, die
Abhängigkeit zwischen mehr als zwei Variablen darzustellen.

In Abbildung A.4 dient der balloonplot zur Visualisierung des
BankWages-Datensatzes.1 Visualisiert sind die Ausprägungskombinationen
aus der Position im Job und der Ausbildung.

1 Bei diesem Datensatz handelt es sich um ein Beispieldatensatz aus dem Paket AER.
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Abbildung A.4.: balloonplot

Im oberen linken Feld ist beispielsweise die Zahl 70 zu sehen. Das
bedeutet, dass die Merkmalskombination aus education=8 und job=admin
70 mal im Datensatz enthalten sind. Der Kreis in den Feldern ist umso
größer, je höher die Zahl ist. Die Balken an den Seiten verdeutlichen die
eindimensionale Häufigkeit. Bei job ist die Ausprägung admin beispielsweise
am häufigsten vertreten.
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A.2. Überblick über verwendete R-Pakete

Tabelle A.1.: Verwendete R-Pakete

Paket Beschreibung Kapitel Referenz
Sim-
Population

Simulation synthetischer
Populationen

2.2 Alfons und Kraft
(2010)

simFrame Aufbau einer Simulations-
umgebung

2.2 Alfons (2009)

ade4 Implementation des Dua-
litätsdiagramms

3.1

heplots Grafiken 3.2 Friendly (2007)
spdep Räumliche Analyse 3.3 Bivand et al. (2008)
mvtnorm Superpopulationsmodelle 4.1.1
bindata 4.1.1
ClusterSim 4.1.1
gamlss.dist 4.1.1
lmomco 4.1.1
compoisson 4.1.1
copula Multivariate

Abhängigkeitsstrukturen
mit Copulas

4.1.5 Kojadinovic und
Yan (2010)

QRMlib R-code zur Untersuchung
des quantitativen Risiko-
managements

4.1.5 McNeil und Ulman
(2010)

seriation marker ordering algorithm
Seriation

4.1.4 Hahsler et al. (2008)

nlme Mehrebenenmodelle 4.2.5 Pinheiro und Bates
(2009)

VGAM Negativ-Binomial-Modelle 4.2.3 Yee (2010)
cluster Durchführung von Cluster-

Analysen
4.2.6

poLCA Analyse latenter Klassen 4.2.6 Hahsler et al. (2008)
mice Paket zur multiplen Impu-

tation
4.3.6 Buuren und Ouds-

hoorn (2000)
YaImpute 4.3.6 van Buuren und

Oudshoorn (1999)
editrules Manipulation linearer Edi-

tierungen und Fehlerlokali-
sierung

4.4 de Jonge und
van der Loo (2011)

deducorrect Paket zur Durchführung
von Editingregeln

4.4 van der Loo et al.
(2011)

laeken Schätzung der Laeken-
Indikatoren

5.3 Alfons et al. (2011d)

xtable LATEX-Tabellen aus R gene-
rieren

Alle -

lattice Visualisierung von high-
level Daten

Alle Sarkar (2008)

gplots Datenvisualisierung Alle -
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A.3. Amtliche Kennziffern
Der Amtliche Gemeindeschlüssel (AGS) ist eine Folge von acht Ziffern,
die politisch selbständige Gemeinden eindeutig identifiziert. Der AGS für
Stuttgart lässt sich beispielsweise folgendermaßen aufschlüsseln: 08 1 11
000 = Stuttgart

• 08 Baden-Württemberg

• 1 Regierungsbezirk Stuttgart

• 1 Region Stuttgart

• 1 Stadtkreis Stuttgart

• 000 (Stuttgart erhält als Stadtkreis die Gemeindeschlüsselendung 000)

Der Regionalschlüssel hat demgegenüber zwölf Stellen und bildet die
vierstufige deutsche Gebietsgliederung. Die Verschlüsselung erfolgt für:

• die Bundesländer in der 1. und 2. Stelle,

• die Regierungsbezirke in der 3. Stelle (falls in einem Bundesland keine
Regierungsbezirke vorhanden sind, ist diese Stelle mit 0 besetzt),

• die kreisfreien Städte / Stadtkreise und Landkreise in der 4. und
5. Stelle (in Baden-Württemberg kennzeichnet die 4. Stelle auch die
Zugehörigkeit zu einer Region),

• die Gemeindeverbände in der 6. bis 9. Stelle und

• die Gemeinden in der 10. bis 12. Stelle.

A.3.1. Kodierung der Bundesländer
Für die kurze Bezeichnung der Bundesländer werden Codes verwendet. Da-
bei handelt es sich um die Zahlen zwischen 1 und 16. Die Bundesländer sind
nach der geografischen Lage durchnummeriert:
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Tabelle A.2.: Codes zu den Bundesländern
Code Bundesland
01 Schleswig-Holstein
02 Hamburg
03 Niedersachsen
04 Bremen
05 Nordrhein-Westfalen
06 Hessen
07 Rheinland-Pfalz
08 Baden-Württemberg
09 Bayern
10 Saarland
11 Berlin
12 Brandenburg
13 Mecklenburg-

Vorpommern
14 Sachsen
15 Sachsen-Anhalt
16 Thüringen

A.4. Editing-Regeln für die
Zensus-Simulationsgesamtheit

Flag[ISCED==99 & (ILO==1|ILO==2)] <- T

Flag[(ISCED==11|ISCED==21|ISCED==31|ISCED==41|ISCED==51|
ISCED==52|ISCED==61) & ILO==9] <- T

Flag[(ISCED==51|ISCED==52|ISCED==61) & ILO==9] <- T

Flag[SynthDat$AGE<15 & ILO_synth %in% c(1,2)] <- T

Flag[ILO==2 & EF117 %in% c(2,4,7,8,9,10,11)] <- T

EF310_synth[SynthDat$AGE<15 &EF310_synth %in% c(1,3,5,9)]<- NA

EF310_synth[SynthDat$AGE<16 &EF310_synth==4]<- NA

EF44_synth[SynthDat$AGE<15 &EF44_synth %in% c(1,2,5)]<- NA

min(AGE[EWT==1])
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(ISCED = 99)
⋂

ILO = {1, 2} (A.1)
(ILO = 9)

⋂
ISCED = {11, 21, 31, 41, 51, 52, 61}

A.5. Quellen für frei verfügbare Mikrodaten
Eine Aufgabe, die in letzter Zeit immer mehr an Bedeutung gewinnt, ist die
Harmonisierung der Daten und die anschließende Nutzbarmachung bezie-
hungsweise Bereitstellung der Daten. Eine wichtige Organisation in diesem
Bereich ist das CESSDA (Council of European Social Science Data Ar-
chives), das sich um die Organisation und Weitergabe von Sekundärdaten
kümmert.

Eine weitere interessante Initiative ist Data Without Boundaries
(DWB)2, welche amtliche Daten verfügbar machen will. Für Deutschland
verfolgt vor allem der Rat der Sozial- und Wirtschaftsdaten (RatSWD) die-
ses Ziel. Eine Übersicht über frei verfügbare Datensätze ist in Tabelle A.3
enthalten.

Viele Datensätze sind bei den Forschungsdatenzentren zu finden.
Eine Übersicht befindet sich auf der Website des Rates für Sozial- und
Wirtschaftsdaten (vgl. folgende Tabelle). Zudem listet Hübler (2005, S.
47f.) einige Quellen für Daten auf. Er bezieht sich dabei hauptsächlich auf
scientific und public use files.

2 http://www.dwbproject.org/

http://www.dwbproject.org/
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Tabelle A.3.: Übersicht über frei verfügbare Datensätze

Link Beschreibung
http://www.iecm-project.org/ Portal, auf dem Mikrodaten für Eu-

ropa gesammelt werden
http://www.
forschungsdatenzentrum.de/

Einrichtung der Statistischen Ämter
des Bundes und der Länder zur Be-
reitstellung von Daten

http://forsdata.unil.ch/data/ Daten für die Schweiz
http://www.abs.gov.au/
CDATAOnline

Tabellierte Daten für Australien

http://www.statistik.at/
web_de/services/mikrodaten_
fuer_forschung_und_lehre/
kostenloser_download_von_
testdaten/index.html

EU-SILC-Datensatz für Österreich

http://lib.stat.cmu.edu/
datasets/

Datensätze begleitend zu Simonoff
(2003)

http://www.nber.org/data/ Verschiedene Daten des National Bu-
reau of Economic Research

http://www.itl.nist.gov/
div898/strd/

Verschiedene Übungsdatensätze

http://www.norc.org/GSS+
Website/

General Social Survey

http://www.statsci.org/data/
general/timeseri.html

Viele Zeitreihendatensätze zu
Übungszwecken

www.infothek.statistik.rlp.de/
lis/MeineRegion/index.asp

Daten zu Regionaleinheiten in
Rheinland-Pfalz

http://www.vdstech.com/map_
data.htm

Quelle für kartografische Daten

www.gesis.org Quelle für zahlreiche Datensätze
. . . . . .

http://www.iecm-project.org/
http://www.forschungsdatenzentrum.de/
http://www.forschungsdatenzentrum.de/
http://forsdata.unil.ch/data/
http://www.abs.gov.au/CDATAOnline
http://www.abs.gov.au/CDATAOnline
http://www.statistik.at/web_de/services/mikrodaten_fuer_forschung_und_lehre/kostenloser_download_von_testdaten/index.html
http://www.statistik.at/web_de/services/mikrodaten_fuer_forschung_und_lehre/kostenloser_download_von_testdaten/index.html
http://www.statistik.at/web_de/services/mikrodaten_fuer_forschung_und_lehre/kostenloser_download_von_testdaten/index.html
http://www.statistik.at/web_de/services/mikrodaten_fuer_forschung_und_lehre/kostenloser_download_von_testdaten/index.html
http://www.statistik.at/web_de/services/mikrodaten_fuer_forschung_und_lehre/kostenloser_download_von_testdaten/index.html
http://lib.stat.cmu.edu/datasets/
http://lib.stat.cmu.edu/datasets/
http://www.nber.org/data/
http://www.itl.nist.gov/div898/strd/
http://www.itl.nist.gov/div898/strd/
http://www.norc.org/GSS+Website/
http://www.norc.org/GSS+Website/
http://www.statsci.org/data/general/timeseri.html
http://www.statsci.org/data/general/timeseri.html
www.infothek.statistik.rlp.de/lis/MeineRegion/index.asp
www.infothek.statistik.rlp.de/lis/MeineRegion/index.asp
http://www.vdstech.com/map_data.htm
http://www.vdstech.com/map_data.htm
www.gesis.org
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Bruch, C., Münnich, R. und Zins, S. (2011): Variance Estimation for
Complex Surveys. Technischer Bericht, FP7-SSH-2007-217322 AMELI.
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Burgard, P. und Münnich, R. (2009): On the impact of over- and un-
dercount modeling on small-area estimation in register-based censuses.

Buuren, S. V. und Oudshoorn, K. C. (2000): Multivariate
Imputation by Chained Equations. MICE V1.0 User’s manual.
http://web.inter.nl.net/users/S.van.Buuren/mi/docs/Manual.pdf
(07.10.2005): TNO Prevention and Health.
URL http://www.stefvanbuuren.nl/publications/MICE%20V1.0%
20Manual%20TNO00038%202000.pdf

C. Genest, C., Ghoudi, K. und Rivest, L.-P. (1995): A semiparametric
estimation procedure of dependence parameters in multivariate families
of distributions. In: Biometrika, 82(3), S. 543–552.

10.1016/j.csda.2010.11.002
http://www.stefvanbuuren.nl/publications/MICE%20V1.0%20Manual%20TNO00038%202000.pdf
http://www.stefvanbuuren.nl/publications/MICE%20V1.0%20Manual%20TNO00038%202000.pdf


Literaturverzeichnis 232

Cameron, A. und Trivedi, P. (1998): Regression analysis of count data,
Band 30. Cambridge Univ Pr.

Cameron, C. A., Li, T., Trivedi, P. K. und Zimmer, D. M. (2004):
Modelling the differences in counted outcomes using bivariate copula mo-
dels with applications to mismeasured counts. In: Econom., J. 7, No. 2,
S. 566–584.

Cano, I. und Torra, V. (2011): Edit constraints on microaggregation
and additive noise. In: Privacy and Security Issues in Data Mining and
Machine Learning, S. 1–14.

Carlin, J. B., Wolfe, R., Brown, C. H. und Gelman, A. (2001): A
case study on the choice, interpretation and checking of multilevel models
for longitudinal binary outcomes. In: Biostatistics, 2 (4), S. 397–416.

Carr, D. und Pickle, L. (2009): Visualizing data patterns with Micro-
maps. CRC Press.

Cazzaro, M. und Colombi, R. (2008): Modelling two way contingency
tables with recursive logits and odds ratios. In: Statistical Methods and
Applications, 17 (4), S. 435–453.

Chambers, J. M. (2008): Software for Data Analysis: Programming with
R (Statistics and Computing). Springer, ISBN 0387759352.

Chambers, R. (2001): Evaluation Criteria for Statistical Editing and Im-
putation for EUREDIT WP4.2/5.2.
URL http://www.cs.york.ac.uk/euredit/

Chambers, R. (2003): Evaluation Criteria for Statistical Editing and Im-
putation.
URL http://www.cs.york.ac.uk/euredit/

Chambers, R. (2006): Statistical Data Editing, Kapitel Evaluation cri-
teria for editing and imputation in EUREDIT, S. 17–27. United Nations
Statistical Commission.

Chambers, R. L. und Dunstan, R. (1986): Estimating distribution
functions from survey data. In: Biometrika, 73 (3), S. 597–604, doi:
http://dx.doi.org/10.1093/biomet/73.3.59710.1093/biomet/73.3.597.

Chin, S.-F. und Harding, A. (2006): Regional Dimensions: Creating
Synthetic Small-area Microdata and Spatial Microsimulation Models.
Technischer Bericht, National Centre for Social and Economic Model-
ling University of Canberra.
URL http://www.canberra.edu.au/centres/natsem/

Chin, S.-F., Harding, A., Lloyd, R., Namara, J. M., Phillips, B.
und Vu, Q. N. (2005): Spatial microsimulation using synthetic small-
area estimates of income, tax and social security benefits. In: Australasian
Journal of Regional Studies, Vol. 11, No. 3.

http://www.cs.york.ac.uk/euredit/
http://www.cs.york.ac.uk/euredit/
http://www.canberra.edu.au/centres/natsem/


Literaturverzeichnis 233
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Knobelspies, M. und Münnich, R. (2008): Variablenselektion bei ge-
bundener Hochrechnung. In: Austrian Journal of Statistics, 37 (3&4), S.
335–347.

Knudsen und Fotheringham (1986a): Goodness-Of-Fit-Statistics. Geo-
Books, Norwich.

Knudsen, D. C. und Fotheringham, A. S. (1986b): Matrix Compari-
son, Goodness-of-Fit, and Spatial Interaction Modeling. In: International
Regional Science Review, 10.



Literaturverzeichnis 244

Koehler, K. (1986): Goodness-of-fit t tests for log-linear models in sparse
contingency tables. In: Journal of the American Statistical Association,
81(394), S. 483 – 493.

Koehler, K. und Larntz, K. (1980): An empirical investigation of
goodness-of-fit t statistics for sparse multinomials. In: Journal of the
American Statistical Association, 75(370), S. 336– 344.
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Krüger, S. (1975): Simulation: Grundlagen, Techniken, Anwendungen.
de Gruyter.

Kruse, O. (1997): Modelle zur Analyse und Prognose des Schadenbedarfs
in der Kraftfahrzeug-Haftpflichtversicherung, Band 36. Verlag Versiche-
rungswirtsch.

Kuk, A. (1993): A kernel method for estimating finite population distribu-
tion functions using auxiliary information. In: Biomeirika, 80, S. 385–92.

Kumar, S. und Kockelman, K. M. (2007): Microsimulation of Hou-
sehold and Firm Behaviors: Coupled Models of Land Use and Travel
Demand in Austin, Texas. Technischer Bericht, Center for Transportati-
on Research University of Texas at Austin.
URL http://swutc.tamu.edu/publications/technicalreports/
167262-1.pdf

Lange, K. (2010): Numerical Analysis for Statisticians (Statistics and
Computing). Springer.

Langford, I. H. und Lewis, T. (1998): Outliers in Multilevel Data. In:
Journal of the Royal Statistical Society. Series A (Statistics in Society),
161 (2), S. 121–160, ISSN 09641998.

Lau, K. (1985): Characterization of Rao’s quadratic entropies. In: Sank-
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Methoden, Daten, Analysen, 5 (1), S. 37–61.

http://alumni.media.mit.edu/~tpminka/courses/36-350/
http://www.springerlink.com/content/8324v841678v2ru4/fulltext.pdf
http://www.springerlink.com/content/8324v841678v2ru4/fulltext.pdf
http://www.s3ri.soton.ac.uk/isi2007/papers/Paper03.pdf


Literaturverzeichnis 249
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